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АННОТАЦИЯ
Настоящий обзор посвящён применению нейросетевых моделей для анализа гистологических изображений при не-
опухолевых заболеваниях печени с фокусом на технические аспекты разработки и обучения моделей. Актуальность 
работы обусловлена возрастающим интересом к использованию нейросетевых моделей и методов компьютерного 
зрения для решения исследовательских и диагностических задач применительно к микроскопической морфологии. 
Несмотря на сохраняющуюся клиническую значимость этой группы заболеваний, а также важную роль микроскопи-
ческой верификации морфологических изменений, применение методов искусственного интеллекта в данной области 
остаётся ограниченным и фрагментарным.
В обзоре систематизированы данные о доступных аннотированных наборах гистологических изображений печени, 
применяемых архитектурах нейросетевых моделей, подходах к предобработке изображений и стратегиям обучения, 
а также рассмотрены используемые функции потерь и другие ключевые технические аспекты разработки нейросете-
вых решений. Продемонстрировано, что, несмотря на высокий потенциальный вклад таких моделей в автоматизацию 
и стандартизацию морфологической оценки, их практическое внедрение сдерживается ограниченностью общедо-
ступных размеченных данных, высокой трудоёмкостью аннотирования и недостаточной стандартизацией методологи-
ческих подходов. Направление мультимодальных данных, объединяющих гистологические изображения с клиниче-
скими, биохимическими или радиологическими параметрами, представляет большой клинический интерес, однако 
в настоящее время встречается редко.
В большинстве исследований преобладает использование универсальных архитектур нейросетей, тогда как специали-
зированные модели, ориентированные на особенности микроскопических данных и морфологию печени, применяют 
значительно реже. На основе анализа опубликованных исследований установлено, что слабое обучение с учителем 
может быть достаточно эффективным для разработки моделей, а в сочетании с существенно меньшими затра-
тами на аннотирование обладает значительным потенциалом для дальнейшего развития. Одновременно выявлено, 
что в значительной доле работ описание методологии представлено на уровне, недостаточном для воспроизведения 
научного эксперимента.

Ключевые слова: неопухолевые поражения печени; гепатоциты; искусственный интеллект; нейросетевые модели; 
обзор.
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ABSTRACT
This review is devoted to the application of neural network models for the analysis of histological images in non-neoplastic 
liver diseases, with a focus on the technical aspects of model development and training. The relevance of this work is due 
to the growing interest in applying neural networks and computer vision for research and diagnostic tasks related to microscopic 
morphology. Although this disease group does not lose its clinical significance, and the importance of microscopic verification 
of morphological changes, the application of artificial intelligence in this field remains limited and fragmented.
The review systematizes available annotated datasets of liver histological images, applied neural network architectures, image 
preprocessing approaches, and training strategies. It also examines the loss functions used and other key technical aspects 
of neural network development. It is shown that, although the contribution of such models to the automation and standardization 
of the morphological assessment appears promising, their practical implementation is constrained by the limited publicly 
available annotated data, the high labor intensity of annotation, and insufficient standardization of methodological approaches. 
It is noted that multimodal data, integrating histological images with clinical, biochemical, or radiological parameters, is of great 
clinical interest; however, it is currently rare. 
Most studies utilize universal neural network architectures, while models fine-tuned to work with microscopic features and liver 
morphology are applied much less commonly. The analysis of published studies has shown that weakly supervised learning 
can be sufficient for model development and, in combination with significantly lower annotation costs, offers substantial 
potential for further development. At the same time, a considerable proportion of studies describe methodologies with limited 
reproducibility.
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摘要摘要

本综述致力于应用神经网络模型分析非肿瘤性肝脏疾病的组织学图像，重点介绍了模型开发

和训练的技术方面。本研究的现实意义在于人们对使用神经网络模型和计算机视觉方法解决

显微形态学研究与诊断任务的兴趣日益增长。尽管这组疾病具有持续的临床意义，并且显微

镜形态学验证发挥着重要作用，但人工智能方法在该领域的应用仍然有限且零散。

综述系统化了关于可用带标注的肝脏组织学图像数据集、应用的神经网络模型架构、图像预

处理方法和训练策略的数据，并考察了使用的损失函数和其他关键技术开发方面。研究表

明，尽管这些模型在形态学评估自动化和标准化方面具有巨大潜力，但其实际应用受到公开

可用标注数据的限制、标注的高劳动强度以及方法学途径标准化不足的制约。多模态数据方

向（结合组织学图像与临床、生化或放射学参数）具有重要的临床意义，但目前仍较少见。

大多数研究倾向于使用通用神经网络架构，而专门针对显微数据特点和肝脏形态学的专业模

型应用显著较少。基于对已发表研究的分析确定，弱监督学习对于模型开发可能足够有效，

并且结合显著减少的标注成本，具有巨大的进一步发展潜力。同时发现，在相当一部分工作

中，方法学的描述水平不足以重现科学实验。
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ВВЕДЕНИЕ
Неопухолевые заболевания печени, включая воспали-

тельные и дегенеративные процессы, представляют зна-
чимую клинико-диагностическую проблему, требующую 
точной морфологической верификации  [1–3]. Гистологи-
ческое исследование остаётся «золотым стандартом» диа-
гностики и токсикологических исследований, однако его 
проведение требует высокой квалификации специалиста 
и характеризуется вариативностью интерпретации.

В  последние годы возрастает интерес к  применению 
моделей искусственного интеллекта, в частности свёрточ-
ных нейросетей, для анализа гистологических изображе-
ний  [4,  5]. По нашему мнению, такие методы открывают 
перспективы автоматизации диагностики, повышения 
воспроизводимости оценок и количественной обработки 
морфологических паттернов. Несмотря на успехи в онко-
патологии [6], применение методов компьютерного зрения 
и искусственного интеллекта к анализу микроскопических 
изображений при неопухолевых поражениях, в том числе 
печени, остаётся ограниченным и требует систематизации. 
Для патологии печени проведение объективной количе-
ственной оценки поражения органа может позволить 
выявлять патологические изменения на ранних стадиях, 
что ценно как для диагностики и определения тактики 
лечения конкретного пациента, так и для токсикологи-
ческих исследований, в  частности в  фармацевтической 
промышленности [7, 8].

Настоящая работа представляет обзор современ-
ных подходов к  использованию нейросетевых моделей 
морфометрии неопухолевых патологических изменений 
в  печени. Особое внимание уделено характеристикам 
гистологии печени, доступным наборам данных, методам 
предобработки изображений, стратегиям обучения и типо-
вым архитектурам моделей.

МЕТОДОЛОГИЯ ПОИСКА ДАННЫХ
Для поиска релевантных статей использовали поиско-

вые системы Google Scholar и PubMed. Для каждой из них 
составлен схожий поисковый запрос: 
•	 ["Artificial Intelligence" OR "Machine Learning" OR "Deep 

Learning"] AND [Liver] AND [Histology OR Microscopy OR 
Histopathology OR Histological] AND  [Inflammatory OR 
Degenerative OR Hepatitis OR Cirrhosis OR Fibrosis]; 

•	 ["Artificial Intelligence"[Title/Abstract] OR 
"Machine Learning"[Title/Abstract] OR "Deep 
Learning"[Title/Abstract]] AND  ["Liver"[Title/Abstract]] 
AND  ["Histology"[Title/Abstract] OR "Microscopy"[Title/
Abstract] OR "Histopathology"[Title/Abstract] OR 
"Histological"[Title/Abstract]] AND  ["Inflammatory"[Title/
Abstract] OR "Degenerative"[Title/Abstract] OR 
"Hepatitis"[Title/Abstract] OR "Cirrhosis"[Title/Abstract] 
OR "Fibrosis"[Title/Abstract]].
Глубина поиска составила 8  лет (с  01  января 2018 

по 01  января 2026  г.). В  результате первичного отбора 

найдено 187 публикаций. После исключения дублирующих 
работ и анализа аннотаций список сокращён до 63 источ-
ников. 

На следующем этапе из выборки мы исключили об-
зорные публикации и статьи, где методы искусственного 
интеллекта использовали для исследовательских целей, 
но сами не являлись объектом разработки или детального 
анализа. В результате итоговый набор включал 31 публи-
кацию (Приложение 1). Обзорные публикации применяли 
для верификации полноты источников и поиска общедо-
ступных наборов данных.

ПРИЗНАКИ, ИСПОЛЬЗУЕМЫЕ 
ДЛЯ АНАЛИЗА

Гистоархитектоника печени характеризуется преобла-
данием одного клеточного типа — гепатоцитов, что под-
разумевает использование меньших ресурсов для обуче-
ния модели на однотипных данных. Однако сами клетки 
под воздействием различных факторов могут изменяться 
в значительной степени.

Изменения в  ткани печени, как правило, имеют гра-
диентный характер, обусловленный анатомической 
организацией печёночной дольки. Так, при токсических 
поражениях более выраженные изменения наблюдают 
в гепатоцитах, прилегающих к портальному тракту [9], то-
гда как дистрофические процессы, вызванные гипоксией 
или дефицитом питательных веществ, первично затра-
гивают центральные зоны, вокруг центральных вен  [10]. 
Визуализация зональности при холестазе: более интен-
сивное окрашивание гепатоцитов вблизи центральных 
вен обусловлено преимущественным накоплением в них 
желчных пигментов представлена на (рис. 1).

Среди наиболее значимых признаков, традиционно 
оцениваемых при диагностике неопухолевых поражений 
печени, выделяют [11, 12]: 
•	 жировую и баллонную дистрофию; 
•	 некроз гепатоцитов; 
•	 воспалительную инфильтрацию (представленную лим-

фоцитами, нейтрофилами и эозинофилами); 
•	 фиброз  — замещение паренхимы соединительной 

тканью, приводящее к утрате функции органа. 
Эти признаки возможно наблюдать в  одном микро-

препарате, что, в  свою очередь, обусловливает фор-
мирование комплексных морфологических паттернов. 
Для стандартизации оценки таких изменений применяют 
полуколичественные шкалы: NAS  [NAFLD (Nonalcoholic 
Fatty Liver Disease) Active Score] [12], METAVIR (Meta‑analysis 
of  Histological Data in Viral Hepatitis)  [11], Ishak  [13] и др. 
Их  широко используют как в  клинической диагностике, 
так и в научных исследованиях.

Таким образом, наличие доминирующего клеточного 
типа с  определённым спектром морфологических изме-
нений делает гистологию печени перспективной областью 
для алгоритмов машинного зрения. По нашему мнению, 

https://doi.org/10.17816/DD697955-4410973
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основными техническими вызовами при этом являются 
градиентное распределение изменений, их сочетанность 
и неоднородность в пределах микроскопического препара-
та, что требует разработки моделей, способных учитывать 
пространственные зависимости и локальные контексты.

ОТКРЫТЫЕ АННОТИРОВАННЫЕ 
НАБОРЫ ДАННЫХ

Обучение нейронных сетей для анализа гистологиче-
ских изображений требует больших объёмов качественно 
размеченных данных. Существующие наборы микроско-
пических данных значительно уступают как общим набо-
рам данных, в  которых миллионы изображений объеди-
нены в десятки или сотни классов [14, 15], так и большим 
медицинским наборам [5, 16].

Например, открытый набор данных TCGA содержит 
более 11  тыс. записей, из которых около 1500 относятся 
к  опухолям печени, однако микроскопические данные 
представлены всего 377  изображениями-микропрепа-
ратами1. Другой набор данных PAIP  2019  [17] включает 
100 изображений, аннотированных по двум классам.

Для неопухолевой патологии печени доступ-
ность данных также ограничена: нам удалось найти 
только четыре аннотированных набора данных. Так, 
F.  Heinemann  и соавт.  [18,  19] опубликовали два набора 
данных из 467 и 258  микроскопических изображе-
ний печени с  оценкой морфологом всего микропре-
парата  [18] либо отдельных тайлов с  использованием 
полуколичественной шкалы NAS  [19]. Крупный набор 
данных Open  TG-GATEs  [20], содержащий более 25  тыс. 
цифровых микропрепаратов печени, также аннотирован 
на уровне микропрепаратов и его невозможно исполь-
зовать для количественной оценки. Только в  одном 

1 �Erickson BJ, Kirk S, Lee Y, et al. Radiology Data from The Cancer Genome Atlas Liver Hepatocellular Carcinoma Collection [Data Set]. The Cancer 
Imaging Archive. 2016. doi: 10.7937/K9/TCIA.2016.IMMQW8UQ Дата обращения: 01.05.2026.

исследовании найден набор данных, позволяющий 
обучать модели для решения задачи сегментации  [7]. 
Он состоит из небольшого количества микропрепаратов 
(n=36), однако при этом в  нём аннотированы отдельные 
гепатоциты с  жировым перерождением. Это позволяет 
проводить количественную оценку, но только одного вари-
анта патологически изменённых гепатоцитов.

Таким образом, очень малый объём аннотированных 
наборов данных ограничивает проведение исследований 
с  использованием нейросетевых алгоритмов для ана-
лиза неопухолевых поражений печени. Именно поэтому 
при разработке нейросетевых моделей с  высокой степе-
нью вероятности исследовательскому коллективу необ-
ходимо самостоятельно разрабатывать аннотированный 
набор данных и, соответственно, закладывать значитель-
ные ресурсы на его разметку. 

МУЛЬТИМОДАЛЬНЫЕ ДАННЫЕ
Современные медицинские исследования опираются 

на широкий спектр диагностических методов, каждый 
из которых предоставляет информацию на разных уров-
нях. В связи с этим возрастающий интерес представляет 
разработка моделей, обученных на мультимодальных 
данных, которые интегрируют разнородные источники 
информации [16]. Такой подход особенно важен при ана-
лизе неопухолевой патологии печени, поскольку позво-
ляет учитывать контекстные (биохимические, анамнести-
ческие и др.) параметры, связанные с морфологическими 
изменениями ткани [21, 22].

Несмотря на очевидные преимущества использова-
ния мультимодальных данных, примеры подобных иссле-
дований в  области неопухолевых заболеваний печени 
остаются редкими. Так, базу данных Open TG-GATEs  [20], 

Рис. 1. Визуализация зональности при холестазе.

https://doi.org/10.7937/K9/TCIA.2016.IMMQW8UQ
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объединяющую гистологические изображения, молеку-
лярные профили и клинические показатели, теоретиче-
ски возможно использовать для разработки комплексных 
моделей, однако этот набор применяли только в  одном 
из найденных исследований, при этом без использова-
ния его контекстных возможностей  [23]. Всего в  двух 
публикациях авторы сравнивали и продемонстрировали 
эффективность использования комплексных моделей, 
объединив гистологические данные с результатами других 
исследований [21, 22]. 

Так, J. Bosch и соавт.  [21] установили, что интеграция 
гистологических данных с градиентом давления в ворот-
ной вене повышает точность оценки портальной гипер-
тензии у  пациентов с  циррозом печени. Включение био-
химических показателей в модель привело к повышению 
площади под характеристической кривой (Area Under the 
Curve, AUC) по сравнению с моделью, основанной только 
на гистологических данных, с 0,76 до 0,85. 

A.  Jana и соавт.  [22] предложили методику, в  которой 
для оценки фиброза и активности неалкогольной жировой 
болезни печени использовали как гистологические дан-
ные, так и изображения компьютерной томографии пече-
ни. Результаты продемонстрировали повышение значения 
AUC на 2–14% по сравнению с  моделями, основанными 
исключительно на гистологических данных, и на 20–40% 
по сравнению с  моделями, использующими только изо-
бражения компьютерной томографии. Для комбинации 
разнородных данных авторы использовали различные 
подходы и пришли к выводу, что объединение признаков 
с  использованием подхода Mid-Fusion и единая функция 
потерь (Single-Loss) обеспечивают более высокую точность 
классификации за счёт более информативных локальных 
признаков и согласованного обучения всех модальностей.

Эти результаты подтверждают, что комбинированные 
модели способны повысить точность диагностики. Несмо-
тря на очевидные преимущества интеграции разнород-
ных данных, остаются нерешёнными вопросы, связанные 
с выбором оптимальных методов объединения информа-
ции из различных источников и необходимостью стан-
дартизации подходов к  разметке данных. Поиск таких 
решений с учётом особенностей неопухолевой патологии 
печени требует дальнейших исследований.

МЕТОДЫ ОБРАБОТКИ ИЗОБРАЖЕНИЙ 
В современной патологической анатомии наборы дан-

ных представлены цифровыми изображениями микро-
препаратов c  высоким разрешением, что обеспечивает 
детализированное отображение структур тканей и клеток. 
Однако большой размер изображений, называемых гига-
пиксельными, создаёт значительные трудности при обуче-
нии глубоких нейронных сетей из-за аппаратных требова-
ний [5, 24–26]. 

Стандартным подходом является разделение сним-
ков на фрагменты («патчи»), его используют почти 

во всех исследованиях. Сравнительный анализ произ-
водительности моделей U-Net, обученных на полных 
изображениях уменьшенного размера и наборах пат-
чей с  различными размерами и степенью перекрытия 
показал, что нейронные сети, обученные на патчах, 
достигают уровня качества, сопоставимого с  моде-
лями, обученными на полноразмерных изображениях, 
при этом обладая существенно меньшими аппаратными 
требованиями [27].

В  изученных публикациях информация о  размере 
патчей представлена в 24 исследованиях [7, 18, 19, 22, 23,  
28–44] — показатель стороны квадрата в пикселях варь-
ировал в  диапазоне от 60  [3] до 1024  [30,  33], однако 
в  большинстве исследований оставался в  пределах  
200–300 пикселей.

Как упомянуто выше, объём гистопатологических на-
боров данных ограничен, поэтому одним из технических 
решений наполнения учебного набора данными является 
аугментация. Среди рассмотренных исследований только 
в тринадцати указаны используемые методы аугментации: 
•	 повороты на 90° [7, 19, 29, 34–36, 40, 45–47]; 
•	 горизонтальные и вертикальные отражения [7, 19, 40, 44, 47]; 
•	 изменения цвета [33, 40, 42]; 
•	 масштабирование [21]; 
•	 изменение яркости [21, 29, 34–36, 40, 45–47]. 

При этом деформирующие методы аугментации в из-
ученных работах не применяли.

Таким образом, не менее 1/3  изученных публикаций 
не содержат достаточную информацию о  методах обра-
ботки данных, что затрудняет воспроизводимость резуль-
татов и сравнительный анализ эффективности различных 
подходов. 

МЕТОДЫ ОБУЧЕНИЯ
Выбор метода обучения определяется наличием раз-

меченных данных и спецификой диагностической задачи. 
В рассмотренных исследованиях чаще других используют 
обучение с учителем. Преимущественно это ручная аннота-
ция фрагментов изображений специалистами: присваива-
ние меток тайлам или выделение зон с последующим раз-
делением на тайлы [7, 18, 28, 29, 32–36, 44, 46–49]. Кроме 
того, широко используют дополнительные методы окраши-
вания: гистохимические [8, 18, 19, 21, 28, 30, 31, 36, 49–51]  
или иммуногистохимические [21, 44, 48, 52]. Специальные 
методы окрашивания за счёт цветового контраста позво-
ляют точно идентифицировать структуры, обеспечивая 
высокую точность моделей, в  отдельных исследованиях 
достигающую 100% [48, 49]. Однако наличие такого цвето-
вого выделения при использовании специальных методов 
окрашивания, включая иммуногистохимический, позво-
ляет идентифицировать объекты и без использования 
ресурсоёмких нейросетевых моделей.

Присваивание общей метки одного микропре-
парата ко всем полученным от него изображениям 
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(слабое обучение) упомянуто в  десяти публикаци-
ях  [19,  22,  23,  31,  39,  41,  42,  49,  50,  52]. Таким образом, 
в  1/3  исследований использовали подход, при котором 
ресурсы на аннотирование микропрепаратов миними-
зируют за счёт использования рутинного клинического 
заключения или диагноза. Количество микропрепаратов 
в  этих работах варьировало от 30  [22] до 1277  [23], ме-
диана — 209 микропрепаратов. Точность таких моделей 
варьировала от 86 до 94% [19, 31, 45].

Обучение с  учителем остаётся наиболее распростра-
нённым подходом при построении моделей. Однако его 
применение ограничено высокими затратами на разметку. 
В  свою очередь, использование слабо контролируемого 
обучения выглядит перспективно, поскольку снижает 
потребность в  детальной аннотации, сохраняя высокую 
точность при относительно небольшом объёме данных. 

ФУНКЦИИ ПОТЕРЬ
Функция потерь является важным компонентом обуче-

ния, обеспечивающим количественную оценку ошибки 
модели, стабилизацию процесса оптимизации и сни-
жение риска переобучения. Наиболее часто используют 
Dice  Loss, Cross-Entropy Loss и IoU (Jaccard) Loss, оце-
нивающие степень соответствия между предсказанной 
и истинной масками, при этом на несбалансированных 
наборах данных целесообразно применять Focal Loss 
или Tversky Loss [53].

В  ходе анализа публикаций выявлено, что 12  автор-
ских коллективов не указали использованные функции 
потерь  [8,  21,  23,  39,  43,  46–50,  52,  54]. В  16  публикаци-
ях  [7,  19,  22,  28,  29,  31,  32,  34–38,  40–42,  44] упомянуты 
Cross-Entropy и её модификации, в  одной  — функция 
MiniMax (для GAN)  [30]. Кроме того, выявлены исследо-
вания с  комбинированными функциями потерь: в  одной 
работе использовали комбинацию Focal Loss и Tversky 
Loss  [33], а в  трёх исследованиях  [29,  35,  36] применили 
комбинацию SmoothLoss, Softmax Cross-Entropy и Binary 
Cross-Entropy.

Хотя рассмотренные функции потерь демонстрируют 
высокую эффективность в задачах сегментации, имеются 
основания полагать, что выбор Cross-Entropy в  качестве 
основной функции в  большинстве исследований недо-
статочно обоснован. Имеются указания, что специали-
зированные функции потерь могут обеспечивать более 
высокие результаты за счёт лучшего учёта дисбаланса 
классов [54]. При этом такие функции потерь, как Boundary 
Loss и Hausdorff Loss, несмотря на их потенциал, в зада-
чах точного выделения границ объектов используют ред-
ко [50, 52], что требует дальнейшего изучения. Внедрение 
и тщательное исследование этих специализированных 
функций потерь представляется перспективным направ-
лением, способным повысить точность моделей, особенно 
в  сложных задачах сегментации микроскопических изо-
бражений, в частности печени.

АРХИТЕКТУРЫ НЕЙРОСЕТЕЙ
Выбор архитектуры нейросетевой модели является 

значимым аспектом при разработке алгоритмов для ана-
лиза микроскопических изображений. В задачах сегмен-
тации и классификации гистологических изображений 
применяют как универсальные архитектуры, включая 
U-Net, YOLO, R-CNN, так и специализированные модели, 
ориентированные на работу с  медицинскими изображе-
ниями, например Virchow, PLIP  [16]. Структура проана-
лизированных публикаций по типам решаемых задач 
и выявляемым признакам представлена на рис.  2. Сле-
дует отметить, что в выборке преобладают исследования, 
посвящённые классификации, тогда как сегментация 
и детекция представлены меньшим числом работ.

Архитектуру модели не раскрывали в пяти публикациях, 
в трёх из них использовали коммерческие сервисы, спе-
циализированные для нейросетевого анализа [48, 49, 52]. 
В  остальных исследованиях наиболее часто для сегмен-
тации применяли R-CNN [29, 34–36, 46] и U-Net [7, 33, 47]. 
В  задаче классификации чаще всего использовали  
ResNet [21, 22, 28, 31, 32, 40, 44] и Inception [18, 19, 21, 28].

Сравнение различных архитектур нейросетевых 
моделей выполнено в  трёх исследованиях  [7,  36,  44]. 
Так, M.  Roy  и соавт.  [7] использовали стандартные 
модели FCN и DeepLab и сравнивали их с  собствен-
ными комплексными архитектурами, преимуществен-
но построенными на основе U-Net. В  свою очередь, 
J.H. Hwang и соавт. [36] применяли модели Mask R-CNN, 
SSD и DeepLab, тогда как B. Li и соавт. [44] сравнивали 
трансформерные архитектуры с  ResNet. Тем не менее 
ни в  одном исследовании не удалось получить одно-
значных результатов с  превосходством по всем пара-
метрам только одной архитектуры. 

Описанные выше наблюдения позволяют сделать 
выводы, что для верификации неопухолевых поражений 
печени преимущественно используют универсальные 
свёрточные нейросетевые модели, прошедшие предва-
рительное обучение на крупных наборах данных и дооб-
ученные на данных конкретного исследования. По нашему 
мнению, отсутствие специализированных моделей в дан-
ной области может быть обусловлено преобладанием 
практики адаптации существующих архитектур. Работы, 
которые сравнивали бы эффективность различных архи-
тектур, немногочисленны и не позволяют делать одно-
значных выводов. Кроме того, отсутствуют исследования, 
в которых в качестве базовой архитектуры использовали 
бы специализированные модели для микроскопических 
изображений. Именно поэтому оценить эффективность 
такого подхода применительно к неопухолевой патологии 
печени в настоящее время не представляется возможным. 
Дальнейшие работы в данном направлении могли бы быть 
ориентированы на разработку и адаптацию специализи-
рованных архитектур с учётом особенностей микроскопи-
ческих изображений гистологических препаратов печени.
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Необходимо отметить, что для решения некоторых 
задач: верификация фиброза и жирового перерожде-
ния,  — существует большое количество исследований 
с  использованием традиционных алгоритмов, которые 
могут иметь сопоставимую эффективность  [55]. Именно 
поэтому предполагается, что для этих задач следует 
ожидать отказ от нейросетевых алгоритмов в пользу тра-
диционных, поскольку последние менее требовательны 
к ресурсам при сопоставимой эффективности.

ЗАКЛЮЧЕНИЕ
Применение нейросетевых моделей для анализа 

микроскопических изображений при неопухолевых за-
болеваниях печени обладает значительным потенциа-
лом. Вместе с  тем существуют системные ограничения, 
препятствующие широкому внедрению таких подходов 
для решения практических задач в  исследовательской 
и клинической работе. В  частности, остаётся актуальной 
задача формирования масштабных, стандартизированных 
и качественно размеченных наборов данных. Открытые 
наборы данных, охватывающие неопухолевые патологии 
печени, являются единичными и ограничены как по объё-
му, так и по глубине аннотации. Это сдерживает развитие 
моделей с  высокой прогностической точностью и под-
чёркивает актуальность таких направлений, как синте-
тическая генерация данных, аугментация и интеграция 
разнородных источников. Кроме того, в  большинстве 
исследований используют универсальные архитектуры 

свёрточных нейронных сетей, предварительно обученные 
на нерелевантных задачах, что, вероятно, связано с прак-
тикой трансфера обучения. Ограниченное применение 
специализированных решений, адаптированных к  ми-
кроскопическому изображению или к  морфологическим 
особенностям печени, может являться отрицательным 
фактором при разработке моделей.

Доминирующим подходом остаётся обучение с  учи-
телем, однако его применение требует значительных 
ресурсов для аннотирования данных. В  свою очередь, 
использование слабого обучения представляется пер-
спективным направлением, способным снизить зави-
симость от полной разметки, однако оно имеет ограни-
ченные возможности для точной количественной оценки 
на клеточном уровне.

Следует отметить, что интеграция комплексной инфор-
мации, включая клинические, биохимические и радио-
логические параметры, позволяет существенно повысить 
точность моделей. Тем не менее мультимодальные под-
ходы при изучении неопухолевых заболеваний печени 
до настоящего времени применяют эпизодически, что ука-
зывает на значительный нереализованный потенциал 
данного направления.

ДОПОЛНИТЕЛЬНАЯ ИНФОРМАЦИЯ
Приложение 1. Резюме основных характеристик, 
рассмотренных в обзоре. doi: 10.17816/DD697955-4410973

Рис. 2. Структура проанализированных публикаций. Признаки, используемые для анализа: Ф — фиброз; Ж — жировое 
перерождение гепатоцитов; В — воспалительная инфильтрация; Б — баллонизация гепатоцитов; П — паренхима в целом;  
Н — некроз.
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Вклад авторов. А.А.  Меликбекян  — сбор и анализ литературных 
данных, написание черновика рукописи, пересмотр и редакти-
рование текста рукописи, оформление графических материалов; 
А.М.  Борбат  — концепция, научное руководство, поиск и анализ 
литературы, написание черновика рукописи, пересмотр и редакти-
рование текста рукописи; Т.О.  Новикова  — составление и редак-
тирование базы данных, поиск и анализ литературы, написание 
черновика рукописи, пересмотр рукописи, составление и редак-
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