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Классификация снимков оптической когерентной 
томографии с использованием методов глубокого 
машинного обучения
А.А. Арзамасцев1,2, О.Л. Фабрикантов2, E.В. Кулагина2, Н.А. Зенкова3
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АННОТАЦИЯ
Обоснование. Оптическая когерентная томография — современный высокотехнологичный и информативный метод 
выявления патологии сетчатки глаза и преретинальных слоёв стекловидного тела. Однако описание и интерпретация 
результатов исследования требуют высокой квалификации и специальной подготовки врача-офтальмолога, а также 
значительных временных затрат врача и пациента. Вместе с тем использование математических моделей на основе 
аппарата искусственных нейронных сетей в настоящее время позволяет автоматизировать многие процессы, связан-
ные с обработкой изображений. Именно поэтому актуально решение задач, связанных с автоматизацией процесса 
классификации снимков оптической когерентной томографии на основе глубокого обучения моделей искусственных 
нейронных сетей.
Цель — разработать архитектуры математических (компьютерных) моделей на основе глубокого обучения свёрточ-
ных нейронных сетей, предназначенных для классификации снимков оптической когерентной томографии сетчатки 
глаза; сравнить результаты вычислительных экспериментов, проведённых с использованием средств Python в Google 
Colaboratory при одно- и многомодельном подходах, и выполнить оценки точности классификации; сделать выводы 
об оптимальной архитектуре моделей искусственных нейронных сетей и значениях используемых гиперпараметров.
Материалы и методы. Исходный датасет, представляющий собой обезличенные снимки оптической когерентной то-
мографии реальных пациентов, включал более 2000 изображений, полученных непосредственно с прибора в раз-
решении 1920×969×24 BPP. Количество классов изображений — 12. Для создания обучающего и валидационного 
наборов данных осуществляли «вырезание» предметной области 1100×550×24 BPP. Изучали различные подходы: 
возможность использования предобученных свёрточных нейронных сетей c переносом обучения, методики измене-
ния размера и аугментации изображений, а также различные сочетания гиперпараметров моделей искусственных 
нейронных сетей. При компиляции модели использовали следующие параметры: оптимизатор Adam, функцию потерь 
categorical_crossentropy, метрику accuracy. Все технологические процессы с изображениями и моделями искусствен-
ных нейронных сетей проводили с использованием средств языка Python в Google Colaboratory.
Результаты. Предложены одно- и многомодельный принципы классификации изображений оптической когерент-
ной томографии сетчатки глаза. Вычислительные эксперименты по автоматизированной классификации таких изо-
бражений, полученных с томографа DRI OCT Triton, с использованием различных архитектур моделей искусствен-
ных нейронных сетей показали точность при обучении и валидации 98–100%, и на дополнительном тесте — 85%, 
что является удовлетворительным результатом. Выбрана оптимальная архитектура модели искусственной нейронной 
сети — 6-слойная свёрточная сеть, — и определены значения её гиперпараметров. 
Заключение. Результаты глубокого обучения моделей свёрточных нейронных сетей с различной архитектурой, их 
валидации и тестирования показали удовлетворительную точность классификации снимков оптической когерентной 
томографии сетчатки глаза. Данные разработки могут быть использованы в системах поддержки принятия решений 
в области офтальмологии.

Ключевые слова: искусственный интеллект; медицинские данные; датасет; машинное обучение; свёрточные 
нейронные сети; оптическая когерентная томография.
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Classification of optical coherence tomography 
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ABSTRACT
BACKGROUND: Optical coherence tomography is a modern high-tech, insightful approach to detecting pathologies of the retina 
and preretinal layers of the vitreous body. However, the description and interpretation of study findings require advanced 
qualifications and special training of ophthalmologists and are highly time-consuming for both the doctor and the patient. 
Moreover, mathematical models based on artificial neural networks now allow for the automation of many image processing 
tasks. Therefore, addressing the issues of automated classification of optical coherence tomography images using deep 
learning artificial neural network models is crucial.
AIM: To develop architectures of mathematical (computer) models based on deep learning of convolutional neural networks 
for the classification of retinal optical coherence tomography images; to compare the results of computational experiments 
conducted using Python tools in Google Colaboratory with single-model and multimodel approaches, and evaluate classification 
accuracy; and to determine the optimal architecture of models based on artificial neural networks, as well as the values of the 
hyperparameters used.
MATERIALS AND METHODS: The original dataset included >2,000 anonymized optical coherence tomography images of 
real patients, obtained directly from the device with a resolution of 1,920×969×24 BPP. The number of image classes was 
12. To create the training and validation datasets, a subject area of 1,100×550×24 BPP was “cut out”. Various approaches 
were studied: the possibility of using pretrained convolutional neural networks with transfer learning, techniques for resizing 
and augmenting images, and various combinations of the hyperparameters of models based on artificial neural networks. 
When compiling a model, the following parameters were used: Adam optimizer, categorical_crossentropy loss function, and 
accuracy. All technological operations involving images and models based on artificial neural networks were performed using 
Python language tools in Google Colaboratory.
RESULTS: Single-model and multimodel approaches to the classification of retinal optical coherence tomography images 
were developed. Computational experiments on the automated classification of such images obtained from a DRI OCT Triton 
tomograph using various architectures of models based on artificial neural networks showed an accuracy of 98–100% during 
training and validation, and 85% during an additional test, which is a satisfactory result. The optimal architecture of the model 
based on an artificial neural network, a six-layer convolutional network, was selected, and the values of its hyperparameters 
were determined.
CONCLUSION: Deep training of convolutional neural network models with various architectures, as well as their validation and 
testing, resulted in satisfactory classification accuracy of retinal optical coherence tomography images. These findings can be 
used in decision support systems in ophthalmology.

Keywords: artificial intelligence; medical data; dataset; machine learning; convolutional neural networks; optical coherence 
tomography.
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利用深度机器学习技术对光学相干断层扫描图片进
行分类
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摘要

论证。光学相干断层扫描是一种现代高科技和信息丰富的方法，用于检测视网膜和玻璃体视

网膜前层的病理。然而，对研究结果的描述和解释需要眼科医生的高技能和专业培训，还需

要医生和病人花费大量时间。与此同时，如今使用基于人工神经网络设备的数学模型可以实

现许多图片处理过程的自动化。因此，在人工神经网络模型深度学习的基础上解决光学相干

断层扫描图片分类过程的自动化问题具有现实意义。

目的。本研究的目的是开发基于卷积神经网络深度学习的数学（计算机）模型结构，此类网

络设计被用于视网膜光学相干断层扫描的的图像分类；使用Google Colaboratory的Python

工具，比较单一模型和多模型方法的计算实验结果，并评估分类准确性；就人工神经网络模

型的最佳架构和所使用的超参数值得出结论。

材料与方法。原始数据集是真正患者的匿名光学相干断层扫描图像，其中包括2000多张图

像。图像直接从设备中获取，分辨率为1920×969×24 BPP。图像类别数量为12个。为了创

建训练和验证数据集，对1100×550×24 BPP主题区域进行了“切割”。研究了不同的方

法：使用带学习转移的预训练卷积神经网络的可能性、图像缩放和增强技术，以及人工神经

网络模型超参数的不同组合。在编制模型时，使用了以下参数：Adam优化器、categorical_

crossentropy损失函数、accuracy指标。所有图像和人工神经网络模型的技术处理都是通过

Google Colaboratory的Python语言工具进行的。

结果。提出了视网膜光学相干断层扫描图片分类的单模型和多模型原理。使用不同的人工神

经网络模型架构对来自DRI OCT Triton断层扫描仪的此类图像进行自动分类的计算实验表明

了，训练和验证期间的准确率为98%-100%，额外测试的准确率为85%。这是一个令人满意的

结果。人工神经网络模型的最佳架构是6层卷积网络，并确定了其超参数值。 

结论。对不同结构的卷积神经网络模型进行深度学习、验证和测试的结果表明，视网膜光学

相干断层扫描图片分类的准确度令人满意。这些研制成果可被用于眼科领域的决策支持系

统。

关键词：人工智能；医学数据；数据集；机器学习；卷积神经网络；光学相干断层扫描。
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ОБОСНОВАНИЕ
Оптическая когерентная томография (ОКТ) — совре-

менный высокотехнологичный и информативный метод 
выявления патологии сетчатки глаза и преретинальных 
слоёв стекловидного тела [1]. Однако описание и интер-
претация результатов исследования требуют высокой 
квалификации и специальной подготовки врача, а также 
значительных временных затрат офтальмолога и пациен-
та. По этой причине решение задач, связанных с автома-
тизацией процесса классификации снимков ОКТ, является 
актуальным.

Вместе с тем в настоящее время наблюдается быстрое 
развитие компьютерного инструментария и технологий, 
позволяющих создавать системы искусственного интел-
лекта на основе нейронных сетей различной архитектуры, 
как медицинских [2, 3], так и общего назначения [4–6]. 
Современные офтальмологические центры за послед-
ние десятилетия создали хранилища данных о пациен-
тах, включающие десятки и сотни тысяч снимков ОКТ, 
что открывает путь к поиску обобщённых зависимостей 
и связей между отдельными параметрами и построению 
принципиально новых подходов для идентификации, 
классификации, расчётов и предсказаний на основе на-
учного подхода, ядром которого практически всегда яв-
ляется математическая модель.

В одной из своих работ мы уже описали компьютер-
ные методы анализа стекловидного тела, выделения 
и аппроксимации границы сетчатки, определения кривиз-
ны границы, расчётов средней толщины сетчатки и др., 
выполненных в том числе и с использованием искусствен-
ных нейронных сетей (ИНС) [7]. В данной статье, явля-
ющейся логическим продолжением этой работы, пред-
ставлены результаты, полученные при классификации 
снимков ОКТ с использованием свёрточных нейронных 
сетей (СНС) с использованием одно- и многомодельного 
подходов. 

Необходимо отметить, что решению близких про-
блем посвящено несколько опубликованных работ. Так, 
Ю.А. Васильев и соавт. [8] разработали общую методоло-
гию тестирования и мониторинга программного обеспе-
чения на основе технологий искусственного интеллекта 
для медицинской диагностики. Методология направлена 
на повышение качества данного программного обеспе-
чения и его внедрение в практическое здравоохранение. 
Она состоит из семи этапов: самотестирование, функци-
ональное тестирование, калибровочное тестирование, 
технологический мониторинг, клинический мониторинг, 
обратная связь и доработка. Отличительной особенностью 
методологии является цикличность этапов тестирования, 
мониторинга и доработки программного обеспечения, 
приводящая к постоянному повышению его качества, 
а также наличие подробных требований к результатам 
его работы и участие врачей в его оценке. Методология 
позволяет разработчикам программного обеспечения 

достичь высоких результатов и продемонстрировать до-
стижения в различных направлениях, а пользователям ― 
сделать осознанный и уверенный выбор среди программ, 
прошедших независимую и всестороннюю проверку ка-
чества.

Целью статьи Е.А. Каталевской и соавт. [9] являлась 
разработка алгоритмов сегментации визуальных призна-
ков диабетической ретинопатии и диабетического маку-
лярного отёка на цифровых фотографиях глазного дна, 
сделанных с помощью фундус-камеры. Для сегментации 
были выбраны признаки, включённые в Международную 
классификацию: микроаневризмы, твёрдые экссудаты, 
мягкие экссудаты, интраретинальные геморрагии, нео-
васкуляризация сетчатки и диска зрительного нерва, 
преретинальные геморрагии, эпиретинальный фиброз, 
лазерные коагуляты. Реализацию нейронных сетей и про-
цесс их обучения осуществляли с помощью фреймворка 
глубокого обучения TensorFlow (Google Brain, США). Объ-
ём обучающей базы данных составил 1200 фотографий, 
в то время как для валидации использовали 310 фотогра-
фий глазного дна. Точность определения указанных при-
знаков по обученной модели составила от 86% до 96%.

В работе T. Kepp и соавт. [10] описана система домаш-
него мониторинга возрастной макулярной дегенерации. 
СНС здесь использовали для сегментации всей сетчатки, 
а также отслоений пигментного эпителия. Весь датасет, 
включающий 711 изображений, был разделён на части: 
обучение/валидация/тест в пропорции 60%:20%:20%. По-
казано, что подход на основе СНС позволяет сегментиро-
вать сетчатку достаточно точно.

Целью работы С.Н. Сахнова и соавт. [11] была разра-
ботка модели скрининга катаракты на основе открытого 
набора данных, а также её валидация на клинических 
данных. При этом открытый набор данных состоял из 9668 
изображений, полученных с помощью камеры смартфона, 
из которых 4514 изображений относились к классу «ката-
ракта», а 5154 — к здоровым глазам. Набор для внеш-
ней валидации содержал 51 изображение с катарактой 
и нормой. Для создания модели машинного обучения ис-
пользовали СНС. Значение точности классификации дан-
ных составило 97% для внутреннего валидационного на-
бора, и 75% — для внешнего. Прогностическое значение, 
по мнению авторов, было низким, и был сделан вывод 
о том, что необходимо произвести донастройку модели 
и обеспечить необходимые уровни метрик эффективности.

В работе С.В. Шухаева и соавт. [12] использова-
ли предобученные сети ResNet-18, ResNet-50, VGG16, 
VGG19 и GoogleNet для решения задачи применимости 
СНС для автоматического определения дистрофии Фукса. 
Была произведена выборка случайных (n=700) биомикро-
скопических снимков роговицы, полученных при помощи 
эндотелиального микроскопа Tomey EM-3000 (Tomey Cor-
poration, Япония). На первом этапе выполнялось разде-
ление снимков на 2 группы. Первая группа включала 
снимки с наличием дистрофии Фукса, вторая — норму 
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или другую патологию. Снимки плотности эндотелиальных 
клеток были разделены на три категории: тренировочный, 
валидационный и тестовый наборы данных. В результа-
те апробации нейронной сети на тестовой выборке были 
получены следующие значения F-метрики для различ-
ных архитектур СНС: ResNet-18 — 0,985; ResNet-50 — 
1,000; VGG16 — 0,940; VGG19 — 0,990; GoogleNet — 
0,987. ResNet-50 показала лучший результат на данных 
ImageNet с замороженными слоями, оптимизатором Adam 
и кросс-энтропией в качестве функции потерь. 

Таким образом, краткий анализ указанных работ по-
зволяет сделать выводы о перспективности использо-
вания ИНС-моделей на основе СНС для решения задачи 
классификации изображений ОКТ сетчатки глаза.

ЦЕЛЬ
Разработать архитектуры математических (компью-

терных) моделей на основе глубокого обучения СНС 
для классификации снимков ОКТ с использованием би-
блиотек Python Keras и Tensorflow в Google Colaboratory. 
Сравнить результаты вычислительных эксперимен-
тов по классификации снимков ОКТ, полученных при 
одно- и многомодельном подходах и выполнить оценки 
точности такой классификации. Сделать выводы об оп-
тимальной с точки зрения точности классификации архи-
тектуре ИНС-моделей и значениях используемых гипер-
параметров.

МАТЕРИАЛЫ И МЕТОДЫ
Первоначальный датасет представлял собой обезли-

ченные снимки ОКТ реальных пациентов и включал 1004 
изображения, полученных непосредственно с томографа 
DRI OCT Triton (Topcon Corporation, Япония) в разрешении 
1920×969×24 BPP в виде файлов формата JPG. В соот-
ветствии с целями классификации весь датасет был раз-
делён опытными врачами-офтальмологами на 12 классов: 

1 — норма;
2 — кистозный макулярный отёк;
3 — отслойка нейроэпителия;
4 — отслойка пигментного эпителия;
5 — твёрдые экссудаты;
6 — эпиретинальный фиброз;
7 — витреомакулярная адгезия;
8 — задняя отслойка стекловидного тела;
9 — сквозной макулярный разрыв + эпиретинальный 

фиброз;
10 — твёрдые экссудаты + кистозный макулярный 

отёк;
11 — друзы пигментного эпителия;
12 — ламеллярный разрыв + эпиретинальный фиброз. 
Количество изображений каждого класса соответ-

ствовало частоте встречаемости соответствующей па-
тологии у пациентов. В последующих вычислительных 

экспериментах датасет был дополнен новыми снимками 
ОКТ, так что их общее число составило более 2000 изо-
бражений. Для создания обучающего, валидационного 
и тестового наборов данных осуществляли «вырезание» 
из всего снимка предметной области 1100×550×24 BPP. 
Весь датасет при проведении вычислительных экспери-
ментов, как правило, был разделён на три части: обуче-
ние/валидация/тест, в пропорции 70%:20%:10%. 

Были использованы также следующие технологиче-
ские приёмы: 

 • изменение размера изображения (rescale) с исполь-
зованием фильтров NEAREST, BILINEAR, BICUBIC, 
LANCZOS;

 • аугментация данных (augmentation) с использова-
нием различных опций — поворот изображения 
на заданный угол, смещение изображения по на-
правлениям X и Y, горизонтальный и вертикальный 
повороты, изменение яркости канала изображения. 

Отметим, что при использовании фильтров наилуч-
шие результаты в нашем случае показал простейший 
NEAREST, учитывающий параметры ближайшего пиксе-
ля. Более сложные фильтры, осуществляющие аппрокси-
мацию области различными методами, показали худшие 
результаты. По всей видимости, это происходило по при-
чине того, что при сглаживании терялись мелкие детали 
изображений, важные для классификации.

При компиляции модели использовали следующие 
параметры: 

 • оптимизатор Adam — один из самых эффективных 
алгоритмов оптимизации; 

 • функция потерь categorical_crossentropy — катего-
риальная перекрёстная энтропия;

 • метрика accuracy — доля правильных ответов ал-
горитма. 

Необходимо отметить, что метрика accuracy обычно 
используется для решения задачи классификации, если 
группы являются сбалансированными по количеству 
снимков. В нашем случае из-за малого числа снимков 
в обучающей и тестовой выборках было решено сделать 
общую среднюю оценку. 

Все технологические процессы с моделями прово-
дили с использованием средств языка Python в Google 
Colaboratory.

РЕЗУЛЬТАТЫ 
Предварительные вычислительные 
эксперименты 

В предварительных вычислительных экспериментах 
оценивали эффективность для классификации снимков 
ОКТ различных подходов (таких как возможность ис-
пользования предобученных сетей и переноса обучения), 
методик изменения размера и аугментации изображений, 
а также сочетаний гиперпараметров ИНС-моделей (число 
свёрточных и полносвязных слоёв, размер пакета и т.д.). 
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Для предобученных нейронных сетей на основе 
MobileNetV2 и MobileNetV3 на обучающей выборке до-
стигнута точность 95–98%, на валидации — 61–80%, 
на тесте — 41–59%. При этом использовали инстру-
мент для масштабирования изображения до разме-
ра 224×224 пикселей, чтобы добиться соответствия 
с MobileNet.

Выполнено также сравнение обучаемости на ука-
занном датасете различных предобученных нейронных 
сетей с переносом обучения. Получены следующие 
результаты их валидации: для MobileNetV2 — 80%, 
для ResNet101V2 — 81%, для InceptionResNetV2 — 79%, 
для NASNetLarge — 80%. 

Для многослойных СНС, имеющих традиционную ар-
хитектуру (несколько свёрточных слоёв Conv2D, в каждом 
из которых имеется и функция подвыборки MaxPooling2D, 
преобразование массивов в одномерный тензор Flatten 
и несколько полносвязных слоёв Dense), на обучающей 
выборке достигается точность в 70–100% при разумном 
выборе количества эпох. Однако на валидационной вы-
борке этот показатель значительно ниже и имеет боль-
ший разброс (35–94%). В двух случаях точность валида-
ции оказалась выше точности, показанной на обучении, 
что можно связать со значительной неоднородностью 
данных обучающей и валидационной выборок. На тестах 
точность оказалась ещё ниже и составила всего 27–59%, 
что, конечно, не могло быть признано удовлетворитель-
ным результатом.

В результате предварительных экспериментов были 
сделаны следующие выводы: 

 • обучающая выборка является несбалансированной 
и неоднородной и нуждается в коррекции и допол-
нении новыми снимками; 

 • хотя модели с переносом обучения показали не-
сколько лучшие результаты классификации, эти 
результаты всё ещё недостаточны для их исполь-
зования в офтальмологической практике, а за счёт 
«заморозки» первых скрытых слоёв остаётся не 
очень много возможностей для их усовершенство-
вания; 

 • для достижения приемлемой точности классифи-
кации требуется оптимизация гиперпараметров и, 
возможно, самого подхода к классификации. 

Вычислительные эксперименты: 
одномодельный подход 

С учётом результатов, полученных в ходе предвари-
тельных экспериментов, датасет был дополнен новыми 
снимками ОКТ, так что общее число изображений стало 
более 2000. В ходе экспериментов тестировали различные 
архитектуры многослойных последовательных (sequential) 
СНС: несколько свёрточных слоёв Conv2D, на выходе каж-
дого из которых имелся слой подвыборки MaxPooling2D, 
а также слой, осуществляющий преобразование в одно-
мерный тензор Flatten, и два полносвязных слоя Dense, 
последний из которых имел передаточную функцию ней-
ронов softmax, удобную для решения задачи классифи-
кации. 

Для разрешения нормализованного снимка 512×512 
пикселей, к которому приводили все изображения да-
тасета с использованием инструмента rescale, предель-
ное число свёрточных слоёв составляет 7. Тестировали 
структуры СНС с числом таких слоёв от 2 до 7 (табл. 1), 
одновременно подбирая размер и количество фильтров 
в слоях. Для всех вычислительных экспериментов про-
водили обучение (как правило, с числом эпох epochs=15, 

Таблица 1. Сравнение различных последовательных моделей искусственных нейронных сетей

Число 
свёрточных 

слоёв

Число 
оптимизируемых 

параметров

Точность 
обучения, 

%

Точность 
валидации, 

%

Точность 
на дополнительном 

тесте, %
Примечание

2 31 844 921 13 0 0 ИНС-модель плохо обучается

3 13 401 045 97 100 55
Число эпох обучения ИНС-модели: больше 
15. Количество фильтров в слоях СНС: 
3/8/16

3 15 215 889 100 100 62 Число эпох обучения ИНС-модели: 9. 
Количество фильтров в слоях СНС: 4/8/16 

3 13 401 933 100 100 64 Число эпох обучения ИНС-модели: 12. 
Количество фильтров в слоях СНС: 5/8/16

4 6 929 729 100 100 65 Число эпох обучения ИНС-модели: 12

5 1 430 977 100 100 70 Число эпох обучения ИНС-модели: 9

6 556 673 100 100 85 Число эпох обучения ИНС-модели: 15

7 132 801 100 89 74 Число эпох обучения ИНС-модели: больше 15

8 – – – – 8 слоёв СНС невозможно использовать 
для принятого размера изображений

Примечание. ИНС — искусственная нейронная сеть; СНС — свёрточная нейронная сеть.
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размером пакета BATCH_SIZE=50 и параметрами компи-
ляции optimizer=’adam’, loss=’categorical_crossentropy’, 
metrics=[‘accuracy’]), а также валидацию и дополнитель-
ное тестирование на изображениях, ранее не включённых 
в датасет.

Практически для всех ИНС-моделей, за исключением 
двухслойной, достигнута приемлемая точность обучения 
и валидации (см. табл. 1). Однако если сравнить точность 
прохождения ими дополнительного теста, то она сна-
чала возрастает по мере увеличения числа свёрточных 
слоёв, достигая максимального значения 85% в ше-
стислойной модели, а затем убывает для семислойной. 
Необходимо отметить, что в настоящее время приве-
дённые здесь модели позиционируются исключительно 
как система поддержки принятия решения врача-оф-
тальмолога. Учитывая, что датасет содержит лишь огра-
ниченное число снимков различных патологий, уровень 
85% был принят нами как достаточный и соответству-
ющий классификации снимков врачом-офтальмоло-
гом с небольшим опытом работы. Сделан вывод о том, 

что существует оптимальное, с точки зрения точности, 
число слоёв, которое в данном случае равно 6. Одна-
ко это значение может быть в дальнейшем изменено 
по мере накопления новых данных в датасете и пере-
обучения моделей.

На рис. 1 показаны процессы обучения и валида-
ции ИНС-моделей с числом свёрточных слоёв от 4 до 7. 
При использовании 4 и 5 свёрточных слоёв процесс обу-
чения завершается после 9 эпох, достигая точности на об-
учении и валидации 100%. При этом точность прохож-
дения дополнительного теста составляет всего 65–70% 
(см. табл. 1). В случае использования модели с 6 свёр-
точными слоями процесс обучения занимает более дли-
тельное время — 15 эпох, также достигая точности на об-
учении и валидации 100%. Однако точность прохождения 
дополнительного теста возрастает до 85%, что сочтено 
нами за удовлетворительный результат. При дальнейшем 
увеличении числа свёрточных слоёв до 7 процесс обуче-
ния и валидации ИНС-модели занимает более 15 эпох, 
при этом точность обучения составляет 100%, а точность 

Рис. 1. Обучение и валидация моделей свёрточных нейронных сетей: a — четыре свёрточных слоя; b — пять свёрточных слоёв; 
c — шесть свёрточных слоёв; d — семь свёрточных слоёв.
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валидации и прохождения теста снижается до 89% и 74% 
соответственно (см. рис. 1 и табл. 1).

На рис. 2 показана архитектура оптимальной ИНС-
модели с точки зрения точности классификации снимков 
ОКТ сетчатки глаза. Она включает 6 свёрточных слоёв 
Conv2D с подвыборкой MaxPooling2D, слой Flatten и два 
полносвязных слоя Dense, выполняющих роль классифи-
катора, последний из которых имеет передаточную функ-
цию нейронов softmax. 

Объяснением более низкой (по сравнению с обучени-
ем и валидацией) точности классификации, полученной 
на тестах, является следующее обстоятельство. Для об-
учения моделей используются относительно небольшие 
датасеты, содержащие порядка 2000 снимков, которые, 
по всей видимости, не содержат полный набор графи-
ческих деталей, характерных для той или иной патоло-
гии. Если в тестовой выборке встречаются такие детали, 
то классификация может быть неверной даже при усло-
вии 100%-й точности, полученной при валидации ИНС-
модели.

Предварительные вычислительные 
эксперименты: многомодельный подход

Следуя общей логике исследования, а также учиты-
вая необходимость повышения точности прохождения 
дополнительного теста, О.Л. Фабрикантовым и Е.В. Ку-
лагиной была предложена последовательная схема, 
в общих чертах имитирующая процесс идентификации 
изображения ОКТ сетчатки глаза врачом-офтальмоло-
гом. На её основе был построен компьютерный алгоритм 
(см. рис. 2). 

Данный алгоритм предполагает многомодельный по-
следовательный принцип реализации (рис. 3). 

На первом этапе производится предварительная об-
работка снимков (блоки 1–3). В блоке 4 используется 
ИНС-модель 1, которая осуществляет предварительную 
классификацию — отличает норму от какой-либо пато-
логии. Результат такой классификации сохраняется (S1). 
Такая модель должна быть обучена и подвергнута вали-
дации на специальном датасете 1, содержащем лишь два 
соответствующих класса изображений. Если патология 
не обнаружена (блок 5), то осуществляем переход к чет-
вёртому этапу — анализу стекловидного тела, минуя все 
промежуточные этапы. Аналогично в блоке 6: использу-
ем ИНС-модель 2, обученную на специальном датасете 2 
и позволяющую выявить, имеется ли макулярный разрыв, 
или он отсутствует. Результат сохраняется (S2). Если маку-
лярный разрыв есть (блок 7), то в блоке 8 на основе ИНС-
модели 3, также обученной на специальном датасете 3, 
определяется, имеет ли место сквозной или ламеллярный 
макулярный разрыв, после чего сохраняются результаты 
(S3), и осуществляется переход ко второму этапу. 

Если макулярного разрыва нет (блок 7), то осуществляет-
ся переход к блоку 9, в котором с помощью ИНС-модели 4, 
обученной на специальном датасете 4, выявляется один 
из трёх вариантов — кистозный макулярный отёк, диф-
фузный макулярный отёк или их отсутствие. Результат со-
храняется (S4), и осуществляется переход ко второму этапу.

На втором этапе с помощью ИНС-модели 5 (блок 10), 
обученной на специальном датасете 5, выявляется один 
из трёх вариантов — отслойка нейроэпителия, отслой-
ка пигментного эпителия или отсутствие указанных 

Рис. 2. Архитектура и параметры модели искусственной нейронной сети с шестью свёрточными слоями. Первая цифра 
в Conv2D — число используемых фильтров в слое свёртки, две следующие цифры — размер фильтра в пикселях. Актива-
ционные функции нейронов сети — relu, в выходном слое классификации — softmax. Первая цифра в полносвязном слое 
Dense — число нейронов.
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вариантов, после чего осуществляется сохранение ре-
зультата (S5) и переход к третьему этапу анализа и клас-
сификации снимков ОКТ.

На третьем этапе происходит последовательное ис-
пользование ИНС-моделей 6, 7 и 8.

 • ИНС-модель 6 (блок 11) обучена на специальном 
датасете 6 распознаванию наличия или отсутствия 
эпиретинального фиброза.

 • ИНС-модель 7 (блок 12) обучена на специальном дата-
сете 7 распознаванию наличия или отсутствия друзов.

 • ИНС-модель 8 (блок 13) обучена на специальном 
датасете 8 распознаванию наличия или отсутствия 
экссудатов. 

В блоках 11–13 осуществляется также и сохранение 
соответствующих результатов (S6, S7, S8), после чего вы-
полняется переход к четвёртому этапу.

На четвёртом этапе происходит использование 
ИНС-модели 9 (блок 14), обученной на специальном 
датасете 9 распознаванию нормы, задней отслойки сте-
кловидного тела, витреомакулярной адгезии и витреома-
кулярной тракции. Результаты сохраняются (S9). В блоках 
15 и 16 происходит формирование общего списка пато-
логий на основании ранее сохранённых S1–S9 и вывод 
отчёта с описанием карты ОКТ в файл. 

ОБСУЖДЕНИЕ
В описанном подходе для классификации патологии 

по снимкам ОКТ используются 9 различных ИНС-моделей, 
каждая из которых обучена на своём уникальном дата-
сете (1–9). Следует отметить, что на завершающем этапе 
анализа стекловидного тела вместо ИНС-модели 9 может 

Рис. 3. Блок-схема многомодельного алгоритма идентификации снимков оптической когерентной томографии. ИНС — искусствен-
ная нейронная сеть; ОКТ — оптическая когерентная томография.
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быть использован алгоритм, описанный нами ранее [7]. 
Он включает:

 • вертикальное сканирование снимка и определение 
координат X и Y границ стекловидного тела;

 • сглаживание координат Y по методу скользящего 
среднего с базой, соизмеримой с минимальными 
деталями изображения (в нашем случае — 10 пик-
селей), аппроксимацией границы стекловидного тела 
сплайном или параболой соответствующего порядка;

 • расчёт максимальной кривизны границы и соответ-
ствующих расстояний для идентификации задней 
отслойки стекловидного тела, витреомакулярной 
адгезии и витреомакулярной тракции. 

В настоящее время осуществляется тестирование мно-
гомодельного алгоритма (см. рис. 3) одновременно с уве-
личением количества снимков ОКТ в датасетах и оптими-
зацией гиперпараметров ИНС-моделей. Предварительные 
вычислительные эксперименты, проведённые для не-
скольких этапов этого алгоритма, показали, что здесь 
удаётся добиться точности в 98–100% на обучении и ва-
лидации, при этом точность прохождения дополнитель-
ного теста возрастает по сравнению с одномодельным 
подходом за счёт уменьшения числа классифицируемых 
на каждом этапе факторов. При этом для всех ИНС-
моделей 1–9 используется единая архитектура, имеющая 
7 свёрточных слоёв. Различаются они лишь тем, что об-
учены на уникальных датасетах и, соответственно, имеют 
различные наборы коэффициентов межнейронных синап-
тических связей. 

ЗАКЛЮЧЕНИЕ
Предложены одно- и многомодельный принципы 

классификации изображений ОКТ сетчатки глаза. Вычис-
лительные эксперименты по автоматизированной клас-
сификации таких изображений, полученных с томографа 
DRI OCT Triton, с использованием различных архитектур 
ИНС-моделей показали точность при обучении и валида-
ции 100%, и на дополнительном тесте — 85%, что явля-
ется удовлетворительным результатом. 

Выбрана оптимальная архитектура ИНС-модели — 
6-слойная СНС — и определены значения её гиперпара-
метров. Указанные обстоятельства позволяют использо-
вать разработки в системах поддержки принятия решений 
в области офтальмологии.
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A.A.	Shcheglevatykh,	as	well	as	a	diploma	student	M.A.	Kuprin.	These	
works	were	carried	out	under	the	guidance	of	one	of	the	authors	of	
the article.
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Изучение возможностей программы 
искусственного интеллекта в диагностике 
заболеваний макулярной области
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АННОТАЦИЯ
Обоснование. Заболевания макулярной области представляют собой большую группу патологических состояний, при-
водящих к потере зрения и слабовидению. Ранняя диагностика таких изменений играет большую роль в выборе так-
тики лечения и является одной из определяющих в прогнозировании результатов. 
Цель — изучить возможности программы искусственного интеллекта в диагностике заболеваний макулярной области 
на основе анализа сканов структурной оптической когерентной томографии. 
Материалы и методы. В исследование были включены пациенты, проходившие обследование и лечение в Феде-
ральном научно-клиническом центре специализированных видов медицинской помощи и медицинских технологий 
и Московского областного научно-исследовательского клинического института им. М.Ф. Владимирского. Обследовано 
200 глаз с заболеваниями макулярной области, а также глаза без макулярной патологии. Проведён сравнительный 
клинический анализ сканов структурной оптической когерентной томографии, выполненных на офтальмологическом 
томографе RTVue XR 110-2. Для анализа сканов оптической когерентной томографии использовалось программное 
обеспечение Retina.AI.
Результаты. В ходе анализа сканов оптической когерентной томографии с помощью программы были выявлены раз-
личные патологические структуры макулярной области, а затем сформулировано заключение о вероятной патологии. 
Полученные результаты сравнивались с заключениями врачей-офтальмологов. Чувствительность метода составила 
95,16%; специфичность — 97,76%; точность — 97,38%.
Заключение. Платформа Retina.AI позволяет офтальмологам успешно проводить автоматизированный анализ сканов 
структурной оптической когерентной томографии и выявлять различные патологические состояния глазного дна.

Ключевые слова: оптическая когерентная томография; искусственный интеллект; витреомакулярный интерфейс; 
диагностика; диабетический макулярный отёк; возрастная макулярная дегенерация.
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Exploring the possibilities of an artificial intelligence 
program in the diagnosis of macular diseases
Margarita R. Khabazova1, Elena N. Ponomareva1, Igor A. Loskutov2, Evgenia A. Katalevskaya3, 
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ABSTRACT
BACKGROUND: Macular diseases are a large group of pathological conditions that cause vision loss and visual impairment. 
Early diagnosis of such changes plays an important role in treatment selection and is one of the crucial factors in predicting 
outcomes.
AIM: To examine the potential of an artificial intelligence program in the diagnosis of macular diseases using structural optical 
coherence tomography scans.
MATERIALS AND METHODS: The study included patients examined and treated at the Federal Research and Clinical Center 
of Specialized Medical Care and Medical Technologies and Moscow Regional Research and Clinical Institute. In total, 200 
eyes with macular diseases were examined, as well as eyes without macular pathologies. A comparative clinical analysis of 
structural optical coherence tomography scans obtained using an RTVue XR 110-2 tomograph was conducted. The Retina.AI 
software was used to analyze optical coherence tomography scans.
RESULTS: In the analysis of optical coherence tomography scans using Retina.AI, various pathological structures of the macula 
were identified, and a probable pathology was then determined. The results were compared with the diagnoses made by 
ophthalmologists. The sensitivity, specificity, and accuracy of the method were 95.16%, 97.76%, and 97.38%, respectively.
CONCLUSION: Retina.AI allows ophthalmologists to automatically analyze optical coherence tomography scans and identify 
various pathological conditions of the fundus.

Keywords: optical coherence tomography; artificial intelligence; diagnosis; macular edema; age-related macular degeneration.
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人工智能程序在黄斑疾病诊断中的可行性研究
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摘要

论证。黄斑疾病是一大类病症。它们会导致视力丧失和视力低下。对这些病变的早期诊断对

治疗策略的选择起着重要作用，它是疗效预测的决定性因素之一。 

目的。本研究的目的是研究人工智能程序在基于对结构光学相干断层扫描图片的分析诊断黄

斑疾病方面的可行性。 

材料与方法。本研究对象包括在俄罗斯联邦医疗和生物局联邦专业医疗救护和医疗技术科学

与临床中心以及以M.F.弗拉基米尔斯基莫斯科州临床研究所接受检查和治疗的患者。对200

只有黄斑病变的眼和无黄斑病变的眼进行了检查。对RTVue XR 110-2眼科断层扫描仪上的结

构光学相干断层扫描进行了临床对比分析。利用Retina.AI软件对光学相干断层扫描进行分

析。

结果。使用该程序分析光学相干断层扫描图片时，确定了黄斑区的各种病理结构。此外，还

得出了关于可能病理的结论。对获得的结果与眼科医生的结论进行了比较。该方法的灵敏度

为95.16%；特异性为97.76%；准确率为97.38%。

结论。Retina.AI平台使眼科医生能够成功地对结构光学相干断层扫描图片进行自动分析，

并检测眼底的各种病理状态。

关键词：光学相干断层扫描；人工智能；玻璃体黄斑界面；诊断；糖尿病性黄斑水肿；老年

性黄斑变性。
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ОБОСНОВАНИЕ
Согласно данным Всемирной организации здравоох-

ранения, около 2,2 млрд человек в мире страдают на-
рушением зрения, большую группу составляют пациен-
ты старше 50 лет [1]. Заболевания макулярной области, 
в особенности возрастная макулярная дегенерация (ВМД) 
и диабетический макулярный отёк (ДМО), занимают не-
малую часть среди причин необратимой слепоты и сла-
бовидения [2]. 

На 2020 год в мире насчитывалось 196 миллионов 
пациентов с ВМД, и ожидается, что к 2040 году данная 
цифра достигнет 288 миллионов человек [3]. Клинически 
ВМД может проявляться отложениями друзеноидного 
материала, изменениями пигментного эпителия сетчатки, 
макулярной неоваскуляризацией, экссудацией и крово-
излияниями. На поздних стадиях отмечается географи-
ческая атрофия пигментного эпителия сетчатки [4]. Ука-
занные проявления заболевания приводят к выраженным 
нарушениям со стороны органа зрения. 

Количество пациентов, страдающих сахарным диа-
бетом, неуклонно растёт. Вместе с этим наблюдается 
рост проявлений данного заболевания со стороны органа 
зрения. Прогнозируется, что к 2045 году число случаев 
диабетической ретинопатии (ДР) возрастёт до 160,50 млн, 
при этом количество пациентов с угрожающей зрению ДР 
достигнет 44,82 млн [5]. ДМО, встречающийся на различ-
ных стадиях ДР, является наиболее распространённой 
причиной потери зрения у пациентов с диабетом и еже-
годно поражает почти 75 000 новых пациентов в Соеди-
нённых Штатах Америки [6]. Наблюдается прямая зависи-
мость между частотой встречаемости ДМО и тяжестью ДР, 
70% приходится на её пролиферативную стадию. Среди 
пациентов с сахарным диабетом 1-го типа у 27% ДМО 
развивается в течение 9 лет от начала заболевания [7]. 
В России насчитывается более 630 000 пациентов с раз-
личными стадиями ДР, при этом их распространённость 
среди пациентов с сахарным диабетом 1-го типа вдвое 
выше [8]. 

Четвёртое место среди заболеваний макулярной 
области, угрожающих снижением остроты зрения, за-
нимает центральная серозная хориоретинопатия, ха-
рактеризующаяся серозной отслойкой нейроэпителия, 
возникающей над зоной просачивания из хориокапил-
ляров. Согласно исследованиям, частота встречаемости 
центральной серозной хориоретинопатии составляет 
9,9 случая на 100 000 населения. Процесс чаще односто-
ронний, но в 40% случаев наблюдается билатеральное 
поражение [9]. Хронизация процесса происходит в 5% 
случаев, тогда как рецидивы центральной серозной хо-
риоретинопатии отмечаются у 30–50% пациентов в тече-
ние 12 месяцев [10]. 

Аномалии витреомакулярного интерфейса включают 
в себя сквозные и ламеллярные макулярные разрывы, 
витреомакулярную тракцию и эпиретинальную мембрану. 

В ряде случаев изменения витреомакулярного интерфей-
са могут не вызывать выраженных функциональных на-
рушений, но при значительном воздействии на макуляр-
ную область отмечаются симптомы, сопровождающиеся 
значительным ухудшением зрения и негативно влияющие 
на качество жизни пациента. Распространённость маку-
лярных разрывов составляет 3,3 случая на 1000 пациентов 
старше 55 лет [11]. Данные ежегодной заболеваемости 
варьируют от 4,71 до 8,5 человека на 100 000, согласно 
данным различных авторов [12]. 

В ходе 20-летнего наблюдения BDES (the Beaver Dam 
Eye Study) с помощью оптической когерентной томогра-
фии (ОКТ) было установлено, что распространённость 
эпиретинальной мембраны составляет 34,1%. Несмо-
тря на различный патогенез заболевания, клинические 
проявления могут быть идентичными. Эпиретинальная 
мембрана может возникать как идиопатическое забо-
левание и в качестве сопутствующей патологии на фоне 
предшествующих офтальмологических заболеваний, та-
ких как ДР, окклюзия вен сетчатки, перенесённая ранее 
операция удаления катаракты [13]. Возникновение эпире-
тинальной мембраны, не сопровождающееся задней от-
слойкой стекловидного тела, предрасполагает к форми-
рованию макулярного отёка и ламеллярного макулярного 
разрыва, обусловленного тангенциальным тракционным 
синдромом [14]. 

В настоящее время, когда продолжительность жизни 
населения увеличивается, особенно актуально раннее вы-
явление заболеваний, развивающихся с возрастом. Из-
вестно, что своевременное выявление заболевания играет 
важную роль в лечении и является одним из основных 
этапов снижения уровня заболеваемости. Поскольку ДМО 
и ВМД остаются ведущими причинами снижения остро-
ты зрения, регулярный офтальмологический скрининг 
на данные патологии необходим для выявления пациен-
тов, нуждающихся в специализированном офтальмоло-
гическом лечении. Такая тактика позволит предотвратить 
развитие слепоты на ранних этапах [15]. Своевременное 
начало лечения часто является залогом благоприятного 
исхода с положительными морфологическими и функ-
циональными результатами (в первую очередь, остротой 
зрения). 

Терапия ингибиторами фактора роста эндотелия со-
судов (анти-VEGF) — золотой стандарт лечения неова-
скулярной формы ВМД и ДМО [16]. На сегодняшний день 
существуют различные протоколы ведения пациентов 
с указанными заболеваниями. Во всех предложенных 
протоколах используется оценка проводившегося лече-
ния, основанная на клинических исследованиях и данных 
ОКТ, которая требует регулярности проведения. В на-
стоящее время ОКТ является наиболее информативным 
и широко применяемым методом диагностики патоло-
гии сетчатки и обеспечивает точный мониторинг в ходе 
терапии. На базе данных ОКТ не толь ко производит-
ся оценка настоящего состояния макулярной области, 
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но и подбирается необходимая в данном конкретном 
случае тактика лечения.

Рост числа пациентов с заболеваниями макулярной 
области, которые нуждаются в регулярных офтальмо-
логических обследованиях, создаёт ощутимую нагрузку 
на систему здравоохранения. Необходимость за ограни-
ченный период времени провести диагностику большо-
го количества пациентов, оценить полученные данные 
и определить тактику лечения требует значительных тру-
довых и временных ресурсов, что может создать их не-
который дефицит. Решение данной проблемы возможно 
в разработке и внедрении в клиническую практику новых 
инновационных методов анализа офтальмологических 
изображений и использование технологий искусственного 
интеллекта (ИИ) [17]. 

Благодаря развитию методов ИИ в настоящее время 
существует целое направление, занимающееся разработ-
кой и внедрением интеллектуальных систем в деятель-
ность врача. В России на период до 2030 года утверждена 
Национальная стратегия развития ИИ1 . 

В России и во всём мире ведутся работы по созда-
нию и валидации в клинической практике программ ИИ 
для диагностики патологии сетчатки. Авторы проекта 
компании Google DeepMind (Англия, США) провели ис-
следование на широком спектре изображений, взятых 
из клинической практики 32 офтальмологических кли-
ник, которые охватывали различные группы населения. 
Результат диагностики изображений может быть исполь-
зован для количественной оценки морфологии сетчатки 
и получения результатов измерений конкретных патоло-
гий. Программа компании способна сортировать снимки 
с высокой эффективностью, соответствующей или превос-
ходящей специалистов. Авторы работы проводили иссле-
дование на 53 патологиях, относящихся к национальным 
направлениям. Согласно их заключению, они представи-
ли новую систему, способную качественно и эффективно 
анализировать клинические ОКТ-снимки и давать реко-
мендации. В будущем они планируют сосредоточиться 
на большем количестве клинических патологий и расши-
рить спектр своей работы.

Программа RetInSight, разработанная сотрудниками 
Венского университета (Австрия) под руководством про-
фессора U. Schmidt-Erfurth, предназначена для монито-
ринга эффективности лечения неоваскулярной формы 
ВМД при помощи алгоритмов ИИ. Программа основана 
на принципе сегментации интраретинальной и субрети-
нальной жидкости, а также отслойки ретинального пиг-
ментного эпителия, с динамической оценкой объёмов 
перечисленных структур [18].

Чикагская компания Altris Inc. (США) анонсировала 
запуск программы Altris AI, предназначенной для ав-
томатического анализа ОКТ-сканов. Согласно данным, 

представленным разработчиками, облачная платформа 
обеспечивает быстрый анализ и визуализацию 100 па-
тологий и патологических признаков, включая редкие. 
Заложенные алгоритмы способны диагностировать гла-
укому, ВМД, ДР и другие заболевания сетчатки. Пользо-
вателям доступны модули, осуществляющие скрининг, 
сегментацию/классификацию и отчёты [19].

В работе Б.Э. Малюгина и соавт. [20] внимание уде-
ляется созданию алгоритма автоматизированного обна-
ружения биомаркёров эффективности анти-VEGF-терапии 
у пациентов в ВМД. Было выделено 7 биомаркёров: от-
слойка пигментного эпителия, пигментный эпителий, 
субретинальная жидкость, интраретинальная жидкость, 
эллипсоидная зона, слой нервных волокон сетчатки, 
субретинальный гиперрефлективный материал. Для от-
слойки пигментного эпителия сетчатки индекс Дайса со-
ставил 0,8, для пигментного эпителия и субретинальной 
жидкости — 0,4, а для остальных биомаркёров — от 0,3 
до 0,15. В дальнейшем планируется расширение набора 
данных для обучения и повышение точности работы [20].

ЦЕЛЬ
Изучение возможностей программы ИИ в диагностике 

макулярной патологии на основе анализа сканов струк-
турной ОКТ. 

МАТЕРИАЛЫ И МЕТОДЫ
Дизайн исследования

Сканы структурной ОКТ, представленные для иссле-
дования, были получены на офтальмологическом то-
мографе RTVue XR 110-2 (Optovue, США). Для анализа 
сканов ОКТ использовалось программное обеспечение 
для работы с цифровыми медицинскими изображениями 
на основе алгоритмов ИИ Retina.AI (ООО «Диджитал Вижн 
Солюшнс», Россия). Исследование проводилось соглас-
но дизайну не меньшей эффективности и представляло 
собой одноцентровое ретроспективное наблюдательное 
выборочное неконтролируемое исследование. 

Критерии соответствия
Критерии включения:
 • ранее установленный диагноз «диабетический ма-

кулярный отёк», возрастная макулярная дегене-
рация (сухой и экссудативной форм), центральная 
серозная хориопатия, витреомакулярный тракци-
онный синдром (витреомакулярной тракции, эпи-
ретинальной мембраны, сквозного и ламеллярного 
макулярных разрывов);

 • сниженная острота центрального зрения и подо-
зрение на наличие патологии макулярной области.

1 Указ Президента Российской Федерации № 490 от 10 октября 2019 г. «О развитии искусственного интеллекта в Российской Федерации». Режим 
доступа: http://www.kremlin.ru/acts/bank/44731
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Критерии исключения:
 • невозможность проведения ОКТ вследствие выра-

женного нарушения прозрачности оптических сред 
(помутнение роговицы, зрелая катаракта, гифема, 
гемофтальм и др.);

 • невозможность фиксации взгляда пациента (ни-
стагм, паркинсонизм и др.).

Анализ в подгруппах
В исследовании участвовало 129 пациентов, средний 

возраст составил 65,9 года. Женщины составили 55,8% 
(72 человека) общего числа участников, мужчины — 
44,2% (57 человек). Было обследовано 200 глаз со следу-
ющими нозологиями: 

 • диабетический макулярный отёк;
 • кистозный макулярный отёк;
 • ВМД (макулярная неоваскуляризация, ретинальные 

друзы);
 • центральная серозная хориопатия;
 • витреомакулярный тракционный синдром;
 • сквозной макулярный разрыв;
 • ламеллярный макулярный разрыв;
 • эпиретинальная мембрана.

Были обследованы также глаза без макулярной па-
тологии. Распределение по нозологиям представлено 
в табл. 1. 

Условия проведения
В ходе представленного исследования проводился 

сравнительный клинический анализ сканов структурной 
ОКТ пациентов, проходивших обследование и лечение 
в Федеральном государственном бюджетном учреждении 
«Федеральный научно-клинический центр специализиро-
ванных видов медицинской помощи и медицинских техно-
логий Федерального Медико-биологического агентства» 

России и Государственном бюджетном учреждении здра-
воохранения Московской области «Московский областной 
научно-исследовательский клинический институт имени 
М.Ф. Владимирского». Продолжительность исследова-
ния — 12 месяцев.

Описание медицинского вмешательства 
и основной исход исследования

Анализ сканов структурной ОКТ программой ИИ про-
изводился в два этапа. На первом этапе программой сег-
ментировались биомаркёры. На втором этапе программа 
вычисляла вероятную патологию при помощи алгоритма 
дифференциально-диагностического поиска. Заключе-
ние, полученное в ходе анализа сканов ОКТ программой 
ИИ, сравнивалось с данными клинического заключения 
двух врачей-офтальмологов. 

Этическая экспертиза
Этический комитет при Федеральном государствен-

ном бюджетном учреждении «Федеральный научно-кли-
нический центр специализированных видов медицинской 
помощи и медицинских технологий Федерального Меди-
ко-биологического агентства» России, выписка 2 из про-
токола № 11_2022 от 29 ноября 2022 г. Заключение: 
«Одобрить возможность проведения ретроспективного 
анализа фотографий глазного дна и сканов ОКТ паци-
ентов, отобранных из медицинских баз с применением 
программного обеспечения для работы с цифровыми изо-
бражениями при диагностике офтальмологических пато-
логий путём анализа фотографий глазного дна и сканов 
структурной ОКТ Retina.AI по ТУ 58.29.32-001-60003594-
2022 на базе ФГБУ Федерального научно-клинического 
Центра специализированных видов медицинской помощи 
и медицинских технологий ФМБА России».

Методы регистрации исходов, 
статистический анализ

С целью оценки точности работы программы вычисля-
лись следующие параметры: 

 • количество правильных положительных срабатыва-
ний — TP (True positives);

 • количество неправильных положительных сраба-
тываний — FP (False positives);

 • количество неправильных отрицательных срабаты-
ваний — FN (False negatives);

 • количество правильных отрицательных срабатыва-
ний — TN (True negatives).

На основе представленных параметров рассчитыва-
лись показатели чувствительности, специфичности и точ-
ности для каждой из нозологий по указанным ниже фор-
мулам: 

Precision (точность срабатывания) — доля правильных 
положительных случаев из предсказанных положитель-

ных случаев: Precision = TP
(TP + FP)

Таблица 1. Распределение обследованных глаз по нозологиям

Диагноз Количество глаз

Диабетический макулярный отёк/
кистозный макулярный отёк 52

Возрастная макулярная дегенерация: 
макулярная неоваскуляризация 41

Возрастная макулярная дегенерация: 
ретинальные друзы 40

Центральная серозная хориопатия 25

Витреомакулярный тракционный 
синдром 25

Сквозной макулярный разрыв 23

Ламеллярный макулярный разрыв 25

Эпиретинальная мембрана 72

Без патологии 34
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Recall/Sensitivity (чувствительность) — доля правиль-
но предсказанных положительных случаев из всех поло-

жительных случаев:  Recall = TP
(TP + FN)

Specificity (специфичность) — доля правильно пред-
сказанных отрицательных случаев из всех отрицательных 

случаев: Specificity = TN
(TN + FP)  

[17].

РЕЗУЛЬТАТЫ
Объекты (участники) исследования, основные 
результаты исследования

Объект исследования — программное обеспечение 
для работы с цифровыми медицинскими изображениями 
при диагностике офтальмологических патологий путём 
анализа сканов структурной ОКТ — Retina.AI. Исследова-
ние проводилось без участия пациентов, в форме оценки 
и анализа клинических данных.

В ходе анализа сканов ОКТ с помощью программы 
были выявлены следующие патологические структуры: 

 • интраретинальные кисты, субретинальная жид-
кость;

 • отслойка ретинального пигментного эпителия;
 • субретинальный гиперрефлективный материал;
 • ретинальные друзы;
 • эпиретинальная мембрана;
 • витреомакулярная тракция;
 • сквозной макулярный разрыв;
 • ламеллярный макулярный разрыв. 

На основании выявленных патологических признаков 
программой в автоматическом режиме формулировалось 
заключение. Общие показатели метода следующие: чув-
ствительность 95,16%; специфичность 97,76%; точность 
97,38%. Подробные результаты сравнительного анали-
за заключений программы ИИ и врачей-офтальмологов 
представлены в табл. 2. 

На рис. 1 представлен скан структурной ОКТ маку-
лярной зоны пациента Б., 54 года, с сахарным диабетом 
2-го типа. По данным заключения врача-офтальмолога, 
выявлен диагноз «диабетический макулярный отёк». 
В процессе программного анализа скана структурной ОКТ 
алгоритмами ИИ Retina.AI сегментированы следующие 
патологические признаки: интраретинальные кисты, су-
бретинальная жидкость. В заключении диагностирован 
диабетический макулярный отёк.

На рис. 2 представлен скан структурной ОКТ маку-
лярной зоны пациента Б., 68 лет, с экссудативной фор-
мой ВМД. Диагноз установлен врачом-офтальмологом. 
В процессе программного анализа скана структурной 
ОКТ алгоритмами ИИ Retina.AI сегментированы следую-
щие патологические признаки: интраретинальные кисты, 
субретинальная жидкость, отслойка ретинального пиг-
ментного эпителия, субретинальный гиперрефлективный 
материал. Согласно данным отчёта программы, зареги-
стрирована макулярная неоваскуляризация.

На рис. 3 представлен скан структурной ОКТ маку-
лярной зоны пациентки К., 69 лет, с диагнозом, установ-
ленным врачом-офтальмологом: «сквозной макулярный 
разрыв». В процессе анализа скана структурной ОКТ ал-
горитмами ИИ Retina.AI выделены следующие патологи-
ческие структуры: сквозной макулярный разрыв, интра-
ретинальные кисты, эпиретинальная мембрана. Согласно 
данным отчёта программы, диагностирован сквозной ма-
кулярный разрыв, эпиретинальная мембрана.

Нежелательные явления
Нежелательные явления, возникшие в ходе проведе-

ния исследования, отсутствовали. 

ОБСУЖДЕНИЕ
Резюме основного результата исследования

Программное обеспечение на основе алгоритмов 
ИИ Retina.AI в ходе клинического исследования проде-
монстрировало высокие показатели чувствительности, 
специфичности и точности в диагностике макулярной 

Таблица 2. Чувствительность, специфичность и точность программы Retina.AI в диагностике заболеваний макулярной области

Диагноз Чувствительность, % Специфичность, % Точность, %

Диабетический макулярный отёк/кистозный макулярный отёк 96,08 97,48 97,14

Макулярная неоваскуляризация 97,50 97,65 97,62

Возрастная макулярная дегенерация: ретинальные друзы 97,37 96,51 96,67

Центральная серозная хориопатия 92,59 98,36 97,62

Витреомакулярная тракция 86,96 97,33 96,19

Сквозной макулярный разрыв 95,65 98,40 98,10

Эпиретинальная мембрана 100,00 97,12 98,10

Ламеллярный макулярный разрыв 95,83 97,85 97,62

Без патологии 94,72 97,69 97,25
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Рис. 1. Пример анализа скана структурной оптической когерентной томографии макулярной зоны пациента с диабетическим ма-
кулярным отёком программой искусственного интеллекта: a — скан структурной оптической когерентной томографии; b — скан 
структурной оптической когерентной томографии после сегментации патологических структур (субретинальная жидкость — зелёная 
маска, интраретинальные кисты — голубые маски); c — отчёт по результатам анализа скана (в таблице дифференциально-диа-
гностического поиска в качестве вероятной патологии красным цветом выделен диабетический макулярный отёк). 

Рис. 2. Пример анализа скана структурной оптической когерентной томографии макулярной зоны пациента с экссудативной формой 
возрастной макулярной дегенерации программой искусственного интеллекта: a — скан структурной оптической когерентной томо-
графии; b — скан структурной оптической когерентной томографии после сегментации патологических структур (субретинальная 
жидкость — зелёные маски, интраретинальные кисты — голубые маски, отслойка ретинального пигментного эпителия — оранжевые 
маски, субретинальный гиперрефлективный материал — салатовая маска); c — отчёт по результатам анализа скана (в таблице диф-
ференциально-диагностического поиска в качестве вероятной патологии красным цветом выделена макулярная неоваскуляризация). 

патологии — показатели превысили 90% для всех заболе-
ваний, за исключением витреомакулярного тракционного 
синдрома, чувствительность в диагностике которого со-
ставила 86,96%. Положительной стороной программного 

обеспечения является удобный пользовательский ин-
терфейс с возможностью подсветки выявленных па-
тологических структур на скане ОКТ, что даёт возмож-
ность врачу дополнительно перепроверить корректность 

a c

b

a c

b
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работы программы и повышает уровень доверия врача 
технологии ИИ. 

Обсуждение основного результата 
исследования

С практической точки зрения одним из наиболее пер-
спективных направлений внедрения технологий ИИ в кли-
ническую работу является их использование при про-
ведении скрининговых обследований, когда возникает 
необходимость обследовать большое количество паци-
ентов и выявить нуждающихся в специализированном 
офтальмологическом лечении. Технологии ИИ открывают 
возможность делегирования части функционала средне-
му медицинскому персоналу и организации доврачебного 
скрининга с целью высвобождения времени врача для бо-
лее сложных задач и увеличения пропускной способности 
офтальмологического кабинета. Следует, однако, под-
черкнуть, что технологии ИИ не могут служить заменой 
врача-офтальмолога, а могут быть лишь инструментом, 
позволяющим повысить эффективность лечебно-диагно-
стического процесса. Определённые сложности внедре-
ния программы ИИ могут быть обусловлены необходи-
мостью использования стабильного интернет-соединения 
в связи с тем, что платформа расположена в «облачном 
пространстве». Для удобства работы в непрерывном 
режиме перспективным является разработка десктоп-
ного приложения, не зависящего от наличия интернета 
на устройстве. 

Другим перспективным направлением использования 
технологий ИИ является мониторинг патологического 
процесса в ходе лечения. Сегментация интраретинальных 

кист, субретинальной жидкости, отслойки пигментно-
го эпителия, субретинального гиперрефлективного ма-
териала позволяет проводить количественную оценку 
динамики объёмов данных структур у пациентов с ДМО 
и экссудативной формой ВМД в ходе анти-VEGF терапии. 
На сегодняшний день основными количественными по-
казателями, на которые ориентируется врач в процессе 
лечения, являются максимальная корригированная остро-
та зрения, толщина центральной зоны сетчатки, а также 
площадь неоваскулярной мембраны у пациентов с ВМД 
по данным ОКТ-ангиографии. Разработка новых количе-
ственных критериев оценки эффективности анти-VEGF 
терапии — актуальная задача для совместной работы 
врачей-офтальмологов и разработчиков алгоритмов ИИ. 

Некоторым ограничением использования применяе-
мой нами технологии является оценка единичного ска-
на ОКТ, загруженного в программу. Актуально усовер-
шенствование программного обеспечения, что позволит 
в последующем производить анализ всей серии снимков 
одного пациента. 

ЗАКЛЮЧЕНИЕ
Программное обеспечение Retina.AI на основе алгорит-

мов ИИ в ходе клинической валидации продемонстриро-
вало высокие показатели чувствительности, специфично-
сти и точности в диагностике ДМО, сухой и экссудативной 
формы ВМД, центральной серозной хориопатии и анома-
лий витреомакулярного интерфейса на основе анализа 
сканов структурной ОКТ. Платформа Retina.AI является 
российской разработкой и в настоящее время доступна 

Рис. 3. Пример анализа скана структурной оптической когерентной томографии макулярной зоны пациента с диагнозом «макуляр-
ный разрыв, эпиретинальная мембрана» программой искусственного интеллекта: a — скан структурной оптической когерентной 
томографии; b — скан структурной оптической когерентной томографии после сегментации патологических структур (сквозной 
макулярный разрыв — фиолетовая маска, интраретинальные кисты — голубые маски, эпиретинальная мембрана — красные 
маски); c — отчёт по результатам анализа скана (в таблице дифференциально-диагностического поиска в качестве вероятной 
патологии красным цветом выделены эпиретинальная мембрана, сквозной макулярный разрыв). 

a c

b
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для тестирования по ссылке: www.screenretina.ru. Стоит 
отметить, что заключение программы не является диа-
гнозом и требует уточнения специалиста. 

ДОПОЛНИТЕЛЬНАЯ ИНФОРМАЦИЯ
Источник финансирования. Авторы заявляют об отсутствии 
внешнего финансирования при проведении исследования. 
Конфликт интересов. Е.А. Каталевская	и	А.Ю. Сизов	входят	в	со-
став	разработчиков	программного	обеспечения.	Остальные	авто-
ры декларируют отсутствие явных и потенциальных конфликтов 
интересов, связанных с публикацией настоящей статьи.
Вклад авторов. Все авторы подтверждают соответствие своего 
авторства международным критериям ICMJE (все авторы внесли 
существенный вклад в разработку концепции, проведение ис-
следования	и	подготовку	статьи,	прочли	и	одобрили	финальную	
версию перед публикацией). Наибольший вклад распределён 
следующим	образом:	М.Р. Хабазова —	поиск	и	обработка	лите-
ратуры, обработка данных, написание текста статьи, коррекция 
текста;	 Е.Н.  Пономарева —	 проведение	 исследований,	 анализ	
данных,	 коррекция	 текста;	 И.А.  Лоскутов —	 обсуждение	 ре-
зультатов	исследования,	редактирование	текста	статьи;	Е.А. Ка-
талевская  —	 разработка	 алгоритмов	 ИИ,	 разметка	 данных,	
редактирование текста статьи, обработка литературы и данных; 

А.Ю. Сизов —	разработка	алгоритмов	ИИ,	разметка	данных,	под-
готовка	графических	материалов;	Г.М. Габараев —	поиск	лите-
ратуры, обработка данных. 

ADDITIONAL INFORMATION
Funding source. This	 study	 was	 not	 supported	 by	 any	 external	
sources	of	funding.
Competing interests.	 Katalevskaya  EA  and	 Sizov  AYu  are	 part	 of	
the	 software	 developers.	 Other	 authors	 declare	 that	 they	 have	 no	
competing	interests.
Authors’ contribution. All	authors	made	a	substantial	contribution	
to	 the	 conception	 of	 the	 work,	 acquisition,	 analysis,	 interpretation	
of	data	 for	 the	work,	drafting	and	 revising	 the	work,	 final	approval	
of	 the	 version	 to	 be	 published	 and	 agree	 to	 be	 accountable	 for	
all	 aspects	 of	 the	 work.	 Khabazova  MR  —	 literature	 search	
and	 analysis,	 data	 analysis,	 manuscript	 writing,	 manuscript	
editing;	 Ponomareva  EN  —	 conducting	 research,	 data	 analysis,	
manuscript	 editing;	 Loskutov  IA  —	 discussion	 of	 the	 research	
results,	 editing;	 Katalevskaya  EA —	 development	 of	 the	 artificial	
intelligence	algorithms,	data	markup,	manuscript	editing,	 literature	
search	 and	 analysis;	 Sizov  AYu —	 development	 of	 the	 artificial	
intelligence	algorithms,	data	markup,	graphic	materials	preparation;	
Gabaraev GM —	literature	search,	data	analysis.

СПИСОК ЛИТЕРАТУРЫ
1. Report	 of	 the	 2030	 targets	 on	 effective	 coverage	 of	 eye	 care	
[Internet].	 Geneva	 :	 World	 Health	 Organization.	 c2024.	 [дата	 об-
ращения: 1.01.2023]. Доступ по ссылке: https://www.who.int/
publications/i/item/9789240058002 
2. GBD	 2019	 Blindness	 and	 Vision	 Impairment	 Collaborators.	
Causes	 of	 blindness	 and	 vision	 impairment	 in	 2020	 and	 trends	
over	30	years,	and	prevalence	of	avoidable	blindness	 in	 relation	 to	
VISION	2020:	the	Right	to	Sight:	an	analysis	for	the	Global	Burden	of	
Disease	Study //	Lancet	Glob	Health.	2021.	Vol. 9,	N 2.	P. 144–160.	
doi: 10.1016/S2214-109X(20)30489-7
3. Samanta	 A.,	 Aziz	 A.A.,	 Jhingan	 M.,	 et	 al.	 Emerging	 Therapies	
in	Neovascular	 Age-Related	Macular	 Degeneration	 in	 2020  //	Asia	
Pac	 J	 Ophthalmol	 (Phila).	 2020.	 Vol.  9,	 N  3.	 P.  250–259. 
doi: 10.1097/APO.0000000000000291
4. Stahl	 A.	 The	Diagnosis	 and	 Treatment	 of	 Age-Related	Macular	
Degeneration  //	 Dtsch	 Arztebl	 Int.	 2020.	 Vol.  117.	 P.  513–520.	
doi: 10.3238/arztebl.2020.0513
5. Teo	 Z.L.,	 Tham	Y.C.,	 Yu	M.,	 et	 al.	 Global	Prevalence	of	Diabetic	
Retinopathy	 and	 Projection	 of	 Burden	 through	 2045:	 Systematic	
Review	and	Meta-analysis  //	Ophthalmology.	2021.	Vol. 128,	N 11.	
P. 1580–1591.	doi: 10.1016/j.ophtha.2021.04.027
6. Schaal	 S.,	 Kaplan	 H.J.,	 editors.	 Cystoid	 Macular	 Edema.	
Switzerland	 :	 Springer	 International	 Publishing,	 2017.	
doi: 10.1007/978-3-319-39766-5
7. Бикбов	 М.М.,	 Файзрахманов	 Р.Р.,	 Зайнуллин	 Р.М.,	 и	 др.	
Макулярный	 отёк	 как	 проявление	 диабетической	 ретинопа-
тии //	Сахарный	диабет.	2017.	Т. 20,	№ 4.	С. 263–269.	EDN: ZMZAON 
doi: 10.14341/DM8328

8. Черных	Д.В.,	 Черных	В.В.,	 Трунов	А.Н.	Цитокины	и	факторы	
роста	в	патогенезе	пролиферативной	диабетической	ретинопа-
тии.	Москва	:	Офтальмология,	2017.	EDN: ZNDEWH
9. Gupta	A.,	Tripathy	K.	Central	Serous	Chorioretinopathy	[Internet].	
[Updated	 2022	 Aug	 22].	 In:	 StatPearls	 [Internet].	 Treasure	 Island	
(FL):	StatPearls	Publishing,	2022.	Доступ	по	ссылке:	https://www.
statpearls.com/point-of-care/96027 
10. Semeraro	 F.,	 Morescalchi	 F.,	 Russo	 A.,	 et	 al.	 Central	 Serous	
Chorioretinopathy:	 Pathogenesis	 and	 Management  // Clinical 
ophthalmology.	2019.	Vol. 13.	P. 2341–2352.	doi: 10.2147/OPTH.S220845
11. Oh	K.T.,	Lazzaro	D.R.,	editors.	Macular	Hole.	[Internet].	Medscape,	
2020. [Дата обращения: 02.01.2020]. Доступ по ссылке: https://
emedicine.medscape.com/article/1224320-overview#a6
12. Darian-Smith	E.,	Howie	A.R.,	Allen	P.L.,	et	al.	Tasmanian	macular	
hole	 study:	 whole	 population-based	 incidence	 of	 full	 thickness	
macular	hole //	Clin	Exp	Ophthalmol.	2016.	Vol. 44,	N 9.	P. 812–816.	
doi: 10.1111/ceo.12801
13. Fung	 A.T.,	 Galvin	 J.,	 Tran	 T.	 Epiretinal	 membrane:	
A		review //	Clin	Experiment	Ophthalmol.	2021.	Vol. 49.	P. 289–308. 
doi: 10.1111/ceo.13914
14. Oh	K.T.,	Lazzaro	D.R.,	editors.	Epiretinal	Membrane	[Internet].	
Medscape, 2020. [Дата обращения: 02.01.2020]. Доступ по 
ссылке: https://emedicine.medscape.com/article/1223882-
overview#a4
15. Всемирная организация здравоохранения. Европейское 
региональное	 бюро.	 Скрининг	 на	 диабетическую	 ретинопатию:	
Повышение	эффективности,	максимальное	увеличение	пользы	и	
минимизация вреда, краткое руководство [Internet]. Копенгаген, 

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ

DOI: https://doi.org/10.17816/DD624131

http://www.screenretina.ru
https://www.who.int/publications/i/item/9789240058002
https://www.who.int/publications/i/item/9789240058002
https://doi.org/10.1016/S2214-109X(20)30489-7
https://doi.org/10.1097/APO.0000000000000291
https://doi.org/10.3238/arztebl.2020.0513
https://doi.org/10.1016/j.ophtha.2021.04.027
https://doi.org/10.1007/978-3-319-39766-5
https://elibrary.ru/zmzaon
https://doi.org/10.14341/DM8328
https://elibrary.ru/zndewh
https://www.statpearls.com/point-of-care/96027
https://www.statpearls.com/point-of-care/96027
https://doi.org/10.2147/OPTH.S220845
https://emedicine.medscape.com/article/1224320-overview#a6
https://emedicine.medscape.com/article/1224320-overview#a6
https://doi.org/10.1111/ceo.12801
https://doi.org/10.1111/ceo.13914
https://emedicine.medscape.com/article/1223882-overview#a4
https://emedicine.medscape.com/article/1223882-overview#a4
https://doi.org/10.17816/DD624131


27
Digital DiagnosticsVol. 5 (1) 2024

2021. [Дата обращения: 02.01.2020]. Доступ по ссылке: https://
www.who.int/europe/publications/i/item/9789289055321
16. Qassimi	 A.N.,	 Kozak	 I.,	 Karam	 A.M.,	 et	 al.	 Management	 of	
Diabetic	 Macular	 Edema:	 Guidelines	 from	 the	 Emirates	 Society	
of	 Ophthalmology  //	 Ophthalmology	 and	 therapy.	 2022.	 Vol.  11.	
P. 1937–1950.	doi: 10.1007/s40123-022-00547-2
17. Каталевская	 Е.А.,	 Каталевский	 Д.Ю.,	 Тюриков	 М.И.,	 Вели-
ева И.А., Большунов А.В. Перспективы использования искус-
ственного	 интеллекта	 в	 диагностике	 и	 лечении	 заболеваний	
сетчатки // РМЖ.	Клиническая	офтальмология.	2022.	Т. 22,	№ 1.	
С. 36–43.	EDN: AEBQGU	doi: 10.32364/2311-7729-2022-22-1-36-43

18. Schmidt-Erfurth	U.,	Reiter	G.S.,	Riedl	S.,	et	al.	AI-based	monitoring	
of	retinal	fluid	in	disease	activity	and	under	therapy //	Prog	Retin	Eye	
Res.	2022.	Vol. 86.	doi: 10.1016/j.preteyeres.2021.100972
19. Altris.ai	 [Internet].	United	States	 :	Altris	 Inc.	 [Дата	обращения:	
01.01.2022]. Доступ по ссылке: https://www.altris.ai 
20. Малюгин	 Б.Э.,	 Сахнов	 С.Н.,	 Аксенова	 Л.Е.,	 и	 др.	 Раз-
работка	 модели	 глубокого	 машинного	 обучения	 для	 об-
наружения	 биомаркёров	 анатомического	 и	 функциональ-
ного	 исхода	 анти-VEGF-терапии	 на	 ОКТ-изображениях	
сетчатки //	Офтальмохирургия.	2022.	№ S4.	С. 77–84.	EDN: OWQLRM 
doi: 10.25276/0235-4160-2022-4S-77-84

REFERENCES
1. Report	 of	 the	 2030	 targets	 on	 effective	 coverage	 of	 eye	
care	 [Internet].	 Geneva:	 World	 Health	 Organization.	 c2024.	 [cited	
2023	 Jan	 1].	 Available	 from:	 https://www.who.int/publications/i/
item/9789240058002 
2. GBD	 2019	 Blindness	 and	 Vision	 Impairment	 Collaborators.	
Causes	 of	 blindness	 and	 vision	 impairment	 in	 2020	 and	 trends	
over	 30	 years,	 and	 prevalence	 of	 avoidable	 blindness	 in	 relation	
to	 VISION	 2020:	 the	 Right	 to	 Sight:	 an	 analysis	 for	 the	 Global	
Burden	 of	 Disease	 Study.	 Lancet Glob Health. 2021;9(2):144–160. 
doi: 10.1016/S2214-109X(20)30489-7
3. Samanta	 A,	 Aziz	 AA,	 Jhingan	 M,	 et	 al.	 Emerging	 Therapies	
in	 Neovascular	 Age-Related	 Macular	 Degeneration	 in	
2020. Asia Pac J Ophthalmol (Phila). 2020;9(3):250–259. 
doi: 10.1097/APO.0000000000000291
4. Stahl	 A.	 The	 Diagnosis	 and	 Treatment	 of	 Age-Related	
Macular	 Degeneration.	 Dtsch Arztebl Int. 2020;117:513–520. 
doi: 10.3238/arztebl.2020.0513
5. Teo	 ZL,	 Tham	 YC,	 Yu	 M,	 et	 al.	 Global	 Prevalence	 of	 Diabetic	
Retinopathy	 and	 Projection	 of	 Burden	 through	 2045:	 Systematic	
Review	and	Meta-analysis.	Ophthalmology. 2021;128(11):1580–1591. 
doi: 10.1016/j.ophtha.2021.04.027
6. Schaal	 S,	 Kaplan	 HJ,	 editors.	 Cystoid Macular Edema. 
Switzerland:	 Springer	 International	 Publishing;	 2017. 
doi: 10.1007/978-3-319-39766-5
7. Bikbov	 MM,	 Fayzrakhmanov	 RR,	 Zaynullin	 RM,	 et	 al.	 Macular	
oedema	as	manifestation	of	diabetic	retinopathy.	Diabetes mellitus. 
2017;20(4):263–269.	EDN: ZMZAON	doi: 10.14341/DM8328
8. Chernykh	 DV,	 Chernykh	 VV,	 Trunov	 AN.	 Cytokines and growth 
factors in the pathogenesis of proliferative diabetic retinopathy. 
Moscow:	Oftal’mologiya;	2017.	EDN: ZNDEWH
9. Gupta	A,	Tripathy	K.	Central	Serous	Chorioretinopathy	[Internet].	
[Updated	2022	Aug	22].	In:	StatPearls	[Internet].	Treasure	Island	(FL):	
StatPearls	Publishing,	2022.	Available	from:	https://www.statpearls.
com/point-of-care/96027 
10. Semeraro	 F,	 Morescalchi	 F,	 Russo	 A,	 et	 al.	 Central	 Serous	
Chorioretinopathy:	 Pathogenesis	 and	 Management.	 Clinical 
ophthalmology.	2019;13:2341–2352.	doi: 10.2147/OPTH.S220845

11. Oh	KT,	Lazzaro	DR,	editors.	Macular	Hole.	[Internet].	Medscape,	
2020.	 [cited	 2020	 Jan	 02].	 Available	 from:	 https://emedicine.
medscape.com/article/1224320-overview#a6 
12. Darian-Smith	 E,	 Howie	 AR,	 Allen	 PL,	 et	 al.	 Tasmanian	
macular	 hole	 study:	 whole	 population-based	 incidence	 of	 full	
thickness macular hole. Clinical & Experimental Ophthalmology. 
2016;44(9):812–816.	doi: 10.1111/ceo.12801
13. Fung	 AT,	 Galvin	 J,	 Tran	 T.	 Epiretinal	 membrane:	 A	 review.	
Clinical & Experimental Ophthalmology. 2021;49:289–308. 
doi: 10.1111/ceo.13914
14. Oh	 KT,	 Lazzaro	 DR,	 editors.	 Epiretinal	 Membrane	 [Internet].	
Medscape,	 2020.	 [cited	 2020	 Jan	 02].	 Available	 from:	 https://
emedicine.medscape.com/article/1223882-overview#a4
15. World	Health	Organization.	Regional	Office	for	Europe.	Screening	
for	 diabetic	 retinopathy:	 a	 short	 guide.	 Increase	 effectiveness,	
maximize	benefits	and	minimize	harm	[Internet].	Copenhagen;	2021.	
[cited	 2020	 Jan	 02].	 Available	 from:	 https://www.who.int/europe/
publications/i/item/9789289055321
16. Qassimi	 AN,	 Kozak	 I,	 Karam	 AM,	 et	 al.	 Management	 of	
Diabetic	 Macular	 Edema:	 Guidelines	 from	 the	 Emirates	 Society	 of	
Ophthalmology.	 Ophthalmology and therapy. 2022;11:1937–1950. 
doi: 10.1007/s40123-022-00547-2
17. Katalevskaya	 EA,	 Katalevskiy	 DYu,	 Tyurikov	 MI,	 Velieva	
IA,	 Bol’shunov	 AV.	 Future	 of	 artificial	 intelligence	 for	 the	
diagnosis	 and	 treatment	 of	 retinal	 diseases.	 Russian journal 
of clinical ophthalmology. 2022;22(1):36–43.	 EDN:  AEBQGU 
doi: 10.32364/2311-7729-2022-22-1-36-43
18. Schmidt-Erfurth	U,	Reiter	GS,	Riedl	S,	et	al.	AI-based	monitoring	
of	retinal	fluid	in	disease	activity	and	under	therapy.	Prog Retin Eye 
Res. 2022;86.	doi: 10.1016/j.preteyeres.2021.100972
19. Altris.ai	 [Internet].	United	States:	Altris	 Inc.	 [cited	2022	Jan	01].	
Available	from:	https://www.altris.ai 
20. Malyugin	BE,	 Sakhnov	SN,	 Axenova	 LE,	 et	 al.	 A	 deep	machine	
learning	model	 development	 for	 the	 biomarkers	 of	 the	 anatomical	
and	 functional	anti-VEGF	 therapy	outcome	detection	on	retinal	OCT	
images.	Fyodorov Journal of Ophthalmic Surgery.	 2022;(S4):77–84.	
EDN: OWQLRM	doi: 10.25276/0235-4160-2022-4S-77-84

ORIGINAL STUDY ARTICLES

DOI: https://doi.org/10.17816/DD624131

https://www.who.int/europe/publications/i/item/9789289055321
https://www.who.int/europe/publications/i/item/9789289055321
https://doi.org/10.1007/s40123-022-00547-2
https://elibrary.ru/aebqgu
https://doi.org/10.32364/2311-7729-2022-22-1-36-43
https://doi.org/10.1016/j.preteyeres.2021.100972
https://www.altris.ai
https://elibrary.ru/owqlrm
https://doi.org/10.25276/0235-4160-2022-4S-77-84
https://www.who.int/publications/i/item/9789240058002
https://www.who.int/publications/i/item/9789240058002
https://doi.org/10.1016/S2214-109X(20)30489-7
https://doi.org/10.1097/APO.0000000000000291
https://doi.org/10.3238/arztebl.2020.0513
https://doi.org/10.1016/j.ophtha.2021.04.027
https://doi.org/10.1007/978-3-319-39766-5
https://elibrary.ru/zmzaon
https://doi.org/10.14341/DM8328
https://elibrary.ru/zndewh
https://www.statpearls.com/point-of-care/96027
https://www.statpearls.com/point-of-care/96027
https://doi.org/10.2147/OPTH.S220845
https://emedicine.medscape.com/article/1224320-overview#a6
https://emedicine.medscape.com/article/1224320-overview#a6
https://doi.org/10.1111/ceo.12801
https://doi.org/10.1111/ceo.13914
https://emedicine.medscape.com/article/1223882-overview#a4
https://emedicine.medscape.com/article/1223882-overview#a4
https://www.who.int/europe/publications/i/item/9789289055321
https://www.who.int/europe/publications/i/item/9789289055321
https://doi.org/10.1007/s40123-022-00547-2
https://elibrary.ru/aebqgu
https://doi.org/10.32364/2311-7729-2022-22-1-36-43
https://doi.org/10.1016/j.preteyeres.2021.100972
https://www.altris.ai
https://elibrary.ru/owqlrm
https://doi.org/10.25276/0235-4160-2022-4S-77-84
https://doi.org/10.17816/DD624131


28
Digital DiagnosticsТ. 5, № 1, 2024

ОБ АВТОРАХ
* Хабазова Маргарита Робертовна;  
адрес:	Российская	Федерация,	115682,	г. Москва, 
Ореховый	бульвар,	д. 28; 
ORCID: 0000-0002-7770-575X;  
eLibrary	SPIN:	2736-9089;  
e-mail: rita.khabazova@mail.ru

Пономарева Елена Николаевна;  
ORCID: 0009-0001-0828-9844;  
eLibrary	SPIN:	7868-4425;  
e-mail: ponomareva.en@fnkc-fmba.ru

Лоскутов Игорь Анатольевич, д-р мед. наук;  
ORCID: 0000-0003-0057-3338;  
eLibrary	SPIN:	5845-6058;  
e-mail: loskoutigor@mail.ru

Каталевская Евгения Алексеевна, канд. мед. наук;  
ORCID: 0000-0002-5710-9205;  
eLibrary	SPIN:	7849-8890; 
e-mail: ekatalevskaya@mail.ru

Сизов Александр Юрьевич; 
ORCID: 0000-0003-3338-4015;  
eLibrary	SPIN:	4468-1730; 
e-mail: sizov_ost_vk@mail.ru

Габараев Георгий Малхазович; 
ORCID: 0000-0002-0759-3107;  
eLibrary	SPIN:	1802-3224; 
e-mail: geor_gabaraev1@mail.ru

* Автор, ответственный за переписку / Сorresponding	author

AUTHORS’ INFO
* Margarita R. Khabazova;  
address:	28	Orekhovyi	bul’var,	115682 
Moscow, Russia; 
ORCID: 0000-0002-7770-575X;  
eLibrary	SPIN:	2736-9089;  
e-mail: rita.khabazova@mail.ru

Elena N. Ponomareva; 
ORCID: 0009-0001-0828-9844;  
eLibrary	SPIN:	7868-4425;  
e-mail: ponomareva.en@fnkc-fmba.ru

Igor A. Loskutov, MD,	Dr.	Sci.	(Medicine); 
ORCID: 0000-0003-0057-3338;  
eLibrary	SPIN:	5845-6058;  
e-mail: loskoutigor@mail.ru

Evgenia A. Katalevskaya, MD,	Cand.	Sci.	(Medicine); 
ORCID: 0000-0002-5710-9205;  
eLibrary	SPIN:	7849-8890; 
e-mail: ekatalevskaya@mail.ru

Alexander Yu. Sizov; 
ORCID: 0000-0003-3338-4015;  
eLibrary	SPIN:	4468-1730; 
e-mail: sizov_ost_vk@mail.ru

Georgiy M. Gabaraev; 
ORCID: 0000-0002-0759-3107;  
eLibrary	SPIN:	1802-3224; 
e-mail: geor_gabaraev1@mail.ru

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ

DOI: https://doi.org/10.17816/DD624131

https://orcid.org/0000-0002-7770-575X
https://www.elibrary.ru/author_profile.asp?spin=2736-9089
mailto:rita.khabazova@mail.ru
https://orcid.org/0009-0001-0828-9844
https://www.elibrary.ru/author_profile.asp?spin=7868-4425
mailto:ponomareva.en@fnkc-fmba.ru
https://orcid.org/0000-0003-0057-3338
https://www.elibrary.ru/author_profile.asp?spin=5845-6058
mailto:loskoutigor@mail.ru
https://orcid.org/0000-0002-5710-9205
https://www.elibrary.ru/author_profile.asp?spin=7849-8890
mailto:ekatalevskaya@mail.ru
https://orcid.org/0000-0003-3338-4015
https://www.elibrary.ru/author_profile.asp?spin=4468-1730
mailto:sizov_ost_vk@mail.ru
https://orcid.org/0000-0002-0759-3107
https://www.elibrary.ru/author_profile.asp?spin=1802-3224
mailto:geor_gabaraev1@mail.ru
https://orcid.org/0000-0002-7770-575X
https://www.elibrary.ru/author_profile.asp?spin=2736-9089
mailto:rita.khabazova@mail.ru
https://orcid.org/0009-0001-0828-9844
https://www.elibrary.ru/author_profile.asp?spin=7868-4425
mailto:ponomareva.en@fnkc-fmba.ru
https://orcid.org/0000-0003-0057-3338
https://www.elibrary.ru/author_profile.asp?spin=5845-6058
mailto:loskoutigor@mail.ru
https://orcid.org/0000-0002-5710-9205
https://www.elibrary.ru/author_profile.asp?spin=7849-8890
mailto:ekatalevskaya@mail.ru
https://orcid.org/0000-0003-3338-4015
https://www.elibrary.ru/author_profile.asp?spin=4468-1730
mailto:sizov_ost_vk@mail.ru
https://orcid.org/0000-0002-0759-3107
https://www.elibrary.ru/author_profile.asp?spin=1802-3224
mailto:geor_gabaraev1@mail.ru
https://doi.org/10.17816/DD624131


29
Digital DiagnosticsТ. 5, № 1, 2024

Статья доступна по лицензии CC BY-NC-ND 4.0 International
© Эко-Вектор, 2024

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ

Рукопись получена: 19.09.2023 Рукопись одобрена: 19.12.2023 Опубликована online: 11.03.2024

DOI: https://doi.org/10.17816/DD569388

Вклад систем искусственного интеллекта 
в улучшение выявления аневризм аорты по данным 
компьютерной томографии грудной клетки
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АННОТАЦИЯ 
Обоснование. Аневризмы аорты — «тихие убийцы», развиваются без симптомов и могут привести к летальному исходу. 
Ежегодно заболеваемость аневризмой грудной аорты составляет около 10 случаев на 100 000 человек, а частота разры-
вов аневризмы — около 1,6 случая. Ранняя диагностика и лечение могут спасти жизнь пациента. Использование техно-
логий искусственного интеллекта может значительно улучшить качество диагностики и предотвратить летальный исход.
Цель — оценить эффективность применения технологий искусственного интеллекта в выявлении аневризм грудного 
отдела аорты на компьютерной томографии органов грудной клетки и исследовать возможности использования этих 
технологий в качестве системы поддержки принятия врачебных решений врача-рентгенолога при первичном описа-
нии лучевых исследований.
Материалы и методы. Были оценены результаты использования технологий искусственного интеллекта для выявле-
ния аневризмы грудной аорты на компьютерной томографии органов грудной клетки без контрастного усиления. Была 
сформирована выборка из 84 405 случаев обследования пациентов старше 18 лет, из которых отобрано и ретроспек-
тивно пересмотрено сосудистыми хирургами Научно-исследовательского института скорой помощи имени Н.В. Скли-
фосовского 86 исследований с подозрением на наличие аневризмы грудного отдела аорты по данным технологий 
искусственного интеллекта. Эти исследования были также ретроспективно оценены двумя врачами-рентгенологами. 
Была сформирована дополнительная выборка из 968 исследований, взятых в случайном порядке из общего числа, 
для оценки корреляции возраста пациентов и диаметра грудного отдела аорты.
Результаты. Анализ показал, что в 44 исследованиях аневризма была первично выявлена врачом-рентгенологом, 
в 31 случае аневризмы не были описаны, но технология искусственного интеллекта помогла выявить патологию. Ещё 
6 исследований были исключены из выборки, а в 5 случаях были обнаружены ложноположительные результаты анализа.
Использование технологий искусственного интеллекта обнаруживает и выделяет патологические изменения аорты 
на медицинских изображениях, тем самым повышая выявляемость аневризмы грудной аорты при интерпретации ре-
зультатов компьютерной томографии органов грудной клетки на 41%. При первичном описании лучевых исследований 
и в ретроспективных исследованиях целесообразно использовать технологии искусственного интеллекта для профилак-
тики пропусков клинически значимых патологий — как в качестве системы поддержки принятия врачебных решений 
для врача-рентгенолога, так и для повышения выявляемости патологического расширения грудного отдела аорты.
По дополнительной выборке в популяции взрослого населения частота дилатации грудного отдела аорты составила 
14,5%, а аневризм грудного отдела аорты —1,2%. Данные также показали возрастную зависимость диаметра грудно-
го отдела аорты для мужчин и женщин.
Заключение. Применение технологий искусственного интеллекта в процессе первичного описания результатов ком-
пьютерной томографии органов грудной клетки может повысить выявляемость клинически значимых патологических 
состояний, таких как аневризма грудного отдела аорты. Расширение ретроспективного скрининга по данным компью-
терной томографии органов грудной клетки с использованием технологий искусственного интеллекта может улучшить 
качество диагностики сопутствующих патологий и предотвратить негативные последствия для пациентов.

Ключевые слова: компьютерная томография; аневризма аорты; искусственный интеллект.
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Improving aortic aneurysm detection with artificial 
intelligence based on chest computed tomography 
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ABSTRACT
BACKGROUND: Aortic aneurysms are known as “silent killers” because this potentially fatal condition can be asymptomatic. The 
annual incidence of thoracic aortic aneurysms and ruptures is approximately 10 and 1.6 per 100,000 individuals, respectively. 
The mortality rate for ruptured aneurysms ranges from 94% to 100%. Early diagnosis and treatment can be life-saving. Artificial 
intelligence technologies can significantly improve diagnostic accuracy and save the lives of patients with thoracic aortic 
aneurysms.
AIM: This study aimed to assess the efficacy of artificial intelligence technologies for detecting thoracic aortic aneurysms on 
chest computed tomography scans, as well as the possibility of using artificial intelligence as a clinical decision support system 
for radiologists during the primary interpretation of radiological images.
MATERIALS AND METHODS: The results of using artificial intelligence technologies for detecting thoracic aortic aneurysms on 
non-contrast chest computed tomography scans were evaluated. A sample of 84,405 patients >18 years old was generated, 
with 86 cases of suspected thoracic aortic aneurysms based on artificial intelligence data selected and retrospectively assessed 
by radiologists and vascular surgeons. To assess the age distribution of the aortic diameter, an additional sample of 968 cases 
was randomly selected from the total number.
RESULTS: In 44 cases, aneurysms were initially identified by radiologists, whereas in 31 cases, aneurysms were not detected 
initially; however, artificial intelligence aided in their detection. Six studies were excluded, and five studies had false-positive 
results. Artificial intelligence aids in detecting and highlighting aortic pathological changes in medical images, increasing the 
detection rate of thoracic aortic aneurysms by 41% when interpreting chest computed tomography scans. The use of artificial 
intelligence technologies for primary interpretations of radiological studies and retrospective assessments is advisable to 
prevent underdiagnosis of clinically significant pathologies and improve the detection rate of pathological aortic enlargement. 
In the additional sample, the incidence of thoracic aortic dilation and thoracic aortic aneurysms in adults was 14.5% and 1.2%, 
respectively. The findings also revealed an age-dependent diameter of the thoracic aorta in both men and women.
CONCLUSION: The use of artificial intelligence technologies in the primary interpretation of chest computed tomography scans 
can improve the detection rate of clinically significant pathologies such as thoracic aortic aneurysms. Expanding retrospective 
screening based on chest computed tomography scans using artificial intelligence can improve the diagnosis of concomitant 
pathologies and prevent negative consequences.
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人工智能系统对从胸部计算机断层扫描数据中改进主
动脉瘤检测的贡献
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摘要 

论证。主动脉瘤是“无声杀手”，发病时没有任何症状，而且可能致命。胸主动脉瘤的年发

病率约为每10万人10例，动脉瘤破裂的发病率约为1.6例。早期诊断和治疗可以挽救患者的

生命。人工智能技术的使用可以大大提高诊断质量，防止死亡。

目的。本研究的目的是评估人工智能技术在胸部计算机断层扫描中检测胸主动脉瘤的有效

性，并探讨这些技术作为放射科医生临床决策支持系统在放射学检查初步描述中的可行性。

材料与方法。对使用人工智能技术在无对比度增强的胸部计算机断层扫描中检测胸主动脉瘤

的结果进行了评估。研究人员对84405名18岁以上的患者进行了抽样检查。通过人工智能技

术筛选出86个疑似胸主动脉瘤的检查。俄罗斯N.V.斯克利福索夫斯基急救研究所的血管外科

医生对这些检查结果进行了回顾性分析。两名放射科医生也对这些检查进行了回顾性评估。 

另外从总数中随机抽取，形成了包括968个检查在内的额外样本以评估患者年龄与胸主动脉

直径之间的相关性。

结果。分析表明，在44例检查中，动脉瘤最初是由放射科医生检测到的；在31例检查中，动

脉瘤未被描述，但人工智能技术帮助确定了病理。另有6例检查被排除在样本之外，而有5例

检查发现了假阳性检测结果。

使用人工智能技术可以检测并突出显示医学图像中主动脉的病理变化。因此，在解读胸部计

算机断层扫描结果时发现胸主动脉瘤的概率提高了41%。在放射学研究的初步描述和回顾性

研究中，使用人工智能技术来防止遗漏具有临床意义的病理是可行的，既可作为放射科医生

的医疗决策支持系统，又可提高胸主动脉病理扩张的可探测性。

在另一个成年人群样本中，胸主动脉扩张的发生率为14.5%，胸主动脉瘤的发生率为1.2%。

数据还显示了，男性和女性的胸主动脉直径与年龄有关。

结论。将人工智能技术应用于胸部器官CT结果的初步描述过程中，可以提高对胸主动脉瘤等

临床重大病理状态的检测。利用人工智能技术扩大胸部计算机断层扫描的回顾性筛查范围，

可提高合并症的诊断质量，避免给患者带来不良后果。

关键词：电子计算机断层扫描；主动脉瘤；人工智能。
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ОБОСНОВАНИЕ
По данным Всемирной организации здравоохранения, 

одна из основных причин смертности — сердечно-сосу-
дистые заболевания и связанные с ними патологии [1]. 
К ним относятся аневризмы аорты, известные как «тихие 
убийцы». Они обычно формируются бессимптомно и мо-
гут привести к расслоению или разрыву сосуда, что в 94–
100% случаев становится причиной смерти пациента [2, 3]. 
Существует очень небольшое количество работ, относя-
щихся к статистическому анализу распространённости 
аневризм грудной аорты [4]. В России, по различным 
данным, частота встречаемости аневризмы восходяще-
го отдела аорты составляет 0,16–1,06%. Важно отметить, 
что в России крупное эпидемиологическое исследование 
по встречаемости аневризм грудного отдела аорты по-
следний раз проводилось около 40 лет назад [5], что под-
тверждает актуальность проведения новых исследований. 

По данным аутопсий, которые проводили в течение 
десяти лет в 15-й городской клинической больнице имени 
О.М. Филатова (г. Москва), причина смерти в результате 
аневризмы грудного отдела аорты была подтверждена 
в 0,8% случаев, из которых только в 11% было подозрение 
о наличии аневризмы до наступления смерти пациента 
[4]. В США аневризма аорты занимает 17-е место в струк-
туре смертности от сердечно-сосудистых заболеваний. 
В год заболеваемость аневризмами грудной аорты в США 
составляет около 10 случаев на 100 000 человек, а часто-
та разрывов аневризмы — около 1,6 случая на 100 000 
человек [6]. В Швеции встречаемость аневризм и рассло-
ений грудного отдела аорты составляет до 16,3 случая 
на 100 000 человек [7]. По данным Йельского универси-
тета, годовая частота разрывов аневризмы составляет 
до 3,6%, а частота расслоения — до 3,7% среди зареги-
стрированных случаев [8]. 

При проведении скрининга злокачественных новооб-
разований лёгких с помощью компьютерной томографии 
(КТ) органов грудной клетки (ОГК) патологическое расши-
рение грудной аорты обнаруживается у пациентов старше 
50 лет с частотой до 8,1% [9, 10].

Оппортунистический скрининг — метод проспектив-
ного и ретроспективного анализа целевых исследований, 
который выявляет дополнительную патологию и факторы 
риска, помимо целевой. Такой подход позволяет избе-
жать повторного проведения исследований, что способ-
ствует уменьшению лучевой нагрузки на пациента [11].

За 2022 год в Москве было проведено более 647 000 
КТ-исследований ОГК без применения контрастного ве-
щества. Данный объём исследований представляет по-
тенциал для оппортунистического выявления различных 
патологических состояний, включая расширение грудной 
аорты (дилатацию, аневризму) — жизнеугрожающую па-
тологию [12].

В Москве с 2020 года проводится крупнейшее в мире 
исследование для оценки эффективности и качества 

применения технологий искусственного интеллекта 
(ТИИ) — «Эксперимент по использованию инновационных 
технологий в области компьютерного зрения для анализа 
медицинских изображений и дальнейшего применения 
в системе здравоохранения города Москвы» (далее — 
Московский Эксперимент) [13]. В рамках Московско-
го Эксперимента ТИИ используют в тестовом режиме 
под контролем экспертов Государственного бюджетного 
учреждения «Научно-практический клинический центр 
диагностики и телемедицинских технологий» Депар-
тамента здравоохранения города Москвы. Процесс 
включает постоянную оценку качества работы системы 
и корректировку её функционирования, проводятся вы-
числения метрик точности, выявляются ошибки срабаты-
вания и другие характеристики. В результате создаются 
условия для проведения ретроспективных исследований, 
а также обработки лучевых данных при первичном ана-
лизе врачом-рентгенологом.

ЦЕЛЬ
Оценить эффективность применения ТИИ в выявле-

нии аневризм грудного отдела аорты по данным КТ ОГК 
и проанализировать возможности использования ТИИ 
в качестве системы поддержки принятия врачебных ре-
шений для врача-рентгенолога при первичном описании 
лучевых исследований.

МАТЕРИАЛ И МЕТОДЫ
Дизайн исследования

Выполнен ретроспективный анализ 84 405 результатов 
КТ ОГК из Единого радиологического информационного 
сервиса автоматизированной Единой медицинской ин-
формационной системы города Москвы «Единая меди-
цинская информационно-аналитическая система» (ЕРИС 
ЕМИАС) за период с 01.06.2022 по 30.11.2022, обработан-
ных ТИИ. Дизайн исследования представлен на рис. 1. 
Из общей выборки 84 405 пациентов старше 18 лет с ис-
пользованием данных ТИИ было отобрано 86 исследова-
ний с подозрением на аневризму грудного отдела аорты 
максимальным диаметром более 50 мм (отбор проводили 
сосудистые хирурги Государственного учреждения здра-
воохранения города Москвы «Научно-исследовательский 
институт скорой помощи имени Н.В. Склифосовского»). 

Далее полученная выборка была перепроверена дву-
мя врачами-рентгенологами (из Научно-практического 
клинического центра диагностики и телемедицинских 
технологий) со стажем более 5 лет. В случае расхождения 
мнений первых двух рентгенологов, эксперт с 10-летним 
стажем врача-рентгенолога выступал в роли арбитра, 
принимая окончательное решение относительно наличия 
аневризмы и формулировки её описания.

В процессе пересмотра исключили 11 пациен-
тов: 6 — из-за отсутствия первичного протокола 
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от врача-рентгенолога в ЕРИС, 5 — из-за того, что в ре-
зультате обработки данных ТИИ (оценка нецелевой пато-
логии или органа) исследования были классифицированы 
как ложноположительные. Итоговая выборка составила 
75 пациентов, направленных на дообследование и лече-
ние.

Дополнительно из 84 405 исследований для оценки 
возрастного распределения диаметра аорты было слу-
чайным образом отобрано 1000 исследований. После ис-
ключения 32 случаев ввиду отсутствия данных о возрасте 
пациентов, объём данной выборки составил 968 иссле-
дований (433 мужчины и 535 женщин — 44,7% и 55,3% 
соответственно).

Критерии включения
Критерии включения КТ-исследований ОГК в выборку 

для анализа с помощью ТИИ в рамках Московского Экс-
перимента по направлению «Аневризма грудного отдела 
аорты»:

 • пациенты (женщины и мужчины) амбулаторных 
и стационарных медицинских учреждений Депар-
тамента здравоохранения города Москвы (воз-
раст — старше 18 лет);

 • проведённые исследования: КТ ОГК без контраст-
ного усиления с толщиной среза ≤3 мм; 

 • наличие КТ-изображений ОГК в формате DICOM 
и протокола врача-рентгенолога в ЕРИС ЕМИАС.

Критерии исключения:
 • пациенты с наличием металлоконструкций (пост-

операционные скобы, пластины), формирующих 
артефакты в области ОГК, включая кардиостиму-
ляторы;

 • наличие контрастного усиления и исследования 
с лёгочным кернелем;

 • отсутствие КТ-изображений в формате DICOM и/или 
протокола врача-рентгенолога в ЕРИС ЕМИАС.

Условия проведения
ТИИ обрабатывали исследования для определения 

патологического расширения грудного отдела аорты 
по правилам, которые называются «базовые диагности-
ческие требования». Данные правила были разработа-
ны на основании рекомендаций Европейского общества 
кардиологов по диагностике и лечению заболеваний 
аорты [14]: 

 • дилатация восходящей аорты — от 40 до 49 мм;
 • аневризма восходящей аорты — ≥50 мм;
 • аневризма нисходящей аорты — ≥40 мм [15].

Для автоматического определения диаметра грудно-
го отдела аорты был применён отечественный алгоритм 
ТИИ «Chest-IRA» (IRA Labs, Россия). В рамках Московского 
Эксперимента была оценена точность работы данной ТИИ, 
которая показала следующие результаты: 

 • площадь под ROC-кривой (AUC) — 0,99;
 • чувствительность — 0,94;
 • специфичность — 0,96;
 • точность — 0,95;
 • длительность анализа (одного исследования) — 

2,1 мин [16]. 
Пример работы алгоритма с ТИИ представлен на рис. 2.
Ретроспективная верификация КТ-исследований 

с подозрением на наличие аневризм грудного отдела 
аорты для выборки из всех 75 исследований (макси-
мальный диаметр — более 50 мм) проводилась двумя 

Рис. 1. Дизайн выполненного исследования. КТ — компьютерная томография; ЕРИС — Единый радиологический информацион-
ный сервис; ИИ — искусственный интеллект.
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84 405 КТ-исследований органов грудной клетки, обработанных с помощью технологии 
искусственного интеллекта для выявления патологического расширения грудного отдела аорты

6 исключены из выборки
(отсутствовал протокол
рентгенолога в ЕРИС)

5 ошибочно диагностированных
аневризм (ложноположительный

результат) по данным ИИ

31 врач-рентгенолог 
не описал аневризму

968 исследований для оценки возрастного
распределения диаметра грудного отдела аорты

75 исследований —
итоговая выборка

44 врача-рентгенолога
описали наличие

аневризмы

86 исследований отобраны и перепроверены
рентгенологами и сосудистыми хирургами на наличие

аневризм грудного отдела аорты
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врачами-рентгенологами (с опытом работы более 5 лет), 
одним экспертом врачом-рентгенологом и сосудистыми 
хирургами (с опытом работы более 10 лет). Проверена 
корректность работы ТИИ по измерениям грудного от-
дела аорты в аксиальной проекции. Врачи выполняли 
измерения как максимального переднезаднего диаме-
тра, так и перпендикулярного диаметра грудного отде-
ла аорты, придерживаясь рекомендаций рабочей группы 
Европейской ассоциации по сердечно-сосудистой визуа-
лизации и Европейского общества кардиологов [17]. Все 
пациенты из выборки направлялись на дообследование, 
где принимались решения о дальнейшем наблюдении 
или лечении.

Анализ нормальности распределения в группах 
пациентов проводился согласно критерию Шапиро–
Уилка. С учётом отличия распределения от нормаль-
ных величин (p <0,001) для всех подвыборок данные 
представлены в виде: «медиана [25-й процентиль; 75-й 
процентиль]; минимальное–максимальное значение 
величины». Межгрупповые сравнения проводили ме-
тодом Манна–Уитни. 

РЕЗУЛЬТАТЫ
Основные результаты исследования

С помощью алгоритма ТИИ было обработано 84 405 
КТ-исследований ОГК без контрастного усиления для вы-
явления патологического расширения грудного отдела 
аорты. Из данной выборки было отобрано 86 исследо-
ваний (62 мужчины, 24 женщины) с подозрением на на-
личие аневризмы грудной аорты по данным ТИИ, которые 
ретроспективно были оценены врачами-рентгенологами 
и сосудистыми хирургами. Из 86 исследований 6 были 
исключены из выборки по причине отсутствия первично-
го протокола врача-рентгенолога в ЕРИС ЕМИАС; 5 были 

ложноположительными по результатам обработки ТИИ 
(оценка нецелевой патологии/органа, см. рис. 2, b) — 
они также были исключены из выборки.

В итоговую выборку вошло 75 исследований: 57 муж-
чин (66 [59; 73]; 27–87 лет) и 18 женщин (62 [59; 74]; 47–87 
лет). Аневризма грудного отдела аорты была описана 
в первичном протоколе рентгенологического исследова-
ния в 44 случаях (59%), а в 31 случае (41%) в первичном 
протоколе аневризмы отмечено не было. Таким обра-
зом, применение ТИИ позволило дополнительно выявить 
31 случай аневризмы грудного отдела аорты (41%). Среди 
данной группы пациентов максимальный диаметр грудно-
го отдела аорты составил 56 [54; 60]; 52–84 мм — у муж-
чин, и 57 [54; 63]; 52–87 мм — у женщин. 

Пациенты с аневризмой аорты, выявленной с помо-
щью ТИИ на исследованиях ОГК методом КТ, были про-
информированы и направлены на уточняющие исследо-
вания (эхокардиографию, КТ или магнитно-резонансную 
ангиографию, консультацию кардиолога и/или сосуди-
стого хирурга) с целью определения тактики их ведения 
и лечения.

В ходе дообследования была получена дополни-
тельная информация: из 75 пациентов четверо (5,33%) 
пациентов скончались до завершения диагностического 
процесса или оперативного вмешательства, а трое (4%) 
пациентов приняли решение отказаться от дальней-
шего диагностического обследования и лечения. Ещё 
31 (41,33%) пациент отказался от общения. 

Из 37 пациентов, которые остались под наблюде-
нием и продолжили лечение, у 25 (33,33%) после ком-
плексного диагностического обследования был под-
тверждён диагноз аневризмы грудного отдела аорты 
(они продолжают находиться под наблюдением), а у 12 
(16%) диагностика позволила уточнить диагноз (они про-
должают лечение у кардиолога). У 3 пациентов после 

Рис. 2. Пример работы комплексного сервиса с искусственным интеллектом в обработке данных компьютерной томографии отдела 
грудной клетки: a — технология искусственного интеллекта корректно выделила и маркировала (красная линия) подозрение на на-
личие аневризмы грудной аорты восходящего и нисходящего отделов; b — ложноположительный результат: размечено (красная 
линия) образование средостения вместе с восходящим отделом грудной аорты, в зелёной рамке указан диаметр нисходящего от-
дела грудной аорты. У данного комплексного сервиса с искусственным интеллектом есть дополнительные модули, маркирующие 
инфильтративные изменения лёгких (оранжевый контур) и плевральный выпот (жёлтый контур).
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диагностического обследования наличие аневризмы 
не подтвердилось: у них была диагностирована дилата-
ция грудного отдела аорты. Кроме того, было выполнено 
2 хирургических вмешательства по стентированию аорты 
из-за аневризмы.

Группы мужчин и женщин с выявленными с помо-
щью ТИИ аневризмами по возрасту и по максимальному 
диаметру грудного отдела достоверно не различаются 
(p >0,05).

Результаты второй части исследования
Нами были получены также предварительные дан-

ные по встречаемости аневризм в выборке из 968 иссле-
дований (рис. 3), взятых в случайном порядке из 84 405 
случаев. В популяции взрослого населения (от 18 лет) 
частота встречаемости дилатации грудного отдела аор-
ты составила 14,5%, а аневризм грудного отдела аор-
ты — 1,2%. 

Для данной группы возраст пациентов составил: 
для женщин (n=535) — 65 [51; 75]; 19–102 лет, для муж-
чин (n=433) — 60 [47; 71]; 18–95 лет. Выборка женщин 
несколько больше, чем мужчин, что отражает распреде-
ление по полу в общей совокупности обследованных па-
циентов. Медиана возраста у женщин (65 лет) несколько 
выше, чем у мужчин (60 лет), интерквартильные размахи 
схожи.

Для данной группы диаметр грудного отдела аорты 
пациентов составил: у женщин — 34 [31; 37]; 20–50 мм, 
у мужчин — 36 [33; 39]; 24–60 мм. 

Отмечены достоверные различия (p <0,001) между 
группами мужчин и женщин по возрасту и по максималь-
ному диаметру грудного отдела аорты.

Следует отметить выраженную возрастную зависи-
мость диаметра грудного отдела аорты для мужчин и жен-
щин. Для мужчин относительные возрастные изменения 

диаметра грудного отдела аорты более выражены и со-
ставляют 0,177 мм/год, для женщин — 0,118 мм/год.

ОБСУЖДЕНИЕ
Резюме результата исследования

Анализ полученных в ходе работы данных показал, 
что в выборке пациентов с аневризмами аорты (75 па-
циентов) группы мужчин и женщин достоверно не раз-
личаются (p >0,05), как по возрасту, так и по максималь-
ному диаметру грудного отдела аорты. В то же время 
в выборке из 968 пациентов (случайно взятых из общей 
совокупности) у мужчин и женщин по возрасту и по мак-
симальному диаметру грудного отдела аорты отмечены 
достоверные различия (p <0,001). Это обосновывает не-
обходимость в разработке половозрастных нормативов 
для описания возрастного распределения. Для более 
полного анализа выявленных закономерностей требу-
ется дополнительное, специально спланированное ис-
следование.

Обсуждение результата исследования
Увеличение числа выявленных аневризм за счёт при-

менения алгоритма ТИИ в ретроспективном исследовании 
подтверждает эффективность и целесообразность ис-
пользования данного решения на практике — например, 
в качестве вспомогательного инструмента врача-рентге-
нолога при первичном описании лучевых исследований. 
Однако отмечено присутствие ложноположительных ре-
зультатов работы программного обеспечения. Существуют 
способы минимизации таких ошибок за счёт мониторин-
гов и дообучения алгоритма [20–22]. 

По данным литературы, существует положительная 
корреляция между возрастом и диаметром грудного отдела 
аорты. Отмечается, что у лиц мужского пола имеются более 

ORIGINAL STUDY ARTICLES

Рис. 3. График зависимости максимального диаметра грудного отдела аорты от возраста для выборки из 968 исследований: a — 
у мужчин; b — у женщин.
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высокие, по сравнению с женщинами, значения диаметра 
грудного отдела аорты [18], а также более выраженная его 
зависимость от возраста [19], что полностью соответствует 
статистическим результатам, полученным в нашей работе.

Отмечен риск пропуска врачами клинически значимых 
патологий по разным причинам: профессиональное вы-
горание (например, после пандемии COVID-19), увеличе-
ние рабочей нагрузки, нехватка медицинского персонала. 
Это ещё один довод в пользу использования ТИИ в каче-
стве системы поддержки принятия врачебных решений 
для врача-рентгенолога при анализе результатов КТ ОГК, 
потому что применение ТИИ может способствовать по-
вышению выявляемости и сокращению числа пропусков 
клинически значимых патологий [23].

Использованная нами отечественная ТИИ не является 
единственной в мире, и при выборе ТИИ можно ориенти-
роваться на метрики качества. Имеются также зарубеж-
ные аналоги ТИИ для автоматического измерения диа-
метра грудного отдела аорты и определения аневризм, 
которые помогают избежать ошибок и могут быть исполь-
зованы в оппортунистическом скрининге [24, 25]. 

По данным литературы, ТИИ помогают врачам-рент-
генологам сократить время, затраченное на выявление 
патологий в лучевых исследованиях [26, 27]. 

ТИИ — перспективный инструмент для измерений аорты 
[28]. Однако вопрос точности измерений ещё открыт и требу-
ет дополнительного исследования. Данное исследование по-
казывает, что ТИИ не могут служить заменой врачам, но мо-
гут помогать врачу-рентгенологу, сообщая ему о возможной 
патологии аорты для исключения пропусков клинически 
значимых аномалий. При этом отмечается, что врачу-рент-
генологу важно знать о принципе работы ТИИ и о возможных 
ошибках при анализе исследований [29–33]. Таким образом, 
применение ТИИ в медицине может быть важным инстру-
ментом в выявлении аневризмы грудного отдела аорты.

ТИИ целесообразно применять для поиска патологиче-
ских расширений грудного отдела аорты как при первич-
ном описании лучевых исследований, так и при ретроспек-
тивных исследованиях с целью минимизации возможных 
пропусков клинически значимых изменений.

ЗАКЛЮЧЕНИЕ
Применение ТИИ в процессе первичного описания КТ 

ОГК и расширение оппортунистического скрининга мо-
жет увеличить выявляемость клинически значимых па-
тологических состояний, таких как аневризма грудного 
отдела аорты, и предотвратить негативные последствия 
для пациентов. Дальнейшая оптимизация маршрутиза-
ции данной категории пациентов, требующих срочного 
медицинского вмешательства для оперативного лечения, 
является актуальной задачей. Целесообразна разработка 
популяционных нормативных значений диаметра грудной 
аорты, что позволит скорректировать критерии диагно-
стики данной патологии. 
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Возможности использования виртуального 
симулятора «Vimedix 3.2» в процессе обучения 
по специальности «ультразвуковая диагностика»
В.А. Васильев, С.Н. Кондричина 
Петрозаводский государственный университет, Петрозаводск, Россия

АННОТАЦИЯ
Обоснование. В последние годы актуально изменение методик и программ преподавания многих дисциплин, в том 
числе ультразвуковой диагностики, с включением в них различных виртуальных и симуляционных устройств. Практи-
ческий опыт использования подобных технологий в процессе обучения достаточно непродолжителен, в связи с этим 
в отечественной и зарубежной литературе имеются лишь немногочисленные оригинальные работы, посвящённые этой 
теме.
Цель — определить возможности и алгоритм использования виртуального симулятора ультразвукового исследова-
ния в процессе преподавания дисциплины «ультразвуковая диагностика» на основании результатов работы с ним. 
Оценить преимущества и недостатки применения симулятора в сравнении с традиционной методикой преподавания.
Материалы и методы. Проанализированы результаты применения виртуального тренажёра «Vimedix 3.2» в учебном 
процессе. На нём проводились симуляции трансабдоминального ультразвукового исследования органов брюшной по-
лости, трансторакальной эхокардиографии, триплексного сканирования магистральных сосудов. В процессе исследо-
вания участвовали 26 ординаторов по специальности «ультразвуковая диагностика» и 37 врачей, проходивших об-
учение на курсах профессиональной переподготовки.
Результаты. Применение виртуального симулятора на начальном этапе в учебном процессе может устранить многие 
проблемы, с которыми сталкиваются ординаторы и курсанты при обучении на клинических базах. Использование си-
мулятора в процессе тестирования представляется менее предпочтительным, по сравнению с практическим экзаме-
ном с использованием ультразвуковых сканеров и реальных пациентов. 
Заключение. Симулятор целесообразно использовать на начальном этапе для отработки методики исследования. Ре-
комендуется разработка и использование в обучении дополнительных учебно-методических материалов и учебной 
программы. Преимуществами виртуального симулятора являются комфортность работы на начальном этапе обучения, 
малое время его освоения, наличие обширной базы данных патологических случаев. Выявленные некритичные недо-
статки требуют коррекции при дальнейшем обучении в клинике.

Ключевые слова: симуляционное обучение; виртуальный тренажёр; симулятор ультразвуковых исследований; 
ультразвуковая диагностика. 
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Possibilities for using the Vimedix 3.2 virtual 
simulator to train ultrasound specialists
Valeri A. Vasilev, Svetlana N. Kondrichina
Petrozavodsk State University, Petrozavodsk, Russia

ABSTRACT
BACKGROUND: In recent years, it has been critical to modify training methods and programs in numerous areas, including 
ultrasound diagnosis, with the use of various virtual and simulation devices. Because practical experience with employing such 
technologies in the teaching process is limited, there are few original studies on the subject in Russian and foreign literature.
AIM: To determine the possibilities and algorithms for using a virtual ultrasound simulator to train ultrasound specialists based 
on the results of related work, as well as to assess the benefits and drawbacks of simulators in comparison to conventional 
teaching methods.
MATERIALS AND METHODS: The results of using the Vimedix 3.2 virtual simulator in the teaching process were analyzed. 
Simulations of abdominal ultrasound, transthoracic echocardiography, and triplex scanning of major vessels were performed. 
The study included 26 residents specializing in ultrasound diagnosis and 37 physicians undergoing professional retraining 
courses.
RESULTS: Using a virtual simulator during the initial stage of training helps eliminate many of the challenges that residents and 
trainees encounter in clinical practice. The use of a simulator during testing appears to be less beneficial than during a practical 
examination employing ultrasound scanners and real patients.
CONCLUSIONS: The use of a simulator at the initial stage is advisable to get familiar with this research methodology. It is 
recommended to develop and use of additional teaching materials and programs in training. The advantages of the virtual 
simulator include ease of use during the initial stages of training, a steep learning curve, and the availability of an extensive 
database of pathological cases. The identified noncritical shortcomings require correction during further training in the clinic.

Keywords: simulation training; virtual simulator; ultrasound simulator; ultrasound diagnosis.
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在“超声诊断”专业教学过程中使用虚拟模拟
器“Vimedix 3.2”的可行性
Valeri A. Vasilev, Svetlana N. Kondrichina
Petrozavodsk State University, Petrozavodsk, Russia

摘要

论证。近年来，包括超声诊断在内的许多学科的教学方法和课程发生了变化，教学计划包括

在各种虚拟和模拟设备上进行练习。在教学过程中使用此类技术的实践经验相当少，在这方

面，国内外文献中有关这一主题的原创作品寥寥无几。

目的。本研究的目的是根据使用虚拟超声模拟器的工作结果，确定在“超声诊断”学科教学

过程中使用该模拟器的可行性和算法；评估使用模拟器与传统教学方法相比的优缺点。

材料和方法。分析了在教学过程中使用虚拟模拟器“Vimedix 3.2”的结果，在该模拟器上

进行了腹腔器官经腹超声检查、经胸超声心动图检查、大血管的三重扫描。研究的参与者包

括26名“超声诊断”专业的住院医师和37名接受过职业进修课程的医生。

结果。在教学过程的初始阶段使用虚拟模拟器可以消除住院医师和学员在临床现场学习时遇

到的许多问题。与使用超声波扫描仪和真正患者进行实践考试相比，在测试过程中使用模拟

器似乎不太可取。 

结论。在初始阶段使用模拟器来练习检查方法是可行的。建议在教学中开发和使用额外的教

材和教学计划。虚拟模拟器的优点是在教学初期使用方便，掌握时间短，有大量病例数据

库。已发现的非关键缺点需要在临床进一步培训中加以纠正。

关键词：模拟训练；虚拟模拟器；超声模拟器；超声诊断。 
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ОБОСНОВАНИЕ
В последние годы мы стали свидетелями всё более 

широкого применения виртуальных и симуляционных 
технологий в разных областях медицинской деятель-
ности и в процессе преподавания в медицинских ву-
зах. Различные виды симуляции реальных процессов 
достаточно давно используются в процессе обучения 
и работы специалистов многих направлений, их разра-
ботка ведётся несколько десятилетий [1–3]. Ускорение 
этого процесса обусловлено как общей цифровиза-
цией нашей жизни, так и активным внедрением по-
добных технологий непосредственно в практическую 
медицину. 

Виртуальные тренажёры и симуляторы, средства 
дополненной реальности всё активнее используются 
в клиниках не только в диагностических исследованиях, 
но и в лечебной практике в таких областях, как хирургия, 
анестезиология и реаниматология и др. К ним можно 
отнести 3D «анатомические» и визуализационные сто-
лы, программы виртуальной реальности для изучения 
анатомии человека, хирургические тренажёры и роботы 
и др. [4–6]. Как следствие, цифровые методики стали 
применяться как в процессе обучения, так и при кон-
троле знаний выпускников медицинских вузов, а также 
специалистов, проходящих переобучение, при проведе-
нии государственных аттестаций и аккредитаций, в том 
числе по специальности «ультразвуковая диагностика» 
(УЗД) [1, 7]. Другой причиной повышения интереса к по-
добным технологиям является то, что медицинские ин-
ституты и учреждения последипломного образования 
в последнее время сталкиваются с нарастающими труд-
ностями в обучении ряда дисциплин в клиниках на ра-
бочем месте.

К ним можно отнести сложности, связанные непо-
средственно с работой в клинике: ограничения по месту 
и времени проведения исследований [7, 8], нехватка 
аппаратов для проведения ультразвукового исследова-
ния (УЗИ), недостаток наставников, проблемы с досту-
пом в отделения при введении карантина. Другая часть 
трудностей связана с реальными обследуемыми: психо-
логическое давление на студентов при первых контак-
тах с пациентом, нежелание части пациентов проходить 
обследование у обучающихся [8], отсутствие в клинике 
пациентов с необходимой патологией, плохая визуа-
лизация у так называемых «трудных» пациентов и т.д. 
Третья часть проблем определяется уровнем теоретиче-
ской подготовки и активностью в процессе работы самих 
обучающихся, что может существенно увеличить время 
отработки необходимых навыков, которое в клинике ли-
митировано. Кроме того, можно выделить такой момент, 
как сложность отработки методики исследования вслед-
ствие недостаточного уровня знаний нормальной и па-
тологической анатомии. В первую очередь это относится 
к правильному позиционированию датчика, что может 

потребовать продолжительного времени и создать дис-
комфорт у обследуемого.

В связи с этим изменение методик и программ пре-
подавания ряда дисциплин в медицинских вузах, с вклю-
чением в них различных современных виртуальных и си-
муляционных устройств, — актуальная и необходимая 
задача. При обучении специалистов в области лучевой 
диагностики этот вопрос особенно важен, так как они уже 
давно работают с программами создания и обработки 
цифровых изображений и должны обладать необходи-
мыми навыками и знаниями для этого. 

Вместе с тем, опыт использования подобных техноло-
гий в преподавании медицинских дисциплин достаточно 
непродолжителен. В связи с этим в отечественной и за-
рубежной литературе имеются лишь немногочисленные 
оригинальные работы, посвящённые этой теме. В боль-
шинстве из них указывается на положительные момен-
ты использования симуляционных технологий в обуче-
нии специалистов по УЗД [7–10], хотя имеются указания 
и на отдельные недостатки, в частности — при прове-
дении тестирования и контроля знаний [7]. Практически 
отсутствуют стандартизированные подходы к симуля-
ционному обучению в области УЗД, рациональному ис-
пользованию виртуальных тренажёров и определению их 
конкретного места в учебном процессе, а также оценке 
результатов их применения. Мало информации о разра-
ботке и эффективности использования специальных учеб-
ных модулей и методических материалов, направленных 
на освоение того или иного типа симуляторов и трена-
жёров.

В связи с этим мы решили проанализировать наш 
опыт работы с современными цифровыми технологиями 
в процессе преподавания и контроля знаний на приме-
ре симулятора УЗИ. Виртуальный тренажёр используется 
в процессе изучения дисциплины «ультразвуковая диа-
гностика» на кафедре лучевой диагностики и лучевой 
терапии медицинского института Федерального госу-
дарственного бюджетного образовательного учрежде-
ния высшего образования «Петрозаводский государ-
ственный университет» в течение четырёх лет. С ним 
работают ординаторы первого и второго года обучения 
и врачи-курсанты, проходящие профессиональную пере-
подготовку. Симулятор используется при прохождении 
государственной итоговой аттестации ординаторами 
и в процессе первичной аккредитации специалистов 
по этой дисциплине.

ЦЕЛЬ
Определить возможности и алгоритм использования 

виртуального симулятора УЗИ в процессе преподавания 
дисциплины «ультразвуковая диагностика» на основании 
результатов работы с ним. Оценить преимущества и недо-
статки применения симулятора в сравнении с традицион-
ной методикой преподавания.
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МАТЕРИАЛЫ И МЕТОДЫ
В нашей работе оценивались результаты примене-

ния в учебном процессе виртуального тренажёра УЗИ 
«Vimedix 3.2» производства CAE Healthcare (Канада). Этот 
симулятор является наиболее распространённым на рос-
сийском и зарубежном рынках. Он оснащается несколь-
кими манекенами и датчиками для отработки методик 
исследования различных областей, а также имеет базу 
данных патологических случаев. В составе тренажёра 
имеется ноутбук «Omen» производства Hewlett-Packard 
(США) с беспроводным подключением, мышь, мужской 

многоцелевой манекен, ультразвуковой конвексный дат-
чик с фазированной решёткой, адаптер для подключения 
датчика (рис. 1). 

На ноутбуке установлено оригинальное программ-
ное обеспечение (ПО) для симуляции ультразвукового 
сканирования, позволяющее проводить исследования 
в 2D, а также 3D/4D анатомических режимах с помощью 
мультипланарной реконструкции. Для этого применяется 
технология смешанной реальности Microsoft HoloLens 2 
(США), с помощью которой обучаемый может визуали-
зировать изучаемые анатомические структуры в режиме 
«live», то есть движения. Эта технология использует-
ся для облегчения навигации по исследуемой области 
при оценке изображений, полученных с помощью то-
мографических методов лучевой диагностики [11, 12], 
а в тренажёре — для правильного позиционирования 
датчика при проведении симуляции [13]. В рабочем про-
странстве экрана ноутбука вместе с изображением, полу-
чаемым в 2D-режиме, выводится отдельное окно, в кото-
ром отображается 3D/4D анимированное анатомическое 
изображение, показывающее органы, попадающие в зону 
сканирования. Оператор имеет возможность управлять 
отображением анатомических структур и разделением 
окон для удобства визуализации (рис. 2).

На тренажёре возможна симуляция таких исследова-
ний, как трансабдоминальное УЗИ органов брюшной по-
лости, трансторакальная эхокардиография, сканирование 
магистральных сосудов. Возможно проведение сканиро-
вания в таких режимах, как: 

 • В (2D, двухмерная эхография);

Рис. 1. Виртуальный симулятор ультразвуковых исследований 
«Vimedix 3.2».

Рис. 2. Интерфейс программы симуляции в режимах смешанной реальности и 2D.
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 • М (одномерная эхография);
 • цветовой допплеровский (Color Doppler, CD);
 • импульсно-волновой допплеровский (Pulsed Wave, 

PW).
Перемещение датчика по поверхности манекена от-

слеживается специальной системой маркёров, которая 
позволяет проводить исследования при различных поло-
жениях тела (на спине, на боку). Для оценки результатов 
имеется набор основных необходимых инструментов, та-
ких как измерения длины, площади и объёма, скорости 
кровотока в допплеровских режимах, расчёта показа-
телей центральной гемодинамики при проведении эхо-
кардиографии. Можно сформировать итоговый протокол 
по результатам исследования и проведённых измерений.

Виртуальный симулятор имеет достаточно обширную 
базу ультразвуковых изображений с различной патоло-
гией органов брюшной полости и сердечно-сосудистой 
системы. Это даёт возможность при обучении осваивать 
методику исследования различных областей не только 
при нормальной анатомии, но и при различных заболе-
ваниях. При проведении контроля знаний соответственно 
можно оценивать умение аттестуемых находить и описы-
вать различные виды патологических изменений по стан-
дартным протоколам.

Всего в процессе исследования участвовали 26 орди-
наторов по специальности «ультразвуковая диагностика» 
и 37 врачей, проходивших обучение на курсах профес-
сиональной переподготовки по этой же специальности. 
Поскольку в нашей работе использовались категориаль-
ные данные и два варианта ответов, то имеющееся коли-
чество специалистов достаточно для оценки применения 
предложенного метода обучения для всех слушателей 
курса УЗД не только за оцениваемый в работе период, 
но и в дальнейшем. Оценка результатов работы с тре-
нажёром проводилась сотрудниками кафедры лучевой 
диагностики и лучевой терапии с участием практикующих 
врачей-диагностов клинических баз института, принима-
ющих участие в процессе обучения и контроля знаний. 

В нашей работе для определения результатов исполь-
зования виртуального тренажёра мы использовали в пер-
вую очередь показатели, необходимые для организации 
и планирования педагогического процесса:

 • время, необходимое для освоения тренажёра 
(включая обучение запуску ПО и работе с интер-
фейсом);

 • простота освоения и психологический комфорт;
 • удобство обращения с датчиком и манекеном;
 • правильность позиционирования датчика (с помо-

щью анатомических ориентиров манекена и техно-
логии смешанной реальности);

 • возможность самостоятельной работы обучаемых 
на симуляторе;

 • необходимость наличия специальных учебно-мето-
дических материалов и коррекции существующей 
программы обучения. 

Часть ординаторов и курсантов, имевших до это-
го опыт работы на ультразвуковых сканерах в клинике, 
оценивали качество изображения, создаваемого на си-
муляторе, и его соответствие изображению, получаемому 
при исследовании реальных пациентов. 

Данные собирались путём анонимного анкетирования 
обучающихся с использованием шкалы Лайкерта [14] 
и выставлением баллов от 0 до 5 по предлагаемым во-
просам (рис. 3 и 4).

В процессе занятия преподаватель анализировал 
процесс работы с оборудованием по оцениваемым кри-
териям, а в конце занятия преподаватели и наставники, 
работающие в клинике, при помощи тестов и заданий 
оценивали результаты усвоения теоретических знаний 
и практических навыков. Мы учитывали, что большин-
ство оцениваемых критериев являются субъективными, 
что затрудняет интерпретацию результатов, но это обу-
словлено общей спецификой УЗИ, в частности — его вы-
сокой операторзависимостью. Совместно с обучаемыми 
также фиксировались возникавшие в процессе обучения 
проблемы и анализировались причины их возникновения 
и пути устранения.

Соответствие нормам этики
Информированное добровольное согласие лицами, 

участвующими в процессе обучения и исследования, 
не подписывалось. Сбор данных проводился методом 
добровольного анонимного анкетирования, никакие 
персональные данные в процессе работы не собирались 
и не обрабатывались. Пациенты в процессе исследования 
участия не принимали.

РЕЗУЛЬТАТЫ 
При оценке преимуществ и недостатков использова-

ния виртуального тренажёра в процессе обучения про-
водилось сравнение с традиционной методикой, когда 
ординаторы и врачи проходят стажировку с использова-
нием ультразвуковых сканеров на реальных пациентах 
в клинике под руководством наставников — сотрудни-
ков кафедры и практикующих врачей. При таком подходе 
мы сталкиваемся с рядом известных проблем, количество 
которых увеличилось в последние годы из-за пандемии 
COVID-19 [15]. 

По результатам обучения было отмечено, что все 
ординаторы и бóльшая часть курсантов (81%) успешно 
завершили обучение на виртуальном симуляторе УЗИ. 
К критериям успешности относили уверенную работу 
с ПО тренажёра и интерфейсом симулятора (включение, 
настройка), полное овладение методикой исследования 
той или иной области (табл. 1).

Минимальное время, необходимое для освоения 
тренажёра, составило от 2 до 6 занятий по два акаде-
мических часа под контролем преподавателя кафедры 
и одну вводную лекцию (1 академический час, 45 мин). 

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ

DOI: https://doi.org/10.17816/DD586551

https://doi.org/10.17816/DD586551


47
Digital DiagnosticsVol. 5 (1) 2024

Отмечено, что ординаторы в целом быстрее осваивали 
работу на симуляторе, по сравнению с курсантами. Это, 
на наш взгляд, обусловлено имеющейся у них теоретиче-
ской базой (лекции на курсе лучевой диагностики) и опре-
делённым опытом работы с ультразвуковой техникой. 
Для большинства их них (75%) было достаточно 2–3 заня-
тий под руководством наставника, после чего они могли 
переходить к преимущественно самостоятельной работе 
по удобному для них графику. Что касается врачей, об-
учающихся на курсах, то для более возрастных обучаю-
щихся (категория 50 лет и старше) требовалось минимум 
3–4, максимум 6 занятий для освоения базовых навыков 

работы на тренажёре. При этом мы столкнулись с про-
блемой, когда у части обучающихся (26%) уровень под-
готовки в области компьютерных технологий был или ну-
левой, или низкий базовый, не позволяющий даже после 
курса обучения самостоятельно запускать ПО ноутбука 
и уверенно пользоваться интерфейсом приложения си-
мулятора. Для оценки результатов работы с виртуальным 
тренажёром использовались тесты, основанные на зада-
ниях, выполняемых в процессе прохождения первичной 
аккредитации специалистов по УЗД (рис. 5).

Значительная часть обучаемых (72%) отмечали боль-
ший психологический комфорт при работе с тренажёром 

Рис. 3. Анкета для ординаторов и курсантов, часть 1. Рис. 4. Анкета для ординаторов и курсантов, часть 2.

Таблица 1. Результаты анкетирования и тестирования обучавшихся

Ординаторы Врачи

Количество обучавшихся 26 37

Успешное освоение тренажёра 100% 81%

Минимально необходимое количество времени на освоение тренажёра, мин 90 135

Психологический комфорт при освоении методик сканирования на тренажёре 80% 68%

Психологический комфорт при подготовке к тестированию/аккредитации на тренажёре 90% 75%

Удовлетворительное качество изображения на тренажёре в режимах M и B 95% 95%

Удовлетворительное качество изображения на тренажёре в допплеровских режимах 90% 89%

Положительная оценка использования программы 3D/4D-навигации 100% 100%

Предпочтение тренажёру при прохождении итогового тестирования и аккредитации 100% 90%
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во время освоения первичных навыков методики УЗИ, 
по сравнению с обучением на реальных пациентах в усло-
виях клиники. Этот критерий оценивали только имеющие 
практический опыт работы (пусть и небольшой) на уль-
тразвуковых сканерах. По мнению наставников и самих 
обучающихся, на начальном этапе это облегчает и уско-
ряет отработку методики исследования, однако не сни-
мает проблему первого контакта с пациентом, которую 
придётся решать при последующей практической работе. 
В основном это касалось ординаторов, не имеющих ранее 
опыта такого взаимодействия. 

Работа на симуляторе была достаточно легко встро-
ена в график обучения, поскольку он располагается 
в здании медицинского института, и мы не зависели 
от режима работы медицинских учреждений. Этот факт 
помогает решить и проблему нехватки помещений, 
а также ограничения времени на обучение в клинике. 
Нами было опробовано и в последующем практикова-
лось объединение обучающихся в группы, что позволяет 
создать учебный график, удобный и для преподавателя, 
и для учащихся. Исходя из нашего опыта, оптимальными 

для одновременной работы на виртуальном симуляторе 
являются малые группы количеством до 3 человек. Такой 
расчёт обусловлен количеством времени, необходимым 
для освоения нового материала в процессе занятия одним 
обучающимся, и размерами помещения.

Качество изображения, получаемого в режимах B и M, 
в целом характеризовалось обучающимися как хорошее 
(95% ответов), в допплеровских режимах — как удовлет-
ворительное (89%). Критериями являлись трудность рас-
познавания и интерпретации получаемых изображений 
и возможность их соотнесения с реальными анатомиче-
скими объектами. Проблемой, выявленной при исполь-
зовании допплеровских режимов, стала невозможность 
регулировки некоторых параметров допплеровских режи-
мов, вследствие чего кровоток в режимах CD и PW чётко 
визуализировался только через клапаны сердца и в не-
которых отделах аорты. 

Всеми обучаемыми отмечено, что использование до-
полнительного окна с режимом смешанной реальности 
и 3D/4D-live анатомической навигацией исследуемой об-
ласти существенно облегчало отработку позиционирова-
ния датчика при исследовании всех областей. Особенно 
это было удобно при оценке органов брюшной полости 
и сердца [12]. 

При использовании режима B нами была выявлена 
такая проблема, как не вполне правильное позициони-
рование датчика на манекене для получения некоторых 
стандартных проекций сердца (например, апикальной), 
что потребует в последующем коррекции при отработ-
ке навыков на пациентах. В этих случаях обучающиеся 
для решения проблемы успешно использовали систему 
смешанной реальности, с помощью которой можно точно 
оценить плоскости сечения органа и положение датчика 
относительно анатомических ориентиров. 

По результатам опросов, по сравнению с отработ-
кой методики на реальных пациентах практически все-
ми (95%) — и ординаторами, и врачами — отдавалось 
предпочтение тренажёру. Время отработки методики 
исследования одной области на симуляторе в среднем 
составило от 1 до 2 занятий по 2 академических часа. 
Отработка методики включала полипозиционное иссле-
дование при различных положениях манекена, при этом 
мы не ограничивали длительность одного сканирования, 
что приходится делать в условиях клиники. При перехо-
де к работе на реальных ультразвуковых сканерах полу-
ченные навыки исследования различных областей нами 
характеризовались как удовлетворительные, требующие 
лишь небольшой по времени коррекции в плане пози-
ционирования датчика и умений работать с «трудными 
пациентами» и в определённые фазы дыхания.

Что касается методики преподавания, то, по нашему 
мнению, она должна отличаться от практики, исполь-
зуемой в клинике под руководством наставников. Если 
там используется два основных подхода — наблюдение 
за исследованием и повторение действий наставника 

Рис. 5. Тестовые задания для оценки результатов освоения 
методик исследования.
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на пациенте, то здесь дополнительно можно использо-
вать принцип самостоятельного обучения методом проб 
и ошибок. На наш взгляд, такой подход более комфортен 
для обучающихся (хотя бы вследствие отсутствия времен-
ных ограничений и психологического давления) и может 
давать лучшие практические результаты. Он был реали-
зован нами в процессе обучения в виде самостоятельной 
работы обучающихся на тренажёре по удобному для них 
графику. При необходимости преподаватель давал кон-
сультацию в дистанционном формате с помощью аудио- 
и видеосвязи.

Кроме того, возможен переход от классической схемы 
«один наставник — один стажёр» к системе группового 
обучения на начальном этапе, что более выгодно и с эко-
номической точки зрения. Тренажёр позволил совместить 
во время одного занятия как теоретическую, так и прак-
тическую часть изучаемого материала. Сначала препо-
давателем читалась вводная лекция по той или иной 
теме с демонстрацией на симуляторе, затем полученный 
материал закреплялся во время практической работы 
обучающихся (рис. 6). Такой принцип оказался удобным 
при изучении начальной методики исследования отдель-
ных областей и при подготовке к тестированию. 

Что касается использования виртуального тренажёра 
для контроля знаний при прохождении аттестации ор-
динаторов и аккредитации специалистов, то здесь полу-
чены неоднозначные результаты, дающие возможность 
для дискуссии. В ряде подобных исследований авторами 
делается акцент на положительные стороны такого при-
менения симуляторов, в частности, отсутствие стресса 
у аттестуемых и приближенные к реальности условия 
[8, 15]. Эти данные согласуются с мнением большинства 
обучающихся (95%), которые по результатам опросов 
предпочитали сдавать практические навыки на трена-
жёре, причём эта оценка совпадала на этапах до тести-
рования и после него. Однако, по мнению сотрудников 
кафедры и практических наставников, в таком варианте 

тестирования больше отрицательных моментов, чем по-
ложительных.

ОБСУЖДЕНИЕ
Таким образом, исходя из результатов применения 

виртуального симулятора «Vimedix 3.2», его можно ре-
комендовать для использования на начальном этапе об-
учения по специальности «ультразвуковая диагностика». 
Наш опыт подтверждает полезность интеграции систем 
виртуальной и дополненной реальности в медицинский 
образовательный процесс и в учебные программы по УЗД, 
на что указывают многие авторы [8–10, 15]. С помощью 
тренажёра удобно отрабатывать методику исследования 
тех или иных областей, пользоваться анатомическими 
ориентирами для позиционирования датчика, учиться 
проводить основные измерения в различных режимах, 
включая допплеровские. Однако его использование 
не заменяет, а только дополняет клинический опыт ра-
боты, и на последующих этапах должна проводиться по-
вторная отработка (и коррекция) практических навыков 
при исследовании реальных пациентов под руководством 
наставника. 

Пока относительно мало данных о том, как навыки, 
приобретённые с помощью обучения с применением 
симуляционных технологий, коррелируют с клиниче-
ской эффективностью, а также насколько они окажут-
ся устойчивыми в долгосрочной перспективе [16, 17]. 
Именно поэтому для более точной оценки эффективно-
сти обучения, по нашему мнению, целесообразно прове-
дение практического тестового контроля у выпускников 
через несколько лет после начала самостоятельной ра-
боты. Для этого может использоваться система критериев 
объективной структурированной оценки ультразвуковых 
навыков (OSAUS) [18].

Для эффективного освоения симулятора целесообраз-
но составление отдельной инструкции по работе с ним, 
включающей моменты запуска приложения и руковод-
ство по использованию интерфейса в виде пошаговых 
действий для тех или иных задач. Для самостоятельной 
работы обучающихся оптимально подготовить вводную 
лекцию, знакомящую ординаторов и курсантов с основа-
ми работы ПО тренажёра, а также с демонстрацией его 
возможностей преподавателем. В этом плане полезными 
будут и методические рекомендации по исследованию 
определённых анатомических областей манекена на тре-
нажёре. Для освоения методики исследования отдельных 
областей удобными оказались учебные модули длитель-
ностью 2 академических часа, один — для демонстрации 
материала преподавателем, и один — для самостоятель-
ной работы обучающихся. В связи с разным уровнем под-
готовки обучающихся в области информатики возможно 
использование двух вариантов программы обучения — 
с большим и меньшим временем, посвящённым навыкам 
работы с ПО тренажёра.

Рис. 6. Самостоятельная работа на тренажёре ординатора вто-
рого года обучения.
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В целом, для полноценного освоения возможностей 
симулятора требуется минимум 5–6 занятий с препода-
вателем, распределённых по разным областям исследо-
вания. Они могут включать такие темы, как повторение 
нормальной анатомии, отработка позиционирования, ис-
пользование ультразвуковых режимов, параметры оценки 
органов и др. В дальнейшем может проводиться самосто-
ятельная работа обучающихся в удобное для них время, 
в том числе с дистанционным контролем преподавателя 
для решения возникающих вопросов. Кроме того, вир-
туальный симулятор можно использовать для обучения 
диагностике тех заболеваний, которые не встретились 
при исследовании реальных пациентов в клинике, — 
с помощью базы патологических случаев, заложенных 
в ПО. 

Что касается итоговой оценки знаний, то, по наше-
му мнению, её предпочтительнее проводить на ультра-
звуковых сканерах и реальных пациентах, когда можно 
определить умение аттестуемого ориентироваться в той 
или иной конкретной клинической ситуации. При этом 
оптимальным, хотя и более сложным, представляется 
проведение исследования как у пациентов без пато-
логии, так и с наличием определённого заболевания, 
которое ординатор или курсант должен уметь проде-
монстрировать наставнику и грамотно описать в стан-
дартном протоколе. Позиция ординаторов и курсантов, 
предпочитающих использование симулятора, обуслов-
лена тем, что подготовка к прохождению и выполнение 
самого практического теста протекает психологически 
более комфортно, по сравнению с его выполнением 
в клинике. Она не требует больших временных затрат, 
проводится без привлечения пациентов и использова-
ния клинического оборудования, может быть выполне-
на в любое время самостоятельно, а сами обучающиеся 
не испытывают стресса. 

С точки же зрения преподавателей, подготовка к сда-
че практических навыков сводится преимущественно 
к механическому заучиванию определённых действий. 
Во время тестирования экспертами также оценивается 
в основном выполнение и порядок тех или иных дей-
ствий, но не их качество и результат. Система чек-листов 
и дистанционного наблюдения не позволяет детально 
оценить корректность получаемых испытуемым изобра-
жений, а также давать дополнительные задания в со-
мнительных случаях. Нет возможности оценить работу 
с различными типами телосложения пациентов, оцени-
ваются стандартизированные нормальные анатомиче-
ские изображения в условиях отсутствия дыхательных 
движений, не проводится полипозиционное сканирова-
ние. Однако здесь уже возникают вопросы не столько 
к принципу работы самого тренажёра и его возмож-
ностям, сколько к имеющимся методикам и принципам 
тестирования. 

Если оценивать программно-техническое оснаще-
ние виртуального тренажёра УЗИ «Vimedix 3.2», то оно 

позволяет проводить достаточно полноценную симуляцию 
основных видов исследования, которыми должен овла-
деть специалист в процессе обучения. В связи с этим, 
по нашему мнению, возможно его усовершенствование 
и расширение области применения для обучения таким 
актуальным методикам, как пункции различных органов 
под контролем ультразвука и эхоэндоскопические иссле-
дования органов желудочно-кишечного тракта. 

ЗАКЛЮЧЕНИЕ
Симулятор «Vimedix 3.2» целесообразно использо-

вать на начальном этапе обучения специалистов УЗД 
для отработки методики исследования различных об-
ластей, в том числе при конкретных клинических си-
туациях. Использование тренажёра для проведения 
аттестации и аккредитации на данном этапе, по наше-
му мнению, представляется менее предпочтительным, 
чем тестирование на реальных пациентах в условиях 
клиники. Для полноценного использования симулятора 
рекомендуется разработка и использование в обучении 
дополнительных методических материалов и учебных 
модулей, изменение подходов к освоению практических 
навыков.

Основными преимуществами использования виртуаль-
ного симулятора «Vimedix 3.2» в образовательном про-
цессе являются психологический комфорт работы для об-
учающихся, небольшое время его освоения, возможность 
работы в группе, наличие обширной базы данных пато-
логических случаев, размещение в здании медицинского 
вуза. 

К выявленным недостаткам использования тренажё-
ра относятся невозможность отрабатывать практические 
моменты, касающиеся работы с пациентом, ошибки по-
зиционирования датчика, не всегда удовлетворительное 
качество изображения в режиме CD. Они не являются 
критичными, однако требуют последующей коррекции 
полученных навыков при работе в клинике. 
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АННОТАЦИЯ
Обоснование. Имплантация современных интраокулярных линз позволяет офтальмологам эффективно решать задачи 
хирургической реабилитации пациентов с катарактой. Степень улучшения зрительных функций пациента напрямую 
связана с точностью предоперационного расчёта оптической силы интраокулярных линз. Для расчёта этого показа-
теля используются такие формулы, как SRK II, SRK/T, Hoffer-Q, Holladay II, Haigis, Barrett. Все они хорошо работают 
для «среднего пациента», однако не являются в достаточной степени адекватными на границах диапазонов входных 
переменных.
Цель — изучение возможности использования математических моделей, полученных в результате глубокого обуче-
ния искусственных нейронных сетей, для генерализации данных и прогнозирования оптической силы современных 
интраокулярных линз.
Материалы и методы. Обучение моделей, основанных на искусственных нейронных сетях, проводилось на масштаб-
ных выборках, в том числе на обезличенных данных пациентов офтальмологической клиники. Данные, предостав-
ленные в 2021 году врачом-офтальмологом К.К. Сырых, отражают результаты как предоперационных, так и после-
операционных наблюдений за пациентами. Исходный файл, использованный для построения модели, основанной 
на искусственной нейронной сети, включал 455 записей (26 столбцов входных факторов и один столбец выходного 
фактора) при расчёте интраокулярных линз (дтпр). Для удобного построения моделей использовали программу-симу-
лятор, ранее разработанную авторами.
Результаты. Полученные модели, в отличие от традиционно используемых формул, в гораздо большей степени от-
ражают региональную специфику пациентов. Они также позволяют переобучать и оптимизировать структуру модели 
на основе вновь поступающих данных, что позволяет учитывать нестационарность объекта. Отличительной особенно-
стью таких моделей, основанных на искусственных нейронных сетях, по сравнению с известными формулами, широко 
используемыми в хирургическом лечении катаракты, является возможность учёта значительного числа регистрируе-
мых входных величин. Это позволило снизить среднюю относительную погрешность расчётов оптической силы интра-
окулярных линз с 10–12% до 3,5%.
Заключение. Данное исследование показывает принципиальную возможность генерализации значительного количе-
ства эмпирических данных по расчёту оптической силы интраокулярных линз с использованием глубокого обучения 
моделей искусственных нейронных сетей , которые имеют значительно большее количество входных переменных, чем 
при использовании традиционных формул и методов. Полученные результаты позволяют построить интеллектуальную 
экспертную систему с динамическим поступлением новых данных и поэтапным переобучением моделей.

Ключевые слова: искусственный интеллект; медицинские данные; выборка; машинное обучение; интраокулярные 
линзы.
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Machine-learning technology for predicting intraocular 
lens power: Diagnostic data generalization
Alexander A. Arzamastsev1, 2, Oleg L. Fabrikantov2, Natalia A. Zenkova3, Sergey V. Belikov2

1 Voronezh State University, Voronezh, Russia;
2 The S. Fyodorov Eye Microsurgery Federal State Institution, Tambov, Russia;
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ABSTRACT
BACKGROUND: The implantation of recent intraocular lens (IOLs) allows ophthalmologists to effectively solve the surgical 
rehabilitation problems of patients with cataracts. The degree of improvement in the patient’s visual function is directly 
dependent on the accuracy of the preoperative calculation of the optical IOL power. The most famous formulas used to calculate 
this indicator include SRK II, SRK/T, Hoffer-Q, Holladay II, Haigis, and Barrett. All these work well for an “average patient”; 
however, they are not adequate at the boundaries of input variable ranges.
AIM: To examine the possibility of using mathematical models obtained by deep learning of artificial neural network (ANN) 
models to generalize data and predict the optical power of modern IOLs.
MATERIALS AND METHODS: ANN models were trained on large-scale samples, including depersonalized data for patients in 
the ophthalmology clinic. Data provided in 2021 by ophthalmologist K.K. Syrykh reflect the results of both preoperative and 
postoperative observations of patients. The source file used to build the ANN model included 455 records (26 columns of input 
factors and one column for the output factor) for calculating IOL (diopters). To conveniently build ANN models, a simulator 
program previously developed by the authors was used.
RESULTS: The resulting models, in contrast to the traditionally used formulas, reflect the regional specificity of patients to 
a much greater extent. They also make it possible to retrain and optimize the structure based on newly received data, which 
allows us to consider the nonstationarity of objects. A distinctive feature of such ANN models in comparison with the well-
known formulas SRK II, SRK/T, Hoffer-Q, Holladay II, Haigis, and Barrett, which are widely used in surgical cataract treatment, 
is their ability to consider a significant number of recorded input quantities, which reduces the mean relative error in calculating 
the optical IOL power from 10%–12% to 3.5%.
CONCLUSIONS: This study reveals the fundamental possibility of generalizing a significant amount of empirical data on 
calculating the optical IOL power using training ANN models that have a significantly larger number of input variables than 
those obtained using traditional formulas and methods. The results obtained allow the construction of an intelligent expert 
system with a continuous flow of new data from a source and a step-by-step retraining of ANN models.

Keywords: artificial intelligence; medical data; dataset; machine learning; intraocular lenses.
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将机器学习技术应用于眼内镜片光学倍率的预 
测：诊断数据的归纳 
Alexander A. Arzamastsev1, 2, Oleg L. Fabrikantov2, Natalia A. Zenkova3, Sergey V. Belikov2

1 Voronezh State University, Voronezh, Russia;
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3 Derzhavin Tambov State University, Tambov, Russia

摘要

论证。现代眼内镜片的植入使眼科医生能够有效解决白内障患者的手术康复难题。患者视觉功能的

改善程度与术前计算眼内镜片光学倍率的准确性直接相关。SRK II、SRK/T、Hoffer-Q、Holladay II、 

Haigis、Barrett等公式都被用来计算这一指数。所有这些公式对于“中等症患者”来说都很有效。

但是，在输入变量范围的极端情况下，它们就不够充分。

目的。本研究的目的是探索使用人工神经网络深度学习衍生的数学模型来归纳数据并预测现

代眼内镜片光学倍率的可能性。

材料与方法。基于人工神经网络的模型训练是在大规模样本上进行的，包括来自眼科诊所患

者的匿名数据。这些数据由眼科医生K.K.谢雷赫于2021年提供。这些数据反映了患者术前和

术后的观察结果。用于建立基于人工神经网络模型的源文件包括455条记录（26列输入因子

和1列输出因子），被用于计算眼内镜片（屈光度）。为了方便地建立模型，使用了先前开

发的一个模拟程序。

结果。与传统的公式相比，所获得的模型更能反映患者的区域特性。它们还可以根据新获得

的数据重新训练和优化模型结构。这样就有可能考虑到对象的非稳定性。与白内障手术中广

泛使用的已知公式相比，这种基于人工神经网络模型的一个显著特点是可以考虑大量记录的

输入值。这使得计算眼内镜片光学倍率的平均相对误差可以从10-12%降低到3.5%。

结论。本项研究表明，使用人工神经网络模型的深度学习来归纳大量经验数据来计算人工晶

状体的光学强度是基本可行的。与使用传统公式和方法相比，这种网络的输入变量数量要大

得多。所得结果使得构建新数据动态输入、模型逐步再训练的智能专家系统成为可能。

关键词：人工智能；医疗数据；样本；机器学习；眼内镜片。
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ОБОСНОВАНИЕ
Имплантация современных интраокулярных линз 

(ИОЛ) позволяет офтальмологам эффективно решать 
задачи хирургической реабилитации пациентов с ката-
рактой. Однако степень улучшения зрительных функций 
пациента напрямую связана с точностью предоперацион-
ного расчёта оптической силы ИОЛ. В связи с этим в оф-
тальмологии используются различные формулы для рас-
чёта этого показателя. К наиболее известным относятся 
формулы SRK II, SRK/T, Hoffer-Q, Holladay II, Haigis, Barrett 
[1–7]. Все они хорошо работают для «среднего пациен-
та», но не являются в достаточной степени адекватными 
на границах диапазонов входных переменных. Есть у них 
и другие недостатки: во-первых, они не учитывают неста-
ционарность объектов и не позволяют менять настройки 
при вводе новых эмпирических данных, как, например, 
при локализации модели; во-вторых, количество учиты-
ваемых входных факторов оказывается явно недостаточ-
ным. Эти обстоятельства приводят к множеству локаль-
ных поправок к приведённым формулам и их постоянной 
адаптации [2, 8].

Одна из первых формул для расчёта оптической силы 
ИОЛ, основанная на законах оптики и данных схемати-
ческого глаза, принадлежит выдающемуся российскому 
офтальмологу С.Н. Фёдорову (1967) [1, 2]. В последую-
щие годы, вплоть до настоящего времени, наиболее часто 
для расчёта оптической силы ИОЛ в офтальмологической 
практике использовались формулы SRK/T, SRK II, Hoffer-Q, 
Holladay II, Haigis и Barrett [3–7]. Самые ранние формулы 
для расчёта оптической силы ИОЛ за рубежом появились 
в конце 1970-х — начале 1980-х гг. Они были либо те-
оретическими, либо регрессионными. В предпочтениях 
хирургов преобладали регрессионные формулы, одна 
из самых успешных — SRK, разработанная D.R. Sanders, 
J.A. Retzlaff и M.C. Kraff [3–5].

В настоящее время наблюдается беспрецедентное 
развитие систем искусственного интеллекта на основе 
искусственных нейронных сетей (ИНС), которые путём 
глубокого обучения с использованием значительных 
по объёмам массивов эмпирических данных позволяют 
строить адекватные модели практически в любой пред-
метной области, в том числе в биологии и медицине 
[9–12]. Кроме того, современные офтальмологические 
центры за последние десятилетия создали хранилища 
данных о пациентах, включающие десятки и сотни тысяч 
записей оцифрованных показателей.

В этой ситуации можно предполагать, что радикаль-
ным методом решения проблемы предоперационного 
расчёта ИОЛ стало бы построение интеллектуальной экс-
пертной системы, ядром которой была бы математиче-
ская модель, построенная с помощью ИНС (ИНС-модель). 
Такая модель могла бы обучаться на основе поступа-
ющих из хранилища данных, что позволило бы учесть 
значительно большее число значимых входных факторов 

и региональную специфику пациентов, по сравнению 
с известными формулами. Поэтапное переучивание ИНС-
модели на вновь поступающих из хранилища данных, 
а при необходимости и модификация её структуры обе-
спечили бы её адаптивность и сняли проблему учёта не-
стационарности объекта и локализации модели.

Первым этапом построения такой интеллектуальной 
экспертной системы является решение принципиального 
вопроса о генерализации (возможности обобщения) эм-
пирических данных значительного числа пациентов с по-
мощью ИНС-модели, выявление значимых наблюдаемых 
входных факторов и сравнение адекватности такой моде-
ли с известными формулами [1–7].

ЦЕЛИ
Изучить возможности генерализации значительного 

количества эмпирических данных по расчёту ИОЛ, полу-
ченных в одном из офтальмологических центров России 
в результате лечения пациентов, с использованием глу-
бокого обучения ИНС-моделей; выявить наиболее значи-
мые наблюдаемые входные факторы, оказывающие су-
щественное влияние на погрешность предоперационного 
расчёта ИОЛ; сравнить погрешности расчётов по ИНС-
моделям с известными формулами.

Погрешности расчёта оптической силы 
интраокулярных линз 

Ранее мы сравнивали погрешности в использовании 
некоторых формул на основе значительного количества 
эмпирических данных, предоставленных в обезличенном 
виде Тамбовским филиалом Федерального государствен-
ного автономного учреждения «Национальный медицин-
ский исследовательский центр “Межотраслевой научно-
технический комплекс «Микрохирургия глаза» имени 
академика С.Н. Фёдорова”» Министерства здравоохране-
ния Российской Федерации [13]. Исходные данные были 
получены в конце 2014 года. Первоначальное количество 
записей составило 28 940. Каждая запись содержала сле-
дующие параметры: 

 • анонимный номер пациента;
 • дата операции;
 • торговая марка и оптическая сила имплантирован-

ной ИОЛ;
 • возраст пациента;
 • длина глаза;
 • требуемая оптическая сила ИОЛ для коррекции 

аномалий рефракции и астигматизма (сфера и ци-
линдр); 

 • дополнительная информация, связанная с положе-
нием ИОЛ в глазу. 

Количество обработанных записей составило 11 701. 
При этом 17 239 записей не были обработаны в связи 
с отсутствием параметров линзы или некорректностью 
данных в полях.
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Формулы Haigis, Holladay, SRK II и SRK/T рассматри-
вались как наиболее близкие к эмпирическим данным. 

Значения средних относительных погрешностей 
при расчёте ИОЛ представлены в табл. 1. На рис. 1 по-
казана корреляционная зависимость требуемой и рас-
считанной оптической силы ИОЛ по данным формулам. 
При вычислении средней оптической силы ИОЛ все фор-
мулы дают результаты, близкие к требуемым, однако 
при крайних значениях наблюдается значительный раз-
брос относительно требуемых величин.

Так, существенное расхождение значений наблюдает-
ся в угле наклона зависимости относительно диагонали, 
соответствующей точным расчётам (рис. 1, a, b, d). Во всех 
исследованных формулах в качестве входных величин ис-
пользуются три параметра: длина глаза в мм (L), среднее 
арифметическое меридианов в мм (K) и глубина передней 

камеры как параметр линзы. Это обстоятельство неиз-
бежно предполагает наличие других факторов (возмож-
но, ненаблюдаемых). Их воздействие на оптическую силу 
ИОЛ обусловило перечисленные особенности расчётов.

Таблица 1. Сравнение погрешностей расчёта оптической силы 
интраокулярных линз, полученных при использовании различ-
ных формул

Формула
Средняя относительная 

погрешность расчёта 
интраокулярных линз, %

Формула Haigis 15,6

Формула Holladay 13,4

Формула SRK II 11,7

Формула SRK/T 12,5

Рис. 1. Корреляционная зависимость требуемой оптической силы интраокулярных линз (по горизонтальной оси) и их рассчитанной 
оптической силы (по вертикальной оси согласно формулам) для 11 701 пациента: а — Haigis; b — Holladay; c — SRK II; d — SRK/T. 
ИОЛ — интраокулярные линзы. Коэффициенты корреляции представлены на графиках.
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В том же исследовании [13] мы представили опти-
мизированную регрессионную формулу, полученную пу-
тём минимизации средней квадратичной погрешности 
с помощью методов нелинейного программирования 
для 11 701 пациента. Нам удалось снизить среднюю от-
носительную погрешность до 10,6% за счёт введения чет-
вёртой переменной. Это означает, что нужно учитывать 
дополнительные входные переменные и, в идеале, всю 
необходимую информацию о пациенте. В этом случае оп-
тимальным инструментом для прогнозирования оптиче-
ской силы ИОЛ будет использование ИНС-моделей.

Наиболее близким к нашей работе является исследо-
вание T. Yamauchi и соавт. [14], направленное на описание 
использования машинного обучения для прогнозирования 
послеоперационной рефракции при удалении катаракты 
и сравнения точности модели с традиционными фор-
мулами при расчёте оптической силы ИОЛ. Обучающая 
выборка включала данные 2010 пациентов (3331 глаза). 
Коэффициенты модели оптимизировались с помощью 
обучения по данным. Затем возникновение послеопера-
ционной рефракции авторы прогнозировали с использо-
ванием общепринятых формул: SRK/T, Haigis, Holladay II, 
Hoffer-Q и Barrett Universal II formula (BU-II). Абсолютные 
погрешности некоторых методов машинного обучения 
были ниже, чем при вычислении по формулам. Однако 
статистически значимой разницы не наблюдалось.

Полученные результаты являются, на наш взгляд, 
ожидаемыми, так как авторы не использовали допол-
нительных входных параметров, а машинное обучение 
и метод наименьших квадратов, обычно используемый 

при параметрической идентификации формул, как прави-
ло, приводят к сопоставимым результатам. В настоящем 
исследовании мы анализируем возможности использова-
ния ИНС-моделей для прогнозирования оптической силы 
ИОЛ с использованием гораздо большего числа входных 
параметров.

Работа над расчётами ИОЛ продолжается в связи с:
 • необходимостью уменьшения погрешностей;
 • появлением данных о новых факторах, которые не 

учитывались в предыдущих расчётах (ранее учиты-
вались только 4 входных фактора по сравнению с 
нынешними 26);

 • желанием разработать адаптивную модель расчёта 
ИОЛ, которая могла бы учитывать возможную не-
стационарность при поступлении новых данных;

 • стремлением создать экспертную систему с дина-
мическим поступлением данных и её поэтапным 
обучением с использованием ИНС-моделей.

МАТЕРИАЛЫ И МЕТОДЫ
В 2021 году офтальмолог К.К. Сырых представил пер-

вичные данные в виде обезличенных результатов предопе-
рационных и послеоперационных обследований пациентов. 
Исходный файл данных, использованный для построения 
ИНС-модели, включал 455 записей: 26 столбцов входных 
факторов и один столбец — выходной фактор — расчёт 
ИОЛ (дптр). Для удобства работы входные параметры обо-
значены через x1–x26, выходной параметр — через Y. Вход-
ные переменные представлены в табл. 2.

Таблица 2. Входные параметры для построения модели, основанной на искусственной нейронной сети

Параметр Значение Параметр Значение
x1 пол x14 длина глаза (оптическая биометрия, мм)
x2 острота зрения без коррекции до операции x15 острота зрения без коррекции после операции

x3
сферический компонент рефракции по данным 
визометрии до операции x16

сферический компонент рефракции по данным 
визометрии после операции

x4
цилиндрический компонент рефракции 
по данным визометрии до операции x17

цилиндрический компонент рефракции 
по данным визометрии после операции

x5
ось цилиндра по данным визометрии 
до операции x18

ось цилиндра по данным визометрии после 
операции

x6 острота зрения с коррекцией до операции x19 острота зрения с коррекцией после операции
x7 ось сильного меридиана роговицы до операции x20 ось сильного меридиана роговицы после операции

x8
рефракция сильного меридиана роговицы 
до операции x21

рефракция сильного меридиана роговицы после 
операции

x9 ось слабого меридиана роговицы до операции x22 ось слабого меридиана роговицы после операции

x10
рефракция слабого меридиана роговицы 
до операции x23

рефракция слабого меридиана роговицы после 
операции

x11
сферический компонент рефракции по данным 
рефрактометрии до операции x24

сферический компонент рефракции по данным 
рефрактометрии после операции

x12
цилиндрический компонент рефракции 
по данным рефрактометрии до операции x25

цилиндрический компонент рефракции 
по данным рефрактометрии после операции

x13
ось цилиндра по данным рефрактометрии 
до операции x26

ось цилиндра по данным рефрактометрии после 
операции
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Для удобства построения ИНС-моделей использовалась 
программа-симулятор, ранее разработанная авторами [15].

РЕЗУЛЬТАТЫ 
Одним из наиболее сложных вопросов при разработ-

ке ИНС-моделей является принятие гипотезы о структуре 
(архитектуре) сети.

Известно, что при использовании теорем А.Н. Колмо-
горова [16, 17] часто получается структура ИНС-модели, 
являющейся избыточной. Как правило, такая модель хо-
рошо представляет выходную переменную в узловых точ-
ках, но обладает слабой прогностической способностью.

В работе [18] мы предложили конструктивный алго-
ритм, позволяющий увеличивать количество нейронов 
в скрытом слое и число скрытых слоёв до достижения 
определённых условий. При этом используются линейные, 
квадратичные, кубические и другие передаточные функ-
ции нейронов, а не общепринятые сигмоидальные. Наш 
подход основан на разложении функции нескольких пе-
ременных в ряд Тейлора (1)–(2). При разложении функции 
большого числа переменных необходимо сначала ввести 
дифференциальный оператор:

  

(1)

Разложение функции в ряд 
Тейлора имеет следующий вид:  

 

(2)

Такой подход позволяет получать нейронные сети 
с относительно простой архитектурой, обладающие хо-
рошими аппроксимирующими (генерализующими) и про-
гностическими способностями.

ИНС-модель, построенная в соответствии с формула-
ми (1) и (2), имеет 4 слоя:
1) слой входных нейронов;
2) функциональный скрытый слой, соответствующий не-

скольким членам ряда Тейлора;
3) суммирующий скрытый слой;
4) выходной слой. 

Функциональный скрытый слой содержит нейроны 
с передаточными функциями, соответствующими членам 

ряда Тейлора: линейными (первый порядок), квадратич-
ными (второй порядок) и кубическими (третий порядок). 
Суммирующий скрытый слой содержит один линейный 
нейрон, его основная функция — вычисление суммы не-
скольких членов ряда и прибавление к ним постоянного 
значения. Такая архитектура позволила добиться прием-
лемой точности ИНС-модели.

В качестве функции потерь использовали сумму ква-
дратов отклонений модельных и эмпирических значений.

При обучении моделей на основе эмпирических дан-
ных были выбраны следующие методы оптимизации: 
метод стохастического градиента, простой градиентный 
метод и безградиентные методы покоординатного спуска 
Гаусса–Зейделя и Монте-Карло, которые использовались 
в интерактивном режиме.

Обучение ИНС-модели на основе данных по ИОЛ на-
чали с сети, представляющей собой 26 входных нейро-
нов и один линейный нейрон в скрытом слое. Такая кон-
струкция соответствовала свободному и первому членам 
в формулах (1) и (2). Учитывая рекомендации предыдущих 
исследований [8–11], процесс обучения модели проводи-
ли на 70% всей выборки, прогностическую способность 
ИНС-модели оценивали на оставшихся 30% выборки. 
Данные для обучения и проверки адекватности модели 
выбирали из общей таблицы в произвольном порядке 
с равномерным распределением случайных величин.

Результаты обучения этой простой модели показаны 
на рис. 2. Истинную оптическую силу данного типа ИОЛ 
для получения эмметропии в каждом случае определя-
ли как сумму оптической силы имплантированной ИОЛ 

Рис. 2. Корреляция расчётных (Ymod) и эмпирических дан-
ных (Ytab) для модели первого порядка. Коэффициент парной 
корреляции — 0,84; средняя относительная погрешность — 
11,9%.
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и результирующей рефракционной погрешности. Погреш-
ность рефракции рассчитывали с помощью ретроспектив-
ного анализа в период от 1 до 6 месяцев после операции.

По уровню средней относительной погрешности полу-
ченные результаты сопоставимы с классическими фор-
мулами, однако в данном случае для прогнозирования 
оптической силы ИОЛ мы использовали линейную функ-
цию 26 переменных. При этом коэффициент парной кор-
реляции расчётных и эмпирических данных составил 0,71, 
а средняя относительная погрешность — 11,9%.

Коэффициенты синаптических связей для каналов 
линейной модели представляют собой чувствительность 
каналов, значения которых могут быть использованы 
для оценки степени их влияния на выходную переменную. 
Численные эксперименты показали, что не менее 12–15 
входных факторов (доступных офтальмологу) существен-
но влияют на предоперационные расчёты оптической 
силы ИОЛ. Следовательно, наши предположения отно-
сительно необходимости учёта большего числа входных 
величин для снижения погрешности расчёта полностью 
подтвердились. Ясно также, что значительные погрешно-
сти классических формул [3–7] тоже могут быть связаны 
с наличием большего числа входных факторов, которые 
в этих формулах являются ненаблюдаемыми.

Значения некоторых факторов (например, x16, x21, x23 
и x24) становятся известны только после операции. Одна-
ко они хорошо коррелируют с аналогичными факторами 
до операции, их значения поэтому хорошо предсказуемы.

Следуя нашему алгоритму [18], мы изменили структуру 
ИНС-модели таким образом, чтобы наряду с линейным 

нейроном в скрытом слое присутствовал и квадратичный 
нейрон. Обучение такой ИНС-модели аналогичными чис-
ленными методами нелинейного программирования по-
зволило снизить среднюю относительную погрешность 
до 5%. Таким образом, предыдущие результаты удалось 
улучшить в 2 раза. При этом коэффициент парной корре-
ляции составил 0,97, а средняя относительная погреш-
ность — 4,8% (рис. 3).

Следуя указанной логике, мы также построили ИНС-
модель третьего порядка, содержащую в скрытом слое 
нейроны с линейной, квадратичной и кубической пере-
даточными функциями. Обучение такой ИНС-модели ана-
логичными численными методами нелинейного програм-
мирования позволило снизить среднюю относительную 
погрешность до уровня 3,5%, при коэффициенте парной 
корреляции 0,98 (рис. 4).

Необходимо отметить, что число степеней свободы 
данной ИНС-модели, равное количеству синаптических 
связей (26×3+3=81), существенно меньше, чем количе-
ство записей в обучающей выборке. Это обстоятельство 
указывает на хорошую генерализуемость эмпирических 
данных по расчёту оптической силы ИОЛ с использова-
нием ИНС-моделей.

В табл. 3 приведены результаты сравнения различ-
ных методов расчёта оптической силы ИОЛ. Таким об-
разом, при использовании ИНС-моделей и значительно 
большего числа входных переменных средняя отно-
сительная погрешность расчётов может быть снижена 
более чем в два раза по сравнению с традиционными 
методами.

Рис. 3. Корреляция расчётных (Ymod) и эмпирических данных 
(Ytab) модели второго порядка. Коэффициент парной корреля-
ции — 0,97; средняя относительная погрешность — 4,8%.

Рис. 4. Корреляция  расчётных (Ymod) и эмпирических данных 
(Ytab) для модели третьего порядка. Коэффициент парной кор-
реляции — 0,98; средняя относительная погрешность — 3,5%.
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ОБСУЖДЕНИЕ
Следующим этапом исследований в этом направлении 

должен быть сбор значительно большего числа обезли-
ченных данных пред- и послеоперационного обследо-
вания пациентов, так как методы глубокого машинного 
обучения нуждаются в существенных по объёму обуча-
ющих выборках, после чего модели должны проходить 
процедуру валидации на тестовых выборках [11–14]. Если 
в системе имеются ещё и гиперпараметры (параметры, 
которые должны быть заданы «сверху», и от удачного 
введения которых существенно зависит решение зада-
чи), то должна использоваться и третья, дополнительная 
проверочная выборка данных. Наличие таких данных по-
зволит построить интеллектуальную экспертную систему 
предоперационного расчёта ИОЛ. Некоторые принципы 
построения такой системы мы уже описывали [19].

ЗАКЛЮЧЕНИЕ
Показана принципиальная возможность генерали-

зации значительного количества эмпирических данных 
по расчёту оптической силы ИОЛ с использованием глу-
бокого обучения ИНС-моделей, имеющих значительно 
большее количество входных переменных, чем при ис-
пользовании традиционных формул и методов. Выявле-
ние наиболее значимых наблюдаемых факторов, оказы-
вающих существенное влияние на целевой показатель, 
и их включение в ИНС-модель позволяют снизить по-
грешность расчётов более чем в 2 раза. Способность мо-
делей на основе ИНС к хорошей генерализации данных 
открывает возможности создания интеллектуальной экс-
пертной системы с динамическим поступлением новых 
данных и поэтапным глубоким машинным обучением 
интеллектуального ядра. Основной особенностью такой 
системы по сравнению с использованием традиционных 
формул расчёта является её адаптивность, позволяющая 
решать проблемы нестационарности объекта и локали-
зации вследствие наличия в ней обратной связи. В на-
стоящее время разработанная ИНС-модель используется 

в режиме ассистента офтальмолога в сочетании с другими 
инструментами для предоперационного расчёта оптиче-
ской силы ИОЛ.
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Таблица 3. Результаты сравнения средних относительных погрешностей расчётов оптической силы интраокулярных линз и коэф-
фициентов корреляции расчётных и эмпирических данных для различных методов

Формула или ИНС-модель Средняя относительная 
погрешность, %

Коэффициент корреляции расчётных 
и эмпирических данных

Формула Haigis 15,6 0,85

Формула Holladay 13,4 0,86

Формула SRK II 11,7 0,86

Формула SRK/T 12,5 0,86

Линейная ИНС-модель 11,9 0,84

Нелинейная ИНС-модель второго порядка 4,8 0,98

Нелинейная ИНС-модель третьего порядка 3,5 0,99

Примечание. ИНС — искусственная нейронная сеть.
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Технологии машинного обучения и искусственной 
нейронной сети в классификации 
посткератотомической деформации роговицы 
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АННОТАЦИЯ
Обоснование. Тщательный анализ как оптических, так и анатомических свойств роговицы у пациентов после пере-
несённой передней радиальной кератотомии приобретает особое значение в выборе оптической силы интраокулярной 
линзы при хирургическом лечении катаракты и других видах оптической коррекции. Вариабельность клинической кар-
тины посткератотомической деформации определяет необходимость разработки её классификации и является важной 
задачей современной офтальмологии.
Цель — разработать автоматизированную систему классификации посткератотомической деформации роговицы с ис-
пользованием машинного обучения и искусственной нейронной сети на основе анализа численных значений топогра-
фических карт роговицы.
Материалы и методы. В качестве материала использовались обезличенные результаты анализа медицинской доку-
ментации 250 пациентов в возрасте от 46 до 76 лет (средний возраст — 59,63±5,95 года). Проведён анализ 500 карт 
рельеф-топографии передней и задней поверхностей роговицы и 3 этапа машинного обучения классификации пост-
кератотомической деформации.
Результаты. I этап — анализ рельеф-топографии передней и задней поверхностей роговицы — позволил зафиксиро-
вать численные значения элевации передней и задней поверхности роговицы в трёх кольцевидных зонах. На II этапе 
в ходе глубокого машинного обучения была выбрана и создана нейросеть прямого распространения. Установлены 
8 вспомогательных параметров, описывающих форму передней и задней поверхностей роговицы. III этап сопрово-
ждался получением алгоритмов классификации посткератотомической деформации роговицы в зависимости от соот-
ношения тестовой и обучающей выборок, которое варьировало от 75 до 91%.
Заключение. Разработана искусственная нейронная сеть, успешно решающая задачу классификации типов посткера-
тотомической деформации роговицы с точностью 91%. Установлен потенциал для дальнейшего улучшения качества 
обучения данной нейронной сети. Применение алгоритмов искусственной нейронной сети может стать полезным ин-
струментом автоматической классификации посткератотомической деформации роговицы у пациентов, перенёсших 
ранее радиальную кератотомию.

Ключевые слова: передняя радиальная кератотомия; искусственный интеллект; машинное обучение; рельеф-
топография роговицы.
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corneal deformity
Ekaterina K. Tsyrenzhapova1, Olga I. Rozanova1, Tatiana N. Iureva1, 2, 3, Andrey A. Ivanov1, 
Ivan S. Rozanov4

1 The S. Fyodorov Eye Microsurgery Federal State Institution, Irkutsk, Russia;
2 Irkutsk State Medical University, Irkutsk, Russia;
3 Russian Medical Academy of Continuous Professional Education, Irkutsk, Russia;
4 LLC Transneft Technology, Irkutsk, Russia 

ABSTRACT
BACKGROUND: A thorough analysis of both optical and anatomical properties of the cornea in patients after anterior radial 
keratotomy is important in choosing the optical power of an intraocular lens in the surgical treatment of cataracts and other 
types of optical correction. Improving the classification of postkeratotomic corneal deformity is crucial in modern ophthalmology 
due to its diverse clinical presentation.
AIM: To develop an automated classification system for postkeratotomic corneal deformity using machine learning and artificial 
neural networks based on the analysis of topographic maps of the cornea.
MATERIALS AND METHODS: Depersonalized data from medical records of 250 patients aged 46–76 (mean, 59.63±5.95) years 
were analyzed. Moreover, 500 topographic maps of the anterior and posterior surfaces of the cornea were analyzed, and three 
stages of machine learning for postkeratotomic corneal deformity classification were performed.
RESULTS: Stage I, which involved topography analysis of the anterior and posterior surfaces of the cornea, allowed for the 
measurement of anterior and posterior corneal elevation in three ring-shaped zones. At stage II, a direct distribution neural 
network was selected and created during deep machine learning. Eight auxiliary parameters describing the shape of the 
anterior and posterior surfaces of the cornea were established. In Stage III, classification algorithms for postkeratotomic 
corneal deformity were developed based on the test-to-training sample ratio, which ranged from 75% to 91%.
CONCLUSION: The proposed artificial neural network classifies of postkeratotomic corneal deformity types with an accuracy 
of 91%. The potential for further improving the training quality of this artificial neural network has been established. Neural 
network algorithms can become a useful tool for the automatic classification of postkeratotomic corneal deformity in patients 
after radial keratotomy.

Keywords: anterior radial keratotomy; artificial intelligence; machine learning; corneal topography.
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摘要

论证。对前放射状角膜切开术后患者角膜的光学和解剖特性进行仔细分析。这对于选择用于

白内障手术和其他类型光学矫正的眼内镜片的光学倍率具有特殊意义。角膜切开术后畸形临

床表现的多变性决定了有必要对其进行分类，这也是现代眼科学的一项重要任务。

目的。本研究旨在利用机器学习和人工神经网络开发角膜切开术后角膜畸形自动分类系统。

该分类系统的开发基于对角膜图形数值的分析。

材料与方法。以250名患者的匿名病历分析结果为材料。患者年龄在46至76岁之间（平均年

龄为59.63±5.95岁）。对500张角膜前后表面的图形，对角膜切开术后畸形分类进行了3个

阶段的机器学习。

结果。第一阶段是分析角膜前后表面的图形。通过分析记录了角膜前后表面在三个环形区域

的隆起数值。在第二阶段，通过深度机器学习选择并建立了一个前馈神经网络，确定了八个

辅助参数。这些参数描述了角膜前后表面的形态。在第三阶段根据测试样本和训练样本的比

例，获得了角膜切开术后角膜畸形的分类算法，该比例为75%至91%。 

结论。开发了一个人工神经网络。成功解决了角膜切开术后角膜畸形类型的分类问题，准确

率高达91%。该神经网络的训练质量还有进一步提高的潜力。人工神经网络算法的应用可以

成为对曾接受过放射状角膜切开术的患者进行角膜切开术后角膜畸形自动分类的有用工具。

关键词：前放射状角膜切开术；人工智能；机器学习；角膜图形。
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ОБОСНОВАНИЕ
Расширение спектра офтальмологических исследо-

ваний в диагностике глазных заболеваний значительно 
увеличивает нагрузку на здравоохранение, в частно-
сти — на офтальмологические клиники. В то же время 
такие технологии, как глубокое машинное обучение и ис-
кусственные нейронные сети (ИНС), позволяют автома-
тизировать процесс анализа полученных результатов, 
увеличивая точность и скорость обнаружения патологии 
и облегчая процесс принятия решений в деятельности 
врача. В диагностике глазных заболеваний наиболее ярко 
представлены модели машинного обучения при оценке 
изображений глазного дна, помутнений хрусталика, из-
менения зрительного нерва при глаукоме, данных тоно-
метрии. Кроме того, машинное обучение и искусственный 
интеллект широко применяется в качестве метода диа-
гностики изменений роговицы. В исследованиях патоло-
гии роговицы большое внимание уделяется диагностике 
кератоконуса [1–6]. Особенно хорошо справляются с за-
дачами распознавания образов и классификации изобра-
жений свёрточные нейронные сети (convolutional neural 
networks), что делает эти алгоритмы разумным выбором 
для автоматического анализа изображений Шаймпфлюг-
камеры с цветовой кодировкой [7]. V.A. Dos Santos и со-
авт. разработали и обучили нейронную сеть CorneaNet 
(Австрия) для сегментации изображений, полученных 
при проведении оптической когерентной томографии 
роговицы [8]. Тайваньские учёные B.I. Kuo и соавт. ре-
троспективно оценили результаты топографии роговицы 
для разработки алгоритма глубокого машинного обуче-
ния в диагностике кератоконуса [9]. Работа С. Shi и со-
авт. показала превосходную эффективность при диффе-
ренциальной диагностике субклинического кератоконуса 
и нормальной роговицы с использованием машинного об-
учения в сочетании с изображениями Шаймпфлюг-каме-
ры и оптической когерентной томографии сверхвысокого 
разрешения [10]. В ряде недавних исследований была 
показана эффективность методов применения свёрточ-
ных нейронных сетей для автоматического определения 
дистрофии Фукса в алгоритме классификации снимков 
эндотелия роговицы [11]. 

Вместе с тем в настоящее время отмечается неуклон-
ный прирост пациентов с возрастной катарактой и близору-
костью, по поводу которой ранее была выполнена передняя 
радиальная кератотомия (ПРК). Следует отметить, что ПРК 
стала первой массово проводимой рефракционной опера-
цией и решила в своё время важную проблему коррекции 
близорукости у большого числа пациентов в мире. Извест-
но, что рефракционный эффект ПРК основан на изменении 
оптической силы роговицы вследствие изменения конфи-
гурации её центральной области, что происходит из-за ло-
кального ослабления биомеханических свойств роговицы 
в местах нанесения радиальных дозированных надрезов 
под действием сил внутриглазного давления. На этапе 

разработки ПРК предполагалось, что она приведёт к рав-
номерному уплощению обеих поверхностей роговицы, со-
храняя соотношение радиусов кривизны их окружностей. 
Однако на характер деформации роговицы оказывают вли-
яние исходные параметры глаза (биомеханические свой-
ства роговицы, степень миопии, уровень внутриглазного 
давления), хирургические факторы (количество, глубина 
и длина разрезов, качество выполнения операции), а также 
индивидуальные особенности регенеративных процессов 
и рубцевания, возраст пациента на момент хирургического 
вмешательства, образ жизни пациента, процессы старе-
ния и т.д. Именно поэтому в отдалённом периоде после 
ПРК роговица имеет значительные деформационные из-
менения, что на момент планирования хирургии катаракты 
с имплантацией интраокулярной линзы приобретает особое 
значение. 

Погрешности в анализе оптических свойств рогови-
цы на дооперационном этапе у пациентов с ранее хи-
рургически модифицированной роговицей могут иметь 
фатальные последствия в виде рефракционных ошибок 
и недостаточного качества зрения после операции по по-
воду катаракты. Именно поэтому тщательный анализ кор-
неального рельефа у пациентов после ПРК, разработка 
классификационных критериев посткератотомической 
деформации роговицы (ПКДР) и создание автоматизиро-
ванной системы её классификации может стать основой 
для персонализированного подхода к хирургии катаракты 
и повышения точности расчёта оптической силы интрао-
кулярной линзы у данной категории пациентов.

ЦЕЛЬ 
Разработать автоматизированную систему класси-

фикации ПКДР с использованием машинного обучения 
и ИНС на основе анализа численных значений топогра-
фических карт роговицы.

МАТЕРИАЛЫ И МЕТОДЫ
В качестве материала для анализа использовались 

обезличенные результаты медицинской документации 
250 пациентов в возрасте от 46 до 76 лет (средний воз-
раст — 59,63±5,95 года), обратившихся в Иркутский 
филиал Федерального государственного автономного 
учреждения «Национальный медицинский исследова-
тельский центр “Межотраслевой научно-технический ком-
плекс "Микрохирургия глаза" имени академика С.Н. Фё-
дорова”» Министерства здравоохранения Российской 
Федерации в период 2020–2023 гг. Всем пациентам по-
мимо стандартного офтальмологического обследования 
была проведена рельеф-кератотопография на аппарате 
Pentacam HR (Oculus, Германия). В качестве характери-
стик оптических свойств роговицы были зафиксированы 
38 параметров элевации передней и задней корнеальных 
поверхностей и 12 параметров, отражающих толщину 

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ

https://doi.org/10.17816/DD624022


68
Digital DiagnosticsVol. 5 (1) 2024

Вторичные параметры
(12 параметров)

Корреляционный
фильтр

Новые вторичные параметры
(4 параметра)

Регрессионные оценки передней
стороны роговицы (передняя форма)

Регрессионные оценки задней
стороны роговицы (задняя форма)

[0,55; 0,12; 0,42; 0,15]

[0,25; 0,87; 0,15; 0,67]

Регрессионный 
модуль

(обученный
заранее)

Первичные 
данные 

из датасета 
(38

параметров)

Незамкнутое
кольцо

Незамкнутое кольцо либо
замкнутое кольцо

Замкнутое
кольцо

Иррегулярная
роговица

Входной слой искусственной 
нейронной сети

Искусственная
нейронная сеть

роговицы, силу преломления, значения астигматизма, 
асферичности. Исследование проводилось в 3 этапа. 

I этап — анализ рельеф-топографии передней 
и задней поверхностей роговицы

В набор данных были включены по 19 численных зна-
чений элевации как передней, так и задней поверхности 
роговицы из 500 рельеф-топографических карт (дисплей 
Pentacam 4 maps refractive). Были зафиксированы данные 
элевации в трёх кольцевидных зонах: в центре, в 4 точках 
парацентральной зоны и в 14 точках периферической зоны, 
расположенных на линии окружности диаметром 6 мм. Ис-
следование проводилось начиная с точки, расположенной 
на 90 градусах, и далее, двигаясь по часовой стрелке. Схе-
матичное расположение топографических точек на элева-
ционной карте роговицы представлено на рис. 1.

II этап — архитектура глубокого обучения 
и визуализация

Процессы обучения и тестирования разработан-
ной архитектуры выполнялись на персональном ком-
пьютере со следующим программным и аппаратным 

Рис. 1. Контрольные точки поверхности роговицы: a — центр роговицы; b — парацентральная зона; c — периферическая зона, 
диаметром 6 мм.

a b c

обеспечением: операционная система Windows 10, про-
цессор AMD Ryzen™ 7 2700E, 16GB RAM. Следует отметить, 
что графический процессор не использовался для обу-
чения моделей, все необходимые для этого вычисления 
производились на центральном процессоре. Для програм-
мирования использовался язык Python 3.10 с дистрибути-
вом Anaconda, в частности библиотека tf.keras 2.12.0. Ис-
пользована реализация спецификации Keras API в рамках 
фреймворка TensorFlow версии 2.0. 

Набор данных включал в себя ключевой параметр «тип», 
описывающий элевацию передней и задней поверхностей 
роговицы пациента. На основании рельеф-топографии был 
определён тип ПКДР. В зависимости от элевационного пат-
терна передней и задней корнеальных поверхностей всего 
было выделено 6 типов (табл. 1) [14]. 

На данной стадии работы была проведена опти-
мизация набора данных — исследована природа всех 
параметров с помощью корреляционного и регрессион-
ного анализа, по результатам которых были исключены 
малоинформативные признаки (рис. 2). Параметр «тип» 
использовался исключительно для проверки обучения 
нейросети и не использовался как входной параметр. 

Рис. 2. Процесс обработки набора данных.
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Таблица 1. Классификационные типы посткератотомической деформации роговицы в зависимости от элевационного паттерна 
передней и задней корнеальных поверхностей

Тип 
деформации

Паттерн элевации передней поверхности 
роговицы

Паттерн элевации задней поверхности 
роговицы

1

Незамкнутое кольцо* Незамкнутое кольцо*

 

2

Замкнутое кольцо* Незамкнутое кольцо*

3

Замкнутое кольцо* Замкнутое кольцо*

4

Незамкнутое кольцо* Замкнутое кольцо*

5

Иррегулярный Иррегулярны

6

Незамкнутое кольцо либо замкнутое кольцо* Иррегулярный, присутствует существенное смещение 
задней поверхности по высоте (свыше 80 мкм)

 

* элевация не превышает 80 мкм
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III этап — создание искусственной нейросети
ИНС содержит три слоя: входной, скрытый и выход-

ной — такого количества вполне достаточно для нейро-
сети, выполняющей задачи классификации. Количество 
нейронов входного слоя M=12 (параметры), количество 
выходного — 6 (классы). Количество нейронов в скрытом 
слое рассчитано по формуле M = 2⁄3 × N + K, где N — ко-
личество входных нейронов, а K — количество выходных. 

Задачей данного исследования было создать ИНС, ра-
ботающую с входной таблицей признаков. Схематичное 
представление ИНС — на рис. 3. 

РЕЗУЛЬТАТЫ
В ходе разработки нейросети был создан простой 

консольный интерфейс с автопроверкой обучения с по-
мощью тестовой выборки (рис. 4). С помощью данного 

интерфейса проводилась настройка и подбор оптималь-
ного количества эпох обучения. В дальнейшем же, после 
создания необходимых модулей, громоздкий интерфейс 
уступил более минималистичному выводу в консоль. 
Данная процедура позволяет ускорить обучение, сни-
зить сложность и улучшить точность модели. 

Для того, чтобы более объективно воспринимать 
эффективность обучения нейросети, имеет смысл обу-
чать модель партиями и сравнивать средние показате-
ли на каждом цикле обучения (каждой эпохе). Графики 
зависимости средних показателей обученности нейрон-
ных сетей до и после оптимизации набора данных и ис-
ключения малозначимых параметров после проведения 
корреляционного и регрессионного анализа изображены 
на рис. 5. Установлено, что процесс обучения существен-
но ускорился после очищения набора данных от одно-
родных переменных и анализа регрессионных оценок. 
Без этапа подготовки тот же процесс занимал намного 
больше времени, однако высокой точности и стабильно-
сти обучения достичь не удалось и в финальной версии 
алгоритма.

Полученные нейросети-прототипы не всегда могли 
определить вид деформации, хотя в процессе постепенно 
обучались более эффективно выполнять задачу класси-
фикации (рис. 6). 

Кроме того, можно заметить частое появление ошибки 
в 4-м и 5-м типах ПКДР (см. рис. 6). Учитывая, что дан-
ные классы являются самыми редкими в используемом 
наборе данных, это может быть проявлением проблемы 
дисбаланса классов. Несмотря на то, что к 200-й эпохе 
обучения разница между классами и ошибками их опре-
деления практически исчезает, часто в процессе самого 
обучения ошибки выявляются именно в 4-м и 5-м типе. 
Это может быть обусловлено тем, что каждая новая ИНС 

Рис. 3. Схематичное представление искусственной нейронной 
сети последней итерации.

Рис. 4. Интерфейс консольного приложения работы с нейросетью (красным отмечен не только неправильный ответ нейросети, 
но и его коррекция).

Входные данные
(12)

Скрытый слой
(14)

Тип роговицы
(6)
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обучается из случайного начального состояния нейронов, 
однако общая тенденция того, что зачастую большинство 
ошибок распределено между 4-м и 5-м типом, сохраня-
ется (рис. 7).

В среднем к 200-й эпохе обучения ИНС финаль-
ной итерации показывала 91% (11 из 12) верных отве-
тов. Однако размер тестовой выборки был не так велик, 
а при увеличении тестовой выборки отмечалось умень-
шение обучающей части, особенно сильно страдали 4-й 
и 5-й типы, что связано с малым числом данных. Сокра-
щение выборки на 2 записи из каждого данного класса 
приводит к уменьшению среднего показателя интеграции 
к 200-й эпохе до 75%.

ОБСУЖДЕНИЕ
Представленное исследование подчёркивает потен-

циал применения ИНС для диагностической классифика-
ции хирургически модифицированного профиля роговицы 
после ПРК. Полученные данные после 200 эпох обучения 
свидетельствуют о достаточно удовлетворительных ре-
зультатах в пределах 75–91% при различных соотно-
шениях тестовой и обучающей выборок. Вместе с тем 
возможности ошибок классификации 4-го и 5-го типов 
требуют увеличения набора данных. Точность классифи-
кации в какой-то мере коррелирует с точностью расчётов 
при построении ИНС, представленными ранее.

Рис. 5. График зависимости обученности от эпохи: a — до оптимизации; b — после оптимизации.

Рис. 6. Постепенное обучение нейросети и последующая проверка модели на контрольных точках.

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ

a b

Ко
ли

че
ст

во
 п

ра
ви

ль
ны

х 
от

ве
то

в

Количество эпох обучения Количество эпох обучения

Ко
ли

че
ст

во
 п

ра
ви

ль
ны

х 
от

ве
то

в

10 12

8
10

6
8

6

4
4

2
2

0 0

25 2550 5075 75100 100125 125150 150175 175200 200

DOI: https://doi.org/10.17816/DD624022

https://doi.org/10.17816/DD624022


72
Digital DiagnosticsVol. 5 (1) 2024

Так, M.C. Arbelaez и соавт. (2012) исследовали эф-
фективность метода опорных векторов в классификации 
кератотопографических данных у пациентов с керато-
конусом. В их исследовании были достигнуты высокие 
показатели чувствительности и специфичности на уров-
не 92,0% и 97,7% соответственно. Было подчёркнуто, 
что включение данных о толщине роговицы и её передней 
и задней поверхностях существенно улучшит выявление 
субклинического кератоконуса по сравнению с анализом 
только передней поверхности [15]. Можно также отметить 
исследование R. Hidalgo и соавт. (2016), где мультипа-
раметрический анализ данных кератотопографических 
карт с использованием метода опорных векторов проде-
монстрировал более высокую точность (выше значения 
площади под ROC-кривой) по сравнению с монопараме-
трическим анализом (0,922 против 0,809). Средняя чув-
ствительность и специфичность в общей классификации 
составили 89,0% и 95,2%, а показатель площади под ROC-
кривой был равен 0,922 [16].

Результаты работы показывают, что при должной на-
стройке процесса обучения, подготовке входных данных, 
использовании более объёмной обучающей выборки 
и выборе оптимальной архитектуры можно добиться весь-
ма высоких и стабильных показателей решения задачи 
классификации ПКДР. Помимо этого, важно исключить 
проблемы дисбаланса классов, что может положительно 
сказаться на качестве обучения ИНС. Хотя использован-
ный метод оценки ошибки перекрёстной энтропии суще-
ственно уменьшает данную проблему, нельзя исключать 
того факта, что 4-й и 5-й типы, как самые малочисленные, 
страдают сильнее всего и содержат больше всего ошибок. 

Перспективным выглядит исследование существую-
щих классов внутри набора данных с независимой кла-
стеризацией записей. Это позволит исключить элемент 
субъективности первичного деления. 

Следует также отметить, что в данном исследовании 
представлены результаты построения ИНС, работающей 
с входной таблицей признаков. Однако полученные дан-
ные являются основой для последующего построения 
ИНС, работающей непосредственно с изображениями ре-
льеф-топографических карт роговицы.

ЗАКЛЮЧЕНИЕ
На основе анализа численных значений топографи-

ческих карт роговицы разработана ИНС, успешно реша-
ющая задачу классификации типов ПКДР с точностью 
91%. Установлен потенциал для дальнейшего улучшения 
качества обучения данной ИНС. Применение алгоритмов 
искусственного интеллекта может стать полезным ин-
струментом автоматической классификации пациентов 
с ПКДР, обеспечив тем самым своевременную, качествен-
ную диагностику и определение дальнейшей тактики ве-
дения пациентов.

ДОПОЛНИТЕЛЬНАЯ ИНФОРМАЦИЯ
Источник финансирования. Авторы заявляют об отсутствии 
внешнего финансирования при проведении исследования. 
Конфликт интересов. Авторы декларируют отсутствие явных 
и потенциальных конфликтов интересов, связанных с публика-
цией настоящей статьи. 
Вклад авторов. Все авторы подтверждают соответствие своего 
авторства международным критериям ICMJE (все авторы внесли 
существенный вклад в разработку концепции, проведение ис-
следования	и	подготовку	статьи,	прочли	и	одобрили	финальную	
версию перед публикацией). 
Наибольший вклад распределён следующим образом: О.И. Роза-
нова —	разработка	 концепции	 и	 дизайна	 исследования,	 напи-
сание текста статьи и редактирование, разработка методологии, 

Рис. 7. Соотношение ошибок по определению типов посткератотомической деформации роговицы.
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Организация диспансерного наблюдения пациентов 
с патологией макулярной области сетчатки 
с использованием систем искусственного интеллекта
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АННОТАЦИЯ
Обоснование. Несмотря на то, что в приказе Министерства здравоохранения Российской Федерации «Об утверждении 
порядка оказания медицинской помощи взрослому населению при заболеваниях глаза, его придаточного аппарата 
и орбиты» сказано про оснащение медицинского консультативно-диагностического отделения поликлиники оптиче-
ским когерентным томографом, динамическое наблюдение пациентов с патологией сетчатки после начала лечения 
осуществляется чаще всего в медицинском офтальмологическом центре, что снижает доступность лечения для паци-
ентов со впервые выявленной (первичной) патологией, требующей как можно более раннего начала лечения. Имею-
щаяся технология нуждается в изменении и интенсификации, в том числе — с применением технологий искусствен-
ного интеллекта.
Цель — разработка методических основ организационной технологии диспансерного наблюдения пациентов с па-
тологией заднего отрезка глаза с использованием систем поддержки принятия врачебных решений на основе искус-
ственного интеллекта.
Материалы и методы. Оценка существующей нормативной базы проведена на основе анализа Конституции Россий-
ской Федерации, федеральных законов, подзаконной нормативной базы и судебной практики. Создание структуриро-
ванного медицинского документа описания снимка оптической когерентной томографии проведено с использованием 
экспертного метода: анкетирования 100 врачей-офтальмологов, имеющих соответствующий уровень образования, 
в том числе дополнительное профессиональное, занимающихся оказанием медицинских услуг — специализирован-
ной медицинской помощи пациентам с патологией заднего отрезка глаза. Структурированный медицинский документ 
послужил основой для формирования предикторов искусственных нейронных сетей. Обучение нейронных сетей про-
изведено с использованием 60 000 медицинских изображений с помощью метода классификации и сегментации в за-
висимости от признака.
Результаты. Экспертным методом отобрано и описано 123 бинарных признака, позволяющих описать структуру маку-
лярной области сетчатки в норме и при патологии, из которых выявлено 26 признаков, которые могут быть интерпре-
тированы в качестве предикторов ухудшения клинического течения заболевания.
Заключение. Разработанный классификатор позволил создать и обучить на основе 60 000 медицинских изображений 
систему поддержки принятия врачебных решений, которая в качестве информационного сервиса, без постановки диа-
гноза, может позволить изменить организацию процесса динамического наблюдения. Формирование маршрутизации 
пациентов — первичная услуга разработанной системы поддержки принятия врачебных решений. При наличии при-
знаков ухудшения клинической картины предполагается маршрутизация в медицинский офтальмологический центр 
для оценки динамики и оказания специализированной, в том числе высокотехнологичной, медицинской помощи.

Ключевые слова: система поддержки принятия врачебных решений; искусственный интеллект; оптическая 
когерентная томография; патология; макула.
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Organizing follow-up care for patients 
with macular retinal pathologies using artificial 
intelligence systems
Aleksandr D. Chuprov1, Irina P. Bolodurina2, 3, Aleksandr O. Lositskiy1, Artur Yu. Zhigalov2 
1 The S. Fyodorov Eye Microsurgery Federal State Institution, Orenburg, Russia;
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3 Orenburg State Medical University, Orenburg, Russia

ABSTRACT
BACKGROUND: The Order of the Ministry of Health of Russia “On Approval of the Procedure for the Provision of Medical Care 
to the Adult Population for Diseases of the Eye, Appendages, and Orbit” provides for equipping consultation and diagnostic 
departments of outpatient clinics with optical coherence tomographs. However, case follow-up in of patients with retinal 
pathology is most commonly performed in ophthalmology centers, limiting treatment accessibility for patients with primary 
(newly diagnosed) pathologies requiring immediate treatment initiation. The available approach requires modification and 
intensification, including the use of artificial intelligence technologies.
AIM: To develop methodological foundations for organizing follow-up care for patients with posterior segment eye diseases 
using an artificial intelligence-based clinical decision support system.
MATERIALS AND METHODS: The existing regulatory framework was analyzed based on the Constitution of the Russian 
Federation, federal laws, by-law framework, and judicial practice. A structured medical document describing an optical 
coherence tomography image was created using an expert method: a survey of 100 ophthalmologists with an appropriate 
education level, including additional professional training, engaged specialized medical care for patients with posterior segment 
eye diseases was performed.
RESULTS: Using an expert method, 123 binary features were selected to describe the structure of the macular area of the 
retina under normal and pathological conditions, with 26 features identified as predictors of a worsening clinical course of the 
disease.
CONCLUSION: The proposed classifier enabled the creation and training of a medical decision support system based on 60,000 
medical images, which, as an information service, without making a diagnosis, can change the case follow-up process. Routing 
of patients is a primary service of the proposed system. If the clinical picture shows signs of deterioration, a referral to an 
ophthalmology center is considered to assess the course of the disease and provide specialized services, including high-tech 
medical care.

Keywords: clinical decision support system; artificial intelligence; optical coherence tomography; pathology; macular.
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利用人工智能系统组织对视网膜黄斑病变患者的防
治观察 
Aleksandr D. Chuprov1, Irina P. Bolodurina2, 3, Aleksandr O. Lositskiy1, Artur Yu. Zhigalov2 
1 The S. Fyodorov Eye Microsurgery Federal State Institution, Orenburg, Russia;
2 Orenburg State University, Orenburg, Russia;
3 Orenburg State Medical University, Orenburg, Russia

摘要

论证。根据俄罗斯联邦卫生部命令《关于向成年居民提供眼部、眼部附属装置和眼眶疾病医

疗服务的程序批准》，综合医院的医疗咨询和诊断部门都配备光学相干断层扫描仪。然而，

视网膜病变患者在开始治疗后的动态观察通常是在专门眼科医疗中心进行。这就降低了对首

次发现（原发性）病变患者的治疗机会，因为这些患者需要尽早开始治疗。需要改变和加强

现有技术，包括使用人工智能技术。

目的。本研究旨在利用基于人工智能的医疗决策支持系统，为眼后段病变患者的防治观察组

织技术奠定方法论基础。

材料和方法。在对《俄罗斯联邦宪法》、联邦法律、附属法规和司法实践分析的基础上，对

现有管理框架进行了评估。使用专家方法编制了描述光学相干断层扫描图像的结构化医学文

件：对100名具有适当教育水平的眼科医生进行了问卷调查，包括额外的专业教育。所有医

生都从事医疗服务工作，即为眼后段病变患者提供专业医疗服务。结构化医疗文件是形成人

工神经网络预测器的基础。利用基于特征的分类和分割方法，使用60000张医学图像对神经

网络进行了训练。

结果。通过专家方法选取并描述了123个能够描述正常和病理下视网膜黄斑区结构的二元特

征。其中，26个特征被确定为疾病临床过程恶化的预测器。

结论。所开发的分类器可以在60000张医学图像的基础上创建和训练一个医疗决策支持系

统。该系统可用作信息服务。它可以在不做出诊断的情况下改变动态观察过程的组织结构。

患者路径选择是已开发的医疗决策支持系统的主要服务。如果临床症状有恶化的迹象，患者

就会被转诊到眼科医疗中心，以接受动态评估及包括高科技在内的专业医疗服务。

关键词：医疗决策支持系统；人工智能；光学相干断层扫描；病变；黄斑。
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ОБОСНОВАНИЕ
Использование искусственного интеллекта с целью 

повышения производительности организаций всех форм 
собственности определено Национальной стратегией раз-
вития искусственного интеллекта, принятой в Российской 
Федерации1. Это может достигаться за счёт автоматиза-
ции рутинных (повторяющихся) производственных про-
цессов и операций. 

В соответствии с действующими клиническими реко-
мендациями, пациентам с патологией сетчатки при са-
харном диабете и возрастной макулярной дегенерацией 
рекомендуются периодические осмотры врачом-офталь-
мологом при наличии факторов риска прогрессирова-
ния заболевания — с целью динамического наблюдения 
изменений и назначения (при необходимости) адекват-
ного лечения [1, 2]. Исследование сетчатки с помощью 
компьютерного анализатора — структурная оптическая 
когерентная томография (ОКТ) — входит в стандарт 
оказания первичной специализированной медицинской 
помощи при диабетической ретинопатии и возрастной 
макулодистрофии и является повторяющейся услугой2. 
Частота визитов к врачу определяется индивидуально 
в зависимости от планируемой тактики ведения и осо-
бенностей клинических проявлений. По данным отече-
ственной литературы, минимальное число исследований 
макулярной области сетчатки с помощью ОКТ, прово-
димых в медицинских организациях при динамическом 
наблюдении пациентов c возрастной макулярной деге-
нерацией и диабетическим макулярным отёком, состав-
ляет 1 629 429 в год. 

Зарубежные аналитические отчёты показывают го-
товность пациентов перейти на контролируемое само-
лечение при динамическом наблюдении заболевания (до 
54% опрошенных лиц по данным за 2019 г., STADA Health 
Report 2020) и получать часть медицинских услуг с ис-
пользованием телемедицинских технологий дистанцион-
но, без очной консультации медицинского специалиста 
[3–5]. Согласно результатам исследования Всероссийского 
центра изучения общественного мнения, 48% россиян до-
пускают динамическое наблюдение и коррекцию лечения 
с использованием телемедицинских услуг [6]. Таким об-
разом, имеются организационные и клинические предпо-
сылки для оказания медицинских услуг с использованием 
искусственного интеллекта, в том числе с применением 
телемедицинских технологий, у пациентов с повторным 
диагностическим приёмом в рамках динамического на-
блюдения патологии заднего отрезка глаза. 

Несмотря на то, что в приказе Министерства здраво-
охранения Российской Федерации от 12 ноября 2012 г. 
N 902н «Об утверждении порядка оказания медицинской 
помощи взрослому населению при заболеваниях глаза, 
его придаточного аппарата и орбиты» говорится об осна-
щении медицинского консультативно-диагностического 
отделения поликлиники оптическим когерентным томо-
графом, динамическое наблюдение пациентов с пато-
логией сетчатки после начала лечения осуществляется 
чаще всего в медицинском офтальмологическом центре, 
что снижает доступность лечения для пациентов с впер-
вые выявленной патологией, требующей как можно более 
раннего начала лечения. Имеющаяся технология нуж-
дается в изменении и интенсификации, в том числе — 
с применением технологий искусственного интеллекта.

ЦЕЛЬ 
Разработка методических основ организационной тех-

нологии диспансерного наблюдения пациентов с патоло-
гией заднего отрезка глаза с использованием систем под-
держки принятия врачебных решений (СППВР) на основе 
искусственного интеллекта.

МАТЕРИАЛЫ И МЕТОДЫ
Для оценки существующей нормативной базы исполь-

зован контент-анализ. Для создания структурированного 
справочника были использованы социологический и экс-
пертный методы. Обучение искусственных нейронных 
сетей (ИНС) произведено методами сегментации и клас-
сификации. 

Дизайн исследования
Оценка существующей нормативной базы проведена 

на основе анализа Конституции Российской Федерации, 
федеральных законов, подзаконной нормативной базы, 
судебной практики. Создание методологии структурирован-
ного медицинского документа описания снимка ОКТ прове-
дено с использованием экспертного метода: анкетирования 
100 врачей-офтальмологов, имеющих соответствующий 
уровень образования, в том числе дополнительное про-
фессиональное, занимающихся оказанием медицинских 
услуг — специализированной медицинской помощи паци-
ентам с патологией заднего отрезка глаза. Структурирован-
ный медицинский документ послужил основой для фор-
мирования предикторов ИНС. В результате аннотирования 
описано 60 000 медицинских изображений. Для каждого 

1 Указ Президента РФ от 10.10.2019 N 490 «О развитии искусственного интеллекта в Российской Федерации» (вместе с «Национальной страте-
гией развития искусственного интеллекта на период до 2030 года»). Режим доступа: https://www.consultant.ru/document/cons_doc_LAW_335
184/1f32224a00901db9cf44793e9a5e35567a4212c7/ Дата обращения: 22.11.2023.

2 Приказ Министерства здравоохранения Российской Федерации от 24 декабря 2012г. N 1492н «Об утверждении стандарта первичной медико-
санитарной помощи при диабетической ретинопатии и диабетическом макулярном отеке». Режим доступа: https://base.garant.ru/70344052/5
3f89421bbdaf741eb2d1ecc4ddb4c33/ Дата обращения: 22.11.2023.
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отдельного изображения существует файл в формате json, 
описывающий наличие на нём признаков после размет-
ки. Для анализа и классификации бинарных признаков 
на изображении обучены нейронные сети с архитектурой 
DenseNet121 без предварительно обученных весов. В за-
даче сегментации использована архитектура Mask R-CNN.

Критерии соответствия
Включение признака в состав значимых, свидетель-

ствующих об ухудшении клинического процесса, про-
водилось по достижении согласия 70% респондентов. 
Включение признака в вывод СППВР достигалось при до-
стижении показателем accuracy (среднее значение чув-
ствительности и специфичности) значения 0,7 и выше.

Условия проведения
База данных составлена на основе обезличенных дан-

ных клинических исследований (исследование сетчатки 
с помощью компьютерного анализатора), проведённых 
в Оренбургском и Тамбовском филиалах Федерального 
государственного автономного учреждения «Националь-
ный медицинский исследовательский центр “Межотрас-
левой научно-технический комплекс «Микрохирургия 
глаза» имени академика С.Н. Федорова”» Министерства 
здравоохранения Российской Федерации. Обучение ИНС 
осуществлялось на базе Научно-исследовательского 
института цифровых интеллектуальных технологий Фе-
дерального государственного бюджетного образователь-
ного учреждения высшего образования «Оренбургский 
государственный университет».

Продолжительность исследования
Клинические исследования (исследования сетчатки 

с помощью компьютерного анализатора) проводились 
в период с 2015 по 2023 гг., создание структурированного 
бинарного классификатора-справочника описания маку-
лярной области сетчатки проходило в 2022 г., обучение 
ИНС проходило в период 2022–2023 гг.

Описание медицинского вмешательства
Для набора базы данных проводилось исследование 

сетчатки глаза с помощью компьютерного анализатора: 
ОКТ макулярной области сетчатки глаза. 

Основной исход исследования
Разработаны и оценены методические основы ис-

пользования искусственного интеллекта в организации 
диспансерного наблюдения за пациентами с патологией 
заднего отрезка глаза.

Анализ в подгруппах
Методология диспансерного наблюдения сформи-

рована на основании оценки организации медицинской 
помощи и клинических данных пациентов с диагно-
зом «возрастная макулярная дегенерация» (шифр кода 

в Международной классификации болезней 10-го пере-
смотра: H 35.3) или «диабетический макулярный отёк» 
(шифр H 35.8).

Методы регистрации исходов
Чувствительность и специфичность — статистические 

показатели диагностического теста по выявлению боль-
ных и здоровых, выводимые из ошибок первого и второго 
рода в бинарной классификации.

Статистический анализ
Принципы расчёта размера выборки: минимальный 

объём выборочного исследования определён с учётом 
критерия достоверности, предельной ошибки (произве-
дение доверительного интервала и заданной точности).

Статистическая обработка материала включала ме-
тоды описательной статистики: расчёт средних величин, 
расчёт относительных величин, математическое моде-
лирование. Анализ статистической значимости отличий 
изучаемых данных по качественным признакам осущест-
влялся посредством математического расчёта и после-
дующей оценки критерия хи-квадрат Пирсона. Количе-
ственные переменные описывались при предварительной 
их оценке на соответствие закону Гаусса–Лапласа (закон 
нормального распределения вероятностей).

РЕЗУЛЬТАТЫ
Объекты (участники) исследования

Объектом исследования явилась система организа-
ции офтальмологической помощи взрослому населению 
при диспансерном наблюдении патологии заднего отрез-
ка глаза. В рамках контент-анализа проанализировано 
22 нормативно-правовых акта. База данных — меди-
цинская информационная система, включающая 60 000 
записей о проведённом исследовании сетчатки глаза 
с помощью компьютерного анализатора с наличием ме-
дицинского изображения (снимка) и описания интерпре-
тации результата исследования в соответствии с разрабо-
танным бинарным классификатором. 

Основные результаты исследования
В Российской Федерации, согласно Федеральному за-

кону от 21.11.2011 N 323-ФЗ «Об основах охраны здо-
ровья граждан в Российской Федерации», медицинская 
помощь организуется и оказывается:
1) в соответствии с положением об организации оказа-

ния медицинской помощи по видам медицинской по-
мощи;

2) в соответствии с порядками оказания медицинской 
помощи, утверждаемыми уполномоченным федераль-
ным органом исполнительной власти и обязательными 
для исполнения на территории Российской Федерации 
всеми медицинскими организациями;

3) на основе клинических рекомендаций;

ORIGINAL STUDY ARTICLES

DOI: https://doi.org/10.17816/DD623956 

https://doi.org/10.17816/DD623956


80
Digital DiagnosticsТ. 5, № 1, 2024

4) с учётом стандартов медицинской помощи, утверж-
даемых уполномоченным федеральным органом ис-
полнительной власти3.
Кроме того, в пункте 15 статьи 2 этого закона да-

ётся определение понятия «лечащий врач». Это врач, 
на которого возложены функции по организации и не-
посредственному оказанию пациенту медицинской по-
мощи в период наблюдения за ним и его лечения. 
Отдельные функции лечащего врача могут быть возло-
жены при оказании первичной специализированной ме-
дицинской помощи на средний медицинский персонал 
в соответствии с утверждённым Порядком, однако там 
отсутствует возможность возложения оказания первич-
ной специализированной медицинской помощи, в том 
числе медицинских услуг, входящих в профессиональ-
ный стандарт врача-офтальмолога4,5. Интерпретация 
результатов инструментальных исследований не может 
быть осуществлена средним медицинским персоналом 
самостоятельно при предоставлении медицинских услуг. 
Это возможно только в рамках использования зареги-
стрированных медицинских изделий. 

СППВР требуют регистрации в качестве медицинско-
го изделия для использования средним медицинским 
персоналом. При использовании же врачами они могут 
оставаться в правовом поле информационных сервисов, 
так как интерпретация результатов, постановка диагно-
за и формирование рекомендаций, в том числе в рамках 
диспансерного наблюдения, остаются в поле компетенции 
лечащего врача вне зависимости от правового статуса 
программы. 

Экспертным методом отобрано и описано 123 бинар-
ных признака, позволяющих описать структуру макуляр-
ной области сетчатки в норме и при патологии. Признаки 
объединены по разделам: общий; витреоретинальный 
и ретинальный интерфейс; контур сетчатки; толщина 
сетчатки; структуры сетчатки; хориоидея. По итогам ан-
кетирования специалистов, имеющих соответствующее 
образование и опыт работы, было выявлено, что 75% 
врачей относят лишь 26 признаков из 123 к предикторам 
ухудшения клинического течения основного заболевания 
у пациентов с диагнозом «возрастная макулярная дегене-
рация» или «диабетический макулярный отёк» (табл. 1).

Полученные характеристики прямо или косвенно 
свидетельствуют о развитии патологического процесса, 
в том числе неоваскуляризации, которая требует оказания 

3 Федеральный закон «Об основах охраны здоровья граждан в Российской Федерации» от 21.11.2011 N 323-ФЗ. Режим доступа: https://www.
consultant.ru/document/cons_doc_LAW_121895/ Дата обращения: 22.11.2023.

4 Приказ Министерства здравоохранения и социального развития РФ от 23 марта 2012 года N 252н «Об утверждении Порядка возложения на 
фельдшера, акушерку руководителем медицинской организации при организации оказания первичной медико-санитарной помощи и скорой 
медицинской помощи отдельных функций лечащего врача по непосредственному оказанию медицинской помощи пациенту в период наблю-
дения за ним и его лечения, в том числе по назначению и применению лекарственных препаратов, включая наркотические лекарственные 
препараты и психотропные лекарственные препараты». Режим доступа: https://base.garant.ru/70170588/ Дата обращения: 22.11.2023.

5 Приказ Министерства здравоохранения и социального развития РФ от 5 июня 2017 года N 470н «Об утверждении профессионального стан-
дарта “Врач-офтальмолог”». Режим доступа: https://docs.cntd.ru/document/436744741 Дата обращения: 22.11.2023.

специализированной и высокотехнологичной медицин-
ской помощи в медицинских организациях 3-го уровня, 
в том числе федеральных медицинских организациях. 
Характеристики также соотносятся с клиническими реко-
мендациями и современной научной литературой, описы-
вающей оказание медицинской помощи и интерпретацию 
результатов инструментальных диагностических исследо-
ваний [7, 8].

Бинарный классификатор разделён на признаки, под-
ходящие для использования при обучении ИНС методом 
классификации и сегментации. Обучение ИНС, проведён-
ное с использованием 60 000 медицинских изображений, 
позволило создать СППВР при динамическом наблюдении 
пациентов с патологией заднего отрезка глаза. Точность 
моделей ИНС оценивалась с помощью метрики «сбалан-
сированная точность», для корректного учёта неоднород-
ного распределения классов в данных. Средняя сбаланси-
рованная точность по признакам составила 81%.

Дополнительные результаты исследования
Разработанная версия СППВР выложена в открытом 

доступе: http://retinadeepai.site/. Система распознаёт объ-
екты для анализа, являющиеся предикторами по каждому 
из разработанных признаков, позволяет настроить ана-
лиз различных карт и режимов, в том числе полученных 
на различной аппаратуре. Рекомендуемый режим анали-
за — RetinaMap. Сервис снабжён эргономичным, интуи-
тивно понятным интерфейсом, позволяет выгрузить отчёт 
для прикрепления в медицинскую документацию. Сервис 
не является медицинским изделием, а представляет со-
бой информационную услугу; не хранит, не обрабатывает 
персональные данные пациентов. Сервис не ставит диа-
гноз, не предлагает варианты диагноза. Он описывает 
структуру сетчатки в норме и при развитии патологии, за-
бирая на себя часть рутинных процессов врача-офтальмо-
лога при динамическом наблюдении пациентов.

Нежелательные явления
Не выявлены.

ОБСУЖДЕНИЕ
В настоящий момент в мире разрабатывается не-

сколько систем для ранней диагностики патологии глаз-
ного дна с использованием искусственного интеллекта. 

ОРИГИНАЛЬНЫЕ ИССЛЕДОВАНИЯ
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Например, системы, выявляющие ранние признаки диа-
бетической ретинопатии по снимкам глазного дна, полу-
ченным со стационарных и портативных фундус-камер: 
система IDx-DR (коммерческое название LumineticsCore, 
США), платформа Retina.AI (ООО «Диджитал Вижн Со-
люшнс», Россия).

Кроме того, существует ряд разработок, направленных 
на автоматизированный анализ данных, полученных с ме-
дицинских приборов.

 • Платформа Retina.AI направлена на анализ сним-
ков ОКТ сетчатки глаза и нахождение одного из 
заявленных синдромокомплексов: субретинальная 
жидкость, интраретинальные кисты, отслойка ре-
тинального пигментного эпителия, субретинальный 
гиперрефлективный материал, эпиретинальная мем-
брана, ретинальные друзы, сквозной макулярный 
разрыв, ламеллярный макулярный разрыв, витрео-
макулярная тракция (https://www.screenretina.com/). 

Таким образом, разработка направлена на диагно-
стику состояний, оценку динамику процесса. Про-
ект не имеет регистрации в качестве медицинского 
изделия.

 • Платформа Altris AI (США) автоматизирует выбор па-
тологических ОКТ-сканирований и обнаружение бо-
лее 70 патологий и патологических признаков, в том 
числе таких, как эпиретинальный фиброз, интрарети-
нальная кистоидная жидкость, псевдокисты, диффуз-
ный отёк, фиброваскулярная отслойка пигментного 
эпителия сетчатки, субретинальный гиперрефлек-
тивный материал и др. (https://www.altris.ai/). Миссия 
проекта в диагностике состояний (заболеваний) и в 
обучении медицинского персонала. Разработка имеет 
разрешение в стране-изготовителе на применение в 
качестве медицинского изделия (Управление по са-
нитарному надзору за качеством пищевых продуктов 
и медикаментов США).

Таблица 1. Признаки ухудшения клинического течения заболевания

Признак Раздел

Сетчатка в макуле утолщена умеренно (до 500 мкм)
Толщина сетчатки

Сетчатка в макуле утолщена значительно (свыше 500 мкм)

Определяется фокальный интраретинальный отёк

Структура сетчатки

Определяется диффузный интраретинальный отёк

Определяется кистозный интраретинальный отёк

Изменения в виде мелких (до 50 мкм) множественных кист

Изменения в виде средних (50–150 мкм) множественных кист

Изменения в виде крупных (свыше 150 мкм) множественных кист

Сканируется серозная отслойка нейроэпителия

Сканируется серозная щелевидная отслойка нейроэпителия

Сканируется серозная отслойка ПЭС

Отслойка ПЭС куполообразная

Сканируется плоская волнообразная отслойка ПЭС

Сканируется плоская отслойка ПЭС

Сканируется table-образная отслойка ПЭС

Сканируется геморрагическая отслойка ПЭС

Сканируется фиброваскулярная отслойка ПЭС

Определяется симптом двойного слоя

Помутнение высокой рефлективности, дающее «тень» на глубжележащие слои 
(субретинальное гемо)

Сканируется субретинальная жидкость

Сканируется гиперрефлективный очаг во внутренних слоях сетчатки

Сканируется гиперрефлективный очаг в наружных слоях сетчатки

Сканируется гиперрефлективный очаг над ПЭС

Сканируется гиперрефлективный очаг в слое ПЭС

Сканируется гиперрефлективный очаг под ПЭС

Сканируется гиперрефлективный очаг, дающий «тень» на подлежащие слои

Примечание. ПЭС — пигментный эпителий сетчатки.
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Разрабатываемый нами продукт содержит боль-
шее число оцениваемых признаков (123) и направлен 
не на диагностику, а на изменение организации процесса 
диагностики и лечения: перенос рутинной работы с вра-
чебного на средний медицинский персонал, сокращение 
времени исследования и увеличение доступности меди-
цинской услуги.

Имеется необходимость внесения изменений в про-
фессиональный стандарт среднего медицинского персо-
нала, предусматривающий использование информацион-
ных сервисов с применением искусственного интеллекта 
при динамическом наблюдении пациентов. Кроме того, 
имеется необходимость актуализации нормативной базы 
по диспансерному наблюдению пациентов с патологи-
ей заднего отрезка глаза, в том числе включение дан-
ной патологии в приказ Министерства здравоохранения 
от 15.03.2023 г. N 168н «Об утверждении порядка про-
ведения диспансерного наблюдения за взрослыми».

Резюме основного результата исследования
Разработаны методические основы организационной 

технологии диспансерного наблюдения пациентов с па-
тологией заднего отрезка глаза, подготовлен структур-
ный классификатор описания сетчатки глаза, разработана 
СППВР для использования при диспансерном наблюдении 
пациентов с данной патологией.

Обсуждение основного результата 
исследования

Приказом Министерства здравоохранения РФ от 7 
сентября 2020 г. N 947н «Об утверждении Порядка ор-
ганизации системы документооборота в сфере охраны 
здоровья в части ведения медицинской документации 
в форме электронных документов» определён порядок 
использования медицинских документов в электронном 
виде. В настоящее время в России разработано, утверж-
дено и используется значительное количество структу-
рированных электронных медицинских документов. 
В рамках деятельности Федерального государственного 
бюджетного учреждения «Центральный научно-иссле-
довательский институт организации и информатиза-
ции здравоохранения» Министерства здравоохранения 
Российской Федерации функционирует Центр по раз-
работке структурированных электронных медицинских 
документов, который обеспечивает выполнение задач 
Минздрава России по совершенствованию порядка ор-
ганизации документооборота в сфере охраны здоровья 
путём разработки, актуализации и модернизации руко-
водств по реализации структурированных электронных 
медицинских документов. Разработанный справочник 
может стать основой медицинского документа-прото-
кола инструментального исследования сетчатки глаза 
с помощью компьютерного анализатора. 

Накопление структурированной информации поможет 
усовершенствовать разработанную СППВР. Изменение 

нормативной базы поможет ускорить внедрение органи-
зационной технологии диспансерного наблюдения паци-
ентов с патологией заднего отрезка глаза с использова-
нием СППВР на основе искусственного интеллекта.

Ограничения исследования
Результаты исследования предназначены для дина-

мического (диспансерного) наблюдения пациентов с па-
тологией заднего отрезка глаза. Результаты не могут быть 
использованы при первичной диагностике патологии ор-
гана зрения, придаточного аппарата и орбиты.

ЗАКЛЮЧЕНИЕ
В правовом поле Российской Федерации отсутству-

ет возможность передачи части врачебных функций 
при интерпретации результатов медицинских исследо-
ваний среднему медицинскому персоналу, что требует 
доработки как профессионального стандарта, так и нор-
мативной базы по профилю болезней органа зрения, 
придаточного аппарата и орбиты. Отсутствуют единые 
правила создания структурированного электронного 
медицинского документа, содержащего результаты 
интерпретации исследования сетчатки с помощью ком-
пьютерного анализатора. Разработанный классификатор 
позволил создать и обучить (на основе 60 000 медицин-
ских изображений) СППВР, которая в качестве инфор-
мационного сервиса, без постановки диагноза, может 
позволить изменить организацию процесса динамиче-
ского наблюдения. Формирование маршрутизации па-
циентов — первичная услуга разработанной СППВР. 
При наличии признаков ухудшения клинической картины 
предполагается маршрутизация в медицинский офталь-
мологический центр для оценки динамики и оказания 
специализированной, в том числе высокотехнологичной, 
медицинской помощи.

ДОПОЛНИТЕЛЬНАЯ ИНФОРМАЦИЯ
Источник финансирования. Авторы заявляют об отсутствии 
внешнего финансирования при проведении исследования. 
Конфликт интересов. Авторы декларируют отсутствие явных 
и потенциальных конфликтов интересов, связанных с публика-
цией настоящей статьи.
Вклад авторов. Все авторы подтверждают соответствие своего 
авторства международным критериям ICMJE (все авторы внесли 
существенный вклад в разработку концепции, проведение поис-
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АННОТАЦИЯ
Обоснование. Показатели заболеваемости населения Российской Федерации патологиями системы кровообращения 
за прошедшие два десятилетия постоянно повышались, и с 2000 г. до 2019 г. увеличились в 2,047 раза. Процесс каль-
цификации сосудов включает отложение солей кальция в стенке артерий, что приводит к ремоделированию сосуди-
стой стенки. Лучевые методы исследования — золотой стандарт диагностики кальцификации сосудов. Однако в связи 
с возрастающим объёмом данных и необходимостью сокращения времени постановки диагноза неизбежно снижается 
эффективность работы. Активное развитие и внедрение в клиническую практику искусственного интеллекта открыло 
перед специалистами возможности для решения этих проблем.
Цель — проанализировать отечественную и зарубежную литературу, посвящённую использованию искусственного 
интеллекта в диагностике различных типов кальцификации сосудов, а также обобщить прогностическую ценность 
кальцификации сосудов и оценить аспекты, препятствующие диагностике кальцификации сосудов без применения 
искусственного интеллекта.
Материалы и методы. Авторы провели поиск публикаций в электронных базах данных PubMed, Web of Science, Google 
Scholar и eLibrary. Поиск проводился по следующим ключевым словам: «artificial intelligence», «machine learning», 
«vascular calcification», «искусственный интеллект», «машинное обучение», «кальцификация сосудов». Поиск прово-
дился во временном интервале с момента основания соответствующей базы данных до июля 2023 года.
Результаты. Основная методология включённых в обзор исследований заключалась в сравнении диагностических 
способностей клиницистов и искусственного интеллекта с применением одних и тех же изображений и последующей 
оценкой точности, скорости и других показателей. Участки возникновения сосудистых кальцификаций весьма разно-
образны, что обусловливает их различную прогностическую ценность. 
Заключение. Искусственный интеллект отлично зарекомендовал себя в диагностике сосудистой кальцификации. По-
мимо повышения точности и эффективности, способности к детализации превосходят возможности ручного метода 
диагностики. Искусственный интеллект достиг уровня, позволяющего помогать врачам инструментальной диагностики 
в автоматическом выявлении кальцификации сосудов. Возможности искусственного интеллекта могут способствовать 
эффективному развитию рентгенологии в будущем.

Ключевые слова: искусственный интеллект; машинное обучение; кальцификация сосудов; рентгенология; 
диагностическая визуализация.
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of arterial calcification
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ABSTRACT
BACKGROUND: The incidence of circulatory system diseases in the Russian Federation has been steadily increasing during 
the last two decades, growing 2,047 times between 2000 and 2019. Vascular calcification involves the deposition of calcium 
salts in the artery wall, which leads to vascular wall remodeling. X-ray imaging is the gold standard for diagnosing of vascular 
calcification. However, because of the need to process an increasing amount of data in a shorter period of time, the number 
of diagnostic errors inevitably increases, and work efficiency inevitably decreases. The active development and introduction of 
artificial intelligence into clinical practice have created opportunities for specialists to address these issues.
AIM: To analyze the national and international literature on the use of artificial intelligence in the diagnosis of various vascular 
calcifications, summarize the prognostic value of vascular calcification, and evaluate aspects that prevent the diagnosis of 
vascular calcification without using artificial intelligence.
MATERIALS AND METHODS: A search was performed in PubMed, Web of Science, Google Scholar, and eLibrary. The search was 
conducted using the following keywords: artificial intelligence, machine learning, vascular calcification, and their analogues in 
Russian. The search covered the period from inception till July 2023.
RESULTS: The studies included in the review compared the diagnostic abilities of clinicians and artificial intelligence using the 
same images , with subsequent assessment of the accuracy, speed, and other parameters. The sites of vascular calcification 
varied, resulting in differences in their prognostic value.
CONCLUSION: Artificial intelligence has proven to be effective in the diagnosis of vascular calcification. In addition to improved 
accuracy and efficiency, the level of detail is superior to manual diagnosis methods. Artificial intelligence has advanced to 
the point that imaging specialists can automatically detect vascular calcification. Artificial intelligence can contribute to the 
successful development of X-ray imaging in the future.

Keywords: artificial intelligence; machine learning; vascular calcification; radiology; diagnostic imaging.
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摘要

论证。近二十年来，俄罗斯联邦居民循环系统疾病的发病率持续上升。从2000年到2019年，

此类疾病的数量增加了2.047倍。血管钙化过程包括钙盐在动脉壁的沉积，这导致血管壁重

塑。放射性检查方法是诊断血管钙化的金标准。然而，随着数据量的增加和诊断时间的需

要，工作效率不可避免地下降，人工智能的积极发展和应用于临床为专家解决这些问题提供

了机会。

目的。本研究的目的是分析国内外关于使用人工智能诊断不同类型血管钙化的文献，同时，

总结血管钙化的预后价值，并评估在不使用人工智能的情况下阻碍血管钙化诊断的方面。

材料与方法。在电子数据库PubMed、Web of Science、Google Scholar和eLibrary中搜索了相关出

版物。搜索时使用了以下关键词：“artificial intelligence”，“machine learning”，“vascular 

calcification”，“人工智能”、“机器学习”、“血管钙化”。检索时间为相关数据库建立至2023年7

月。

结果。综述中包含的研究的主要方法是比较临床医生和人工智能使用相同图片的诊断能力，

然后评估准确性、速度和其他指标。血管钙化发生的部位差异很大，这也是其预后价值不同

的原因。 

结论。事实证明，人工智能在诊断血管钙化方面表现出色。除了提高准确性和效率外，其细

节处理能力也超过人工诊断方法。人工智能已经达到了帮助仪器诊断医生自动检测血管钙化

的水平。未来，人工智能的能力可以促进放射学的有效发展。

关键词：人工智能；机器学习；血管钙化；放射学；诊断成像。
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ОБОСНОВАНИЕ
Показатели заболеваемости населения Россий-

ской Федерации патологиями системы кровообращения 
за прошедшие два десятилетия постоянно повышались, 
и с 2000 г. до 2019 г. увеличились в 2,047 раза [1]. Про-
цесс кальцификации сосудов включает отложение солей 
кальция в стенке артерий, что приводит к ремоделирова-
нию сосудистой стенки [2]. Кальцификация интимы носит 
очаговый характер и ассоциируется с атеросклерозом, 
в то время как кальцификация медии носит диффузный 
характер и лежит в патогенезе таких заболеваний, как са-
харный диабет, заболевания периферических артерий, 
а также хроническая болезнь почек [3]. Лучевые методы 
исследования — золотой стандарт диагностики каль-
цификации сосудов [4]. Однако в связи с возрастающим 
объёмом данных и необходимостью сокращения времени 
постановки диагноза неизбежно снижается эффектив-
ность работы [5]. Данные обстоятельства способствуют 
поиску новых аспектов для улучшения качества работы 
врачей инструментальной диагностики. 

Активное развитие и внедрение в клиническую прак-
тику искусственного интеллекта (ИИ) открыло перед спе-
циалистами возможности для решения этих проблем [6]. 
Исходя из анализа имеющихся литературных данных, 
до настоящего времени ИИ применялся для рентгено-
диагностики 5 типов кальцификации сосудов: кальцифи-
кации коронарных артерий (ККА), грудной аорты (КГА), 
брюшной аорты (КБА), сонных артерий (КСА) и маммарных 
артерий (КМА). 

Цель исследования — проанализировать отечествен-
ную и зарубежную литературу, посвящённую использованию 
ИИ в диагностике различных типов кальцификации сосудов, 
а также обобщить прогностическую ценность кальцификации 

сосудов и оценить аспекты, препятствующие диагностике 
кальцификации сосудов без применения ИИ. 

МАТЕРИАЛЫ И МЕТОДЫ
Авторы провели поиск публикаций в электронных 

базах данных PubMed, Web of Science, Google Scholar 
и eLibrary. Поиск проводился по следующим ключе-
вым словам: «artificial intelligence», «machine learning», 
«vascular calcification», «искусственный интеллект», «ма-
шинное обучение», «кальцификация сосудов». Поиск про-
водился во временном интервале с момента основания 
соответствующей базы данных до июля 2023 года. Авто-
ры независимо друг от друга провели анализ заголовков 
и аннотаций статей, после чего извлекался полный текст 
релевантных исследований. Кроме того, анализу подвер-
гали списки литературы релевантных исследований. 

РЕЗУЛЬТАТЫ
Основная методология включённых в обзор исследо-

ваний заключалась в сравнении диагностических способ-
ностей клиницистов и ИИ с применением одних и тех же 
изображений и последующей оценкой точности, скорости 
и других показателей. 

Участки возникновения сосудистых кальцификаций 
весьма разнообразны, что обусловливает их различную 
прогностическую ценность. В табл. 1 кратко представлена 
прогностическая ценность кальцификации сосудов в за-
висимости от локализации.

Кальцификация коронарных артерий
Один из инструментов прогнозирования сердечно-

сосудистого риска — Фрамингемская шкала, которая 

Таблица 1. Прогностическая ценность кальцификации сосудов в зависимости от локализации

Тип кальцификации сосудов Прогностическое значение

Кальцификация коронарных 
артерий

– маркёр выраженности атеросклероза коронарных артерий; 
– оценка риска развития сердечно-сосудистых заболеваний по Фрамингемской шкале; 
– предиктор ИБС; 
– маркёр кардиотоксичности при химиотерапии онкологических заболеваний

Кальцификация грудной аорты
– маркёр повышенного риска ИБС; 
– определение повышенного риска ишемического инсульта; 
– определение риска эмболии

Кальцификация брюшной аорты
– определение наличия обструктивной ИБС; 
– прогнозирование бессимптомного течения ИБС; 
– маркёр застойной сердечной недостаточности

Кальцификация сонных артерий

– маркёр атеросклероза сосудов головы и шеи; 
– определение риска развития инсульта; 
– прогнозирование риска развития неблагоприятных цереброваскулярных событий 
   у молодых людей

Кальцификация маммарных 
артерий

– определение риска сердечно-сосудистых событий у лиц женского пола; 
– ассоциация с хронической болезнью почек, сахарным диабетом и заболеваниями костей

Примечание. ИБС — ишемическая болезнь сердца.
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подразумевает оценку таких факторов риска, как возраст, 
пол и артериальное давление [7]. Однако в крупном про-
спективном исследовании с последующим наблюдением 
в течение 7 лет сообщалось, что ККА, диагностирован-
ная с помощью компьютерной томографии (КТ), может 
улучшить прогноз риска, полученный только с исполь-
зованием Фрамингемской шкалы. M.H. Criqui и соавт. 
в исследовании с периодом наблюдения 7,6 года пока-
зали, что оценка выраженности ККА, основанная на по-
казателях объёма и плотности сосуда, обладает хорошей 
прогностической ценностью [8]. Показатель объёма ККА 
положительно коррелировал с риском развития ишеми-
ческой болезни сердца (ИБС), в то время как показатель 
плотности ККА демонстрировал отрицательную корреля-
цию [8]. 

Степень ККА определяется путём перемножения ин-
теграла плотности кальцифицированных бляшек и пло-
щади кальцификации. Общее значение ККА представ-
ляет собой сумму результатов, рассчитанных на каждом 
уровне. Общепризнанно, что пожилые люди — основная 
группа риска развития ИБС [1]. Однако 12,5-летнее ис-
следование показало, что лица в возрасте от 32 до 46 лет 
даже при низкой степени выраженности ККА имели по-
вышенный риск развития ИБС и смерти [9]. Анализируя 
результаты данных исследований, можно сделать вывод, 
что информация, связанная с ККА, обладает высокой про-
гностической ценностью для определения риска сердеч-
но-сосудистых событий практически во всех возрастных 
группах. Взаимосвязь между степенью ККА и риском 
развития неблагоприятных сердечно-сосудистых событий 
представлена в табл. 2.

Кальцификация грудной аорты
Известно, что КГА широко распространена в популя-

ции пациентов с гипертонической болезнью [10]. Кроме 
того, неоднократно выявлялась связь между КГА и по-
вышенным риском ИБС и смерти [10, 11]. На основании 
исследования, включавшего 2618 человек, Y. Itani и соавт. 
установили, что КГА — эффективное средство оценки 
риска развития ишемического инсульта [12]. В исследо-
вании, проведённом на пациентах, имеющих показания 

к проведению сердечно-сосудистых операций, R. Lee 
и соавт. выявили, что предоперационный КТ-скрининг 
состояния КГА позволяет выявить зоны повышенного ри-
ска и снизить вероятность аортальной эмболии и инсуль-
та [13]. Таким образом, степень КГА позволяет не только 
прогнозировать риск развития сердечно-сосудистых ка-
тастроф, но и способствовать выявлению цереброваску-
лярных изменений.

Кальцификация брюшной аорты
В исследовании, проведённом с участием 58 пациен-

тов, было обнаружено, что показатель КБА, оценённый 
с использованием КТ, коррелирует со степенью выражен-
ности ККА. Отсутствие КБА, в свою очередь, позволяет 
исключить ИБС [14]. Кроме того, было показано, что КБА 
может быть использована в качестве дополнительного 
диагностического инструмента бессимптомного течения 
ИБС и независимого фактора риска развития застойной 
сердечной недостаточности [15, 16]. Известно также, 
что КБА имеет важное прогностическое значение по от-
ношению к костной системе. Y.Z. Bagger и соавт. провели 
исследование, включавшее 2662 здоровых женщины, 
находящихся в постменопаузе. Результаты исследова-
ния показали, что КБА коррелирует с повышением риска 
развития остеопороза проксимального отдела бедренной 
кости [17]. Кроме того, исследование P. Szulc и соавт., 
включавшее 5994 мужчины возрастом 65 лет, подтверди-
ло, что наличие КБА коррелирует с повышенным риском 
перелома бедренной кости у пожилых мужчин [18].

Кальцификация сонных артерий
КСА — важный предиктор цереброваскулярных забо-

леваний [19]. Кальцификация интракраниального отдела 
внутренних сонных артерий (КИК) служит важным маркё-
ром внутричерепной гипертензии у представителей раз-
личных этнических групп и тесно связана с риском разви-
тия инсульта [19–21]. Примечательно, что исследование, 
включавшее около 2000 пациентов, показало, что КИК 
широко распространена у лиц молодого возраста. Одна-
ко неясно, является ли КИК в молодом возрасте сходной 
с патологией, возникающей в более старшем возрасте, 
и, следовательно, может ли увеличивать риск развития 
инсульта в будущем [22].

Кальцификация артерий молочной железы
В исследовании, включавшем 213 пациенток, Z. Huang 

и соавт. выявили, что КМА коррелирует с ККА и тяже-
стью ИБС [23]. Е.В. Бочкарева и соавт. проанализирова-
ли 4274 цифровые маммограммы женщин в возрастном 
диапазоне 40–93 лет. Авторы выявляли статистически 
значимую сильную корреляцию между возрастом жен-
щины и наличием КМА [24]. Другие работы Е.В. Бочка-
ревой и соавт. наглядно продемонстрировали, что КМА 
связана с развитием хронической болезни почек, сахар-
ного диабета, цереброваскулярных заболеваний, а также 

Таблица 2. Взаимосвязь между степенью кальцификации коро-
нарных артерий и риском развития неблагоприятных сердечно-
сосудистых событий

Оценка кальцификации 
коронарных артерий Риск кальцификации

0 Отсутствует

1–10 Низкий

11–100 Средний

101–400 Выше среднего

>401 Высокий

SYSTEMATIC REVIEWS
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с нарушением минеральной плотности костной ткани 
[25–27]. К сожалению, пациенты женского пола имеют 
недостаточное представление о сердечно-сосудистых 
заболеваниях, которые являются одной из наиболее 
серьёзных угроз для здоровья женщин [28]. Таким обра-
зом, учитывая факт доступности оценки КМА и её диагно-
стической ценности, отражающей сердечно-сосудистый 
риск у женщин, врачи инструментальной диагностики 
должны уделять должное внимание данной проблеме.

Трудности инструментальной диагностики 
кальцификации сосудов

Анализ развития службы лучевой диагностики в Рос-
сийской Федерации за 2014–2019 гг. показал, что объём 
медицинских изображений ежегодно растёт, и врачам 
отделений инструментальной диагностики приходится 
интерпретировать изображения каждые 3–4 секунды 
в течение 8-часового рабочего дня [29]. Исследование 
физического состояния 40 специалистов инструмен-
тальной диагностики до и после рабочего дня показало, 
что после работы в течение 1 дня значительно снижается 
концентрация внимания и усиливаются симптомы асте-
нопатии [30]. По имеющимся данным, 75% исков, каса-
ющихся дефектов оказания медицинской помощи среди 
врачей инструментальной диагностики связаны с диагно-
стическими ошибками [31]. 

Точное определение степени кальцификации сосу-
дов — сложная задача. Форма кальцифицированных 
очагов изменчива и подвержена различным нарушениям. 
Например, с целью диагностики ККА используются раз-
личные модификации КТ [32], однако они требуют допол-
нительного оснащения, что увеличивает экономическую 
нагрузку на медицинскую организацию, а также лучевую 
нагрузку на пациента (которая может быть снижена, если 
установить диагноз с помощью стандартных методов). 
Кроме того, не во всех случаях врачи-рентгенологи оце-
нивают отражённую на снимках сосудистую кальцифи-
кацию, что может использоваться для косвенной оценки 
кальциноза коронарного русла, но золотым стандартом 
является КТ с кардиосинхронизацией и определённой об-
ластью исследования (FOV) [33, 34].

Роль искусственного интеллекта в оценке 
кальцификации артерий

Кальцификация коронарных артерий
Впервые автоматическое определение степени ККА 

с помощью ИИ было проведено в 2007 году. Для каждо-
го кандидата было разработано 64 признака, после чего 
был применён метод кластеризации ближайших соседей, 
являющийся метрическим алгоритмом для автоматиче-
ской классификации объектов или регрессии, который по-
зволил достичь точности 73,8% [35]. В последующие годы 
активно изучались различные методы проектирования 
характеристик, включая пространственные и геометриче-
ские [36–38]. Поскольку выбор объектов на изображениях, 

полученных с использованием неконтрастной КТ, вызыва-
ет технические сложности, более популярным методом 
стала регистрация информации, полученной с исполь-
зованием изображений КТ с определением коронарного 
кальция [39–41]. Для определения коронарного кальци-
ноза принято использовать электрокардиографическую 
(ЭКГ) синхронизацию для получения изображения в диа-
столическую фазу, с последующей реконструкцией «сши-
ванием» изображений. Алгоритм, использующий машину 
опорных векторов, достиг чувствительности 98,9% и про-
гностической ценности 94,8% [42]. Подобные алгоритмы 
машинного обучения активно применялись до 2016 года, 
но ввиду необходимости ручного управления их примене-
ние было сопряжено с определёнными трудностями [42]. 

Для дальнейшего повышения эффективности в ка-
честве основного варианта была выбрана искусственная 
нейронная сеть (ИНС) с глубоким обучением (ГО) [43]. 
Первоначально эффективность ГО была неудовлетвори-
тельной, однако благодаря постоянному совершенство-
ванию ИНС исследователям удалось добиться повыше-
ния эффективности, точного, автоматического подсчёта 
баллов [44–51]. 

B.D. de Vos и соавт. в исследовании по определению 
ККА выявили, что результаты, полученные с использо-
ванием ГО, практически полностью совпали с результа-
тами, рассчитанными вручную, а определение индекса 
Агатстона (золотой стандарт КТ-метода подсчёта каль-
ция в клинической практике) было выполнено менее чем 
за 0,3 секунды [52]. 

Алгоритм U-Net является расширением ИНС, целью 
которого служит достижение более эффективного обу-
чения с использованием меньшего количества ресурсов 
[53]. N. Gogin и соавт. в проведённом исследовании под-
твердили эффективность ГО на основе архитектуры U-Net, 
производительность которой оказалась очень близка 
к показателям других алгоритмов [46]. U-Net правильно 
классифицировала риски в 86% случаев. Важно отметить, 
что применение U-Net позволяет напрямую вводить изо-
бражение без потери пиксельной информации [49].

КТ с ЭКГ-синхронизацией получила менее широкую 
распространённость в мире по сравнению с КТ без при-
менения ЭКГ [54]. В случае повышения достоверности 
информации о ККА, полученной без применения ЭКГ, 
возможно сократить количество КТ-исследований, сни-
зив экономические затраты и уменьшив лучевую нагрузку 
[55]. Наличие большого количества помех и артефактов 
значительно снижает точность ручного определения ККА 
с помощью КТ без ЭКГ [56]. 

ИИ сыграл большую роль в диагностике ККА с при-
менением КТ без ЭКГ. I. Isgum и соавт. более 10 лет назад 
выявили, что алгоритмы машинного обучения позволяют 
достичь точности, равной 82,2%, в оценке по шкале Агат-
стона при использовании низкодозовой КТ грудной клет-
ки [57]. Многие исследователи стремились нивелировать 
уровень помех и артефактов, а также уменьшить влияние 
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некальцифицированных компонентов (стенты) на диагно-
стику. Разработанные ими алгоритмы ГО позволили по-
высить ценность изображений низкого качества [58, 59]. 
Z. Sun и соавт. продемонстрировали, что алгоритмы ГО 
улучшали соотношение сигнал/шум низкодозовой КТ 
на 27,7%, а специфичность выявления ККА увеличилась 
на 41% за счёт удаления артефактов [60]. Важно отметить, 
что доля случаев правильной интерпретации КТ без ЭКГ 
составила всего 70%, однако коэффициент корреляции 
между результатами с применением ИИ и ручного анали-
за составил 0,923 [56]. 

В другом исследовании, проведённом B. Yacoub и со-
авт., было установлено, что при выявлении ККА на не-
контрастной КТ грудной клетки чувствительность, спе-
цифичность и площадь под кривой (AUC), полученные 
с применением ИИ, превосходят результаты, полученные 
вручную. Это позволяет предположить, что эффектив-
ность применения ИИ при проведении КТ без ЭКГ может 
быть выше, чем при человеческой оценке [34]. Кроме 
того, в одном из исследований эффективность ИИ с при-
менением КТ без ЭКГ была подтверждена в 4 различных 
центрах. Во всех выборках были получены высокие по-
казатели чувствительности и положительная прогности-
ческая ценность, что повышает качество полученных ре-
зультатов [61]. Следует отметить, что в настоящее время 
применение ИИ в диагностике ККА на основе КТ без ЭКГ 
является достоверным методом оценки данных.

Примечательно, что исследователи начали применять 
возможности ИИ по диагностике ККА и на других устрой-
ствах — например, при анализе рентгенограммы грудной 
клетки [62]. P.I. Kamel и соавт. разработали классифика-
цию суммарных показателей кальция на рентгенограммах 
грудной клетки с использованием глубокой ИНС, что про-
демонстрировало возможность снижения применения 
КТ у ряда пациентов [63]. При этом для выявления ККА 
в этом исследовании AUC достигла 0,73 и 0,7 на снимках 
в переднезадней и боковой проекциях соответственно. 
Кроме того, в одном из исследований была предложе-
на нейронная сеть, позволяющая в течение нескольких 
секунд анализировать изображения, полученные при ин-
вазивной коронарной ангиографии, и выявлять ККА с ко-
эффициентом F1, равным 0,802 [64].

Кальцификация грудной аорты
По сравнению с ККА точность выявления КГА при КТ 

не зависит от интенсивности сокращения сердца [65]. 
Например, I. Isgum и соавт. выявили КГА в 97,9% слу-
чаев с использованием метода k-ближайших сосе-
дей, что коррелировало с результатами, полученны-
ми при ручном исследовании [65]. В последние годы 
применение ГО позволило одновременно определять 
ККА и КГА [66]. Аналогичной позиции придерживаются 
S.G.M. van Velzen и соавт., применившие описанные ме-
тоды к различным видам КТ (включая КТ с определением 
коронарного кальция, низкодозную КТ грудной клетки 

и позитронно-эмиссионную КТ), при этом коэффициент 
внутриклассовой корреляции варьировал от 0,68 до 0,98 
[67]. Следует отметить, что в исследовании с использова-
нием свёрточной нейронной сети для обнаружения КГА 
была достигнута чувствительность 98,4%, что позволило 
не только дифференцировать КГА в восходящей и нисхо-
дящей частях аорты, а также в её дуге, но и определить 
выраженность риска [68]. Таким образом, применение ИИ 
с автоматической оценкой ККА и КГА является неотъем-
лемой частью работы врачей-рентгенологов.

Кальцификация брюшной аорты
Благодаря прогрессу в области ГО была реализо-

вана возможность автоматического определения КБА, 
что было подтверждено в двух исследованиях [69, 70]. 
Двухэнергетическая рентгеновская абсорбциометрия — 
метод диагностики, позволяющий оценить риски возник-
новения переломов. Рост использования этого метода 
открывает возможности для применения автоматиза-
ции оценки КБА, однако в силу технических сложностей 
он не используется для рутинного выявления КБА. S. Reid 
и соавт. классифицировали КБА с помощью свёрточной 
нейронной сети на основе денситометрии, достигнув вы-
сокой степени соответствия с результатами, полученными 
вручную, а показатель Kappa составил 0,71 [69]. Стоит от-
метить, что по сравнению с двухэнергетической рентге-
новской абсорбциометрией КТ демонстрирует очевидные 
преимущества в количественной оценке кальцификации 
аорты. P.M. Graffy и соавт. удалось успешно реализо-
вать автоматическое выявление КБА с применением КТ 
брюшной полости у более чем 9000 пациентов, объясняя 
это применением Mask Region-based Convolutional Neural 
Network [70]. На основе количественных данных в рамках 
этого исследования также была проведена оценка рас-
пространённости КБА, что повышает значимость ИИ. 

Подводя итог, можно сказать, что автоматическая 
количественная оценка КБА может быть реализована 
с применением ИИ, однако количество имеющихся дан-
ных резко ограничено.

Кальцификация сонных артерий
Кальцификация как экстракраниального, так и интра-

краниального отделов внутренних сонных артерий мо-
гут быть диагностированы при использовании КТ с ИИ 
[71–73]. G. Bortsova и соавт. в проведённом исследовании 
использовали 4 сети ГО со структурой, аналогичной U-Net, 
при этом точность обнаружения КИК оказалась выше, чем 
при ручной оценке, — с чувствительностью 83,8% и про-
гностической ценностью 88% [73]. Ручная оценка КИК 
требует тщательного анализа, а также чревата ошибками 
и подвержена риску появления схожих структур (напри-
мер, костные кальцификаты). Ввиду этого большое значе-
ние имеет высокая точность, демонстрируемая ГО.

Наиболее существенные отличия КСА от других сосуди-
стых кальцификаций может выявить магнитно-резонансная 
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томография (МРТ) [71]. В более ранних исследованиях точ-
ность выявления кальцификации при использовании МРТ 
была низкой [71]. Однако применение SNAP (simultaneous 
non-contrast angiography and intraplaque hemorrhage) поз-
волило улучшить способность распознавания кальцифика-
ции с использованием МРТ. При использовании SNAP все 
сигналы инвертируются инверсионным импульсом, после 
чего выполняется Т1-взвешенное восстановление инвер-
сии и контрольное сканирование, взвешенное по протон-
ной плотности с помощью двухградиентного эхо, что даёт 
отличный эффект при визуализации сосудов черепа и шей-
ного отдела позвоночника [74]. Несмотря на то, что SNAP 
успешно выявляет кальцификацию, он подвержен влиянию 
артефактов при движении, а время проведения исследо-
вания относительно велико. Данная проблема может быть 
решена с помощью Goal-SNAP и быстрого SNAP [75, 76]. 
В данном исследовании такие алгоритмы машинного обу-
чения, как метод случайного леса, схожи с ИНС в отношении 
обнаружения кальцификации, но ГО может быть эффектив-
нее по отношению к сегментированию сосудистых компо-
нентов, что требует проведения дальнейших исследований.

Кальцификация артерий молочной железы
КМА визуализируется на маммограммах, однако про-

явления кальцификации весьма разнообразны. Они могут 
быть раздвоенными, перекрытыми, усечёнными, а также 
иметь различную интенсивность [77]. Такая сложность за-
трудняет ручную количественную оценку КМА. 

Маммография, являясь методом лучевой диагно-
стики, который применяют для скрининга, нацеленного 
на выявление рака молочной железы, введена в объём 
профилактического медицинского осмотра и диспансе-
ризации с 2012 г. Ежегодно частота проведения этого 
исследования, соответственно регламентам Министер-
ства здравоохранения Российской Федерации, увеличи-
вается [78]. 

В отношении данного вопроса ряд авторов рассма-
тривает применение ГО. Было предложено нарезать 
маммограммы на участки, что необходимо ввиду боль-
шого объёма данных для прямого ввода [53]. 12-слойная 
свёрточная нейронная сеть описывает обнаружение КМА 
как задачу второго порядка [28]. Несмотря на то, что она 
успешно различала наличие или отсутствие КМА, ко-
личественная оценка её результатов была недостаточ-
на точной [28]. Кроме того, анализ и обработка данных 
проводились достаточно медленно из-за необходимости 
отдельной обработки каждого участка. Впоследствии ис-
следователи усовершенствовали свёрточную нейронную 
сеть с учётом описанных недостатков, предложив исполь-
зовать простую контекстную U-сеть (SCU-Net) и плотную 
U-сеть (DU-Net) [33, 53]. SCU-Net — это упрощённая вер-
сия U-Net, которая преодолевает проблему, связанную 
с тем, что на КМА приходится менее 1% изображений, тем 
самым создавая большое количество данных и нарушая 
эффективное обучение системы. DU-Net также позволяет 

избежать данной проблемы, значительно повышая эф-
фективность свёрточной нейронной сети, и имеет точность 
91,47% и чувствительность 91,22% [53].

Подводя итог, можно сказать, что ГО, используемое 
для автоматического определения КМА, достигло высо-
кого уровня, однако не существует надёжного общедо-
ступного набора данных для унификации в этой области, 
поэтому необходимо продолжать исследования в данном 
направлении.

ОБСУЖДЕНИЕ
Как было отмечено выше, ИИ может облегчить и улуч-

шить деятельность врачей инструментальной диагностики 
по вопросам кальцификации сосудов, выполняя предва-
рительный скрининг и повышая эффективность обработки 
данных.

Точность применения ИИ в диагностической рентге-
нологии связана с алгоритмами ИИ и характеристикой 
изображений. Эффективность деятельности алгоритмов 
машинного обучения и ГО достигла значительного про-
гресса, что способствует улучшению диагностической 
ценности данных методик. По мере развития технологий 
визуализации качество изображений постоянно улучша-
лось, что положительно сказалось на эффективности диа-
гностики. Возможности ИИ связаны с высоким качеством 
баз данных, необходимых для обучения, что также может 
быть полезно при создании общедоступных баз данных 
или тестовых платформ. Таким образом, в будущем ин-
женеры и врачи должны стремиться к развитию диа-
гностических возможностей ИИ, основываясь на самом 
алгоритме ИИ и качестве изображений.

Важно отметить, что хоть ИИ показал удовлетвори-
тельный результат при 5 типах сосудистой кальцифика-
ции, он имеет потенциальную ценность и при таком типе 
обызвествления, как кальцификация почечных артерий, 
прогностическая ценность которой при артериальной 
гипертензии и протеинурии была подтверждена [79]. 
В то же время количество исследований, посвящённых 
КБА и КСА невелико, что вызывает ещё больший инте-
рес относительно их изучения. Сравнение эффективности 
ИИ в диагностике каждого типа кальцификации сосудов 
представлено в табл. 3.

ЗАКЛЮЧЕНИЕ
ИИ отлично зарекомендовал себя в диагностике со-

судистой кальцификации. Помимо повышения точности 
и эффективности, способности к детализации превос-
ходят возможности ручного метода диагностики. ИИ 
достиг уровня, позволяющего помогать врачам инстру-
ментальной диагностики в автоматическом выявлении 
кальцификации сосудов. Возможности ИИ могут способ-
ствовать эффективному развитию рентгенологии в бу-
дущем.
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Таблица 3. Сравнение результатов применения искусственного интеллекта в диагностике 5 типов кальцификации сосудов

Тип сосудистой 
кальцификации

Количество 
исследований

Применение 
рентгенографии

Применение 
КТ

Применение 
МРТ Применение ГО

Кальцификация 
коронарных 
артерий

Большое Да Да Нет

Пиксельная и сквозная ГО 
в сочетании с ГАН снижает 

уровень помех и артефактов, 
что делает надёжной 

автоматическую оценку ККА 
и позволяет достоверно оценить 

результаты

Кальцификация 
грудной аорты Среднее Нет Да Нет

ГО обеспечивает автоматическое 
определение КГА и КСА, 

позволяя оценивать результаты 
на разных участках аорты

Кальцификация 
брюшной аорты

Малое, требуется 
большее 

количество 
исследований

Да Да Нет

Такие методы ГО, 
как Mask Region-CNN, 

позволяют проводить точную 
количественную оценку КБА 
при использовании ДРА и КТ

Кальцификация 
сонных артерий

Малое, требуется 
большее 

количество 
исследований

Нет Да Да

Эффективность ГО, по-видимому, 
близка к эффективности МО 
и превосходит возможности 
человека с дополнительной 

возможностью использования 
МРТ

Кальцификация 
маммарных 
артерий

Среднее Да Нет Нет
U-Net, SCU-Net, DU-Net и другие 
усовершенствованные системы 

ГО способствуют выявлению КМА

Примечание. ГАН — генеративно-состязательная сеть; ГО — глубокое обучение; ДРА — двухэнергетическая рентгеновская абсорбциометрия; 
КБА — кальцификация брюшной аорты; КГА — кальцификация грудной аорты; ККА — кальцификация коронарных артерий; КМА — кальци-
фикация маммарных артерий; КТ — компьютерная томография; МО — машинное обучение; МРТ — магнитно-резонансная томография; Mask 
Region-CNN — Mask Region-based Convolutional Neural Network; SCU-Net — простая контекстная U-сеть; DU-Net — плотная U-сеть. 
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Перспективы применения компьютерного зрения 
для выявления камней в мочевыделительной 
системе и новообразований печени и почек 
на изображениях компьютерной томографии 
органов брюшной полости и забрюшинного 
пространства
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АННОТАЦИЯ
В работе представлен селективный обзор литературы, посвящённый использованию алгоритмов компьютерного зре-
ния для диагностики новообразований печени и почек, а также камней в мочевыделительной системе на изображе-
ниях компьютерной томографии органов брюшной полости и забрюшинного пространства.
В обзор были включены статьи, опубликованные за период с 01.01.2020 по 24.04.2023 гг.
В задаче сегментации печени и её новообразований алгоритмы, оперирующие пикселями, показали наибольшие зна-
чения параметров диагностической точности (точность достигает 99,6%; коэффициент сходства Дайса — 0,99). Задачи 
классификации новообразований печени на текущий момент лучше решаются воксельными алгоритмами (точность 
до 82,5%).
Сегментация почек и их новообразований, а также классификация опухолей почек одинаково хорошо выполняются 
алгоритмами, анализирующими как пиксели, так и воксели (точность достигает 99,3%, коэффициент сходства Дай-
са — 0,97).
Алгоритмы компьютерного зрения в настоящее время также способны с высокой степенью точности определять кон-
кременты в мочевыделительной системе размерами от 3 мм (точность достигает 93,0%).
Таким образом, существующие алгоритмы компьютерного зрения позволяют не только эффективно выявлять новооб-
разования печени и почек, а также конкременты в мочевыделительной системе, но и с высокой точностью определять 
их количественные и качественные характеристики.
Более высокая точность определения вида новообразования может быть достигнута за счёт оценки воксельных 
данных, поскольку в этом случае алгоритм анализирует новообразование полностью в трёх измерениях, а не только 
в плоскости одного среза.

Ключевые слова: компьютерная томография; нейронные сети; глубокое машинное обучение; органы брюшной 
полости; мочекаменная болезнь; образования почек; образования печени.
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Prospects of using computer vision technology to detect 
urinary stones and liver and kidney neoplasms on 
computed tomography images 
of the abdomen and retroperitoneal space
Yuriy A. Vasilev1,2, Anton V. Vladzymyrskyy1,3, Kirill M. Arzamasov1, David U. Shikhmuradov1, 
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3 I.M. Sechenov First Moscow State Medical University, Moscow, Russia

ABSTRACT
The article presents a selective literature review on the use of computer vision algorithms for the diagnosis of liver and 
kidney neoplasms and urinary stones using computed tomography images of the abdomen and retroperitoneal space. The 
review included articles published between January 1, 2020, and April 24, 2023. Pixel-based algorithms showed the greatest 
diagnostic accuracy parameters for segmenting the liver and its neoplasms (accuracy, 99.6%; Dice similarity coefficient, 0.99). 
Voxel-based algorithms were superior at classifying liver neoplasms (accuracy, 82.5%). Pixel- and voxel-based algorithms 
fared equally well in segmenting kidneys and their neoplasms, as well as classifying kidney tumors (accuracy, 99.3%; Dice 
similarity coefficient, 0.97). Computer vision algorithms can detect urinary stones measuring 3 mm or larger with a high degree 
of accuracy of up to 93.0%. Thus, existing computer vision algorithms not only effectively detect liver and kidney neoplasms and 
urinary stones but also accurately determine their quantitative and qualitative characteristics. Evaluating voxel data improves 
the accuracy of neoplasm type determination since the algorithm analyzes the neoplasm in three dimensions rather than only 
the plane of one slice.

Keywords: computed tomography; neural networks; deep learning; abdomen; urolithiasis; renal neoplasms; liver neoplasms.
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计算机视觉在腹部和腹膜后计算机断层扫描图片上检
测泌尿系统结石和肝肾肿块的应用前景
Yuriy A. Vasilev1,2, Anton V. Vladzymyrskyy1,3, Kirill M. Arzamasov1, David U. Shikhmuradov1, 
Andrey V. Pankratov1, Iliya V. Ulyanov1, Nikolay B. Nechaev1

1 Research and Practical Clinical Center for Diagnostics and Telemedicine Technologies, Moscow, Russia;
2 National Medical and Surgical Center Named after N.I. Pirogov, Moscow, Russia;
3 I.M. Sechenov First Moscow State Medical University, Moscow, Russia

摘要

本文对计算机视觉算法在腹部和腹膜后计算机断层扫描图片被用于诊断肝肾肿块以及泌尿系

统结石的情况进行了有选择性的文献综述。

综述中的文章发表于2020年1月1日至2023年4月24日。

在肝脏及其肿块的分割任务中，使用像素算法显示出最高的诊断准确率参数值（准确率达到

99.6%；Dice相似系数为0.99）。目前，基于体素的算法能较好地解决肝肿块分类任务（准

确率高达82.5%）。

通过分析像素和体素的算法，肾脏及其肿块的分割和肾肿块的分类同样出色（准确率达到

99.3%，Dice相似系数为0.97）。

现在，计算机视觉算法也能高度准确地检测出泌尿系统中3毫米及以上大小的结石（准确率

达到93.0%）。

因此，现有的计算机视觉算法不仅能有效检测肝肾肿块以及泌尿系统中的结石，还能高度准

确地确定它们的定量和定性特征。

通过评估体素数据，可以提高肿块类检测的准确度。在这种情况下，算法会对整个肿块进行

三维分析，而不仅只是在一个切片的平面上进行分析。

关键词：电子计算机断层扫描；神经网络；深度机器学习；腹部器官；泌尿系结石病；肾肿

块；肝肿块。
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ВВЕДЕНИЕ
За последние несколько лет лучевая диагностика 

претерпела ряд существенных изменений. В частности, 
началось активное использование технологий, основан-
ных на компьютерном зрении, при интерпретации изо-
бражений компьютерной томографии (КТ) с целью улуч-
шения и ускорения диагностики заболеваний, а также 
снижения нагрузки на медицинский персонал [1–3]. Ряд 
алгоритмов искусственного интеллекта, анализирующих 
КТ-изображения органов грудной клетки, уже продемон-
стрировали высокие показатели точности по отдельным 
нозологиям (площадь под ROC-кривой достигла 0,88) [3].

Активно развивается компьютерное зрение и в диагно-
стике патологии органов брюшной полости. Количество ра-
бот, посвящённых данному вопросу, которые были опубли-
кованы на ресурсе PubMed, выросло в 12 раз за последние 
пять лет (с 34 в 2018 г. до 411 в 2022 г.). Бурный рост коли-
чества научных исследований может быть обусловлен уве-
личением доступности КТ для населения, достаточно боль-
шим и пополняющимся перечнем выявляемых заболеваний, 
а также высокой точностью их верификации с помощью КТ.

На текущий момент уже доступны готовые решения, 
основанные на технологиях компьютерного зрения, ко-
торые способны обнаруживать такие распространённые 
патологии, как новообразования печени и почек, а также 
конкременты в мочевыделительной системе на КТ орга-
нов брюшной полости и забрюшинного пространства [4].

В основе таких решений лежат алгоритмы, которые 
по своей функции делятся на два вида: 

1. выделяющие (сегментирующие) органы и их пато-
логию;

2. классифицирующие патологию.
В то же время описываемые решения демонстрируют 

разный уровень диагностической точности, что в опре-
делённой мере может быть обусловлено архитектурой, 
лежащей в основе сетей глубокого обучения и алгорит-
мов компьютерного зрения. Наибольшую популярность 
в области классификации на текущий момент имеют ар-
хитектуры глубокого машинного обучения, основанные 
на свёрточных нейронных сетях [5].

Настоящий обзор посвящён изучению диагностиче-
ской точности алгоритмов компьютерного зрения, пред-
назначенных для обнаружения новообразований печени 
и почек, конкрементов в мочевыделительной системе 
на КТ-изображениях, в зависимости от назначения дан-
ных алгоритмов (сегментация или классификация), а так-
же архитектуры, лежащей в их основе. 

МЕТОДИКА ПОИСКА
Проведено аналитическое исследование: селективный 

обзор литературы, фокусом которого являлись алгорит-
мы, предназначенные для первичной диагностики и ра-
ботающие с такими распространёнными заболеваниями, 

как новообразования печени и почек, а также мочека-
менная болезнь.

Несмотря на то, что довольно распространёнными 
являются также и некоторые другие опухоли (например, 
опухоли поджелудочной железы), которые могут быть 
выявлены на КТ органов брюшной полости и забрюшин-
ного пространства, в настоящем обзоре внимание авторов 
было сфокусировано исключительно на новообразованиях 
печени, почек и конкрементах в мочевыводящей системе. 
Работ, посвящённых использованию компьютерного зре-
ния для обнаружения опухолей других органов данных 
анатомических областей, существенно меньше, или такие 
работы отсутствуют.

Поиск научных публикаций осуществлялся с помо-
щью интернет-сервиса PubMed (доступ от 31.04.2023) 
по комбинациям ключевых слов: [“Deep Learning”, “Neural 
Network”, “Artificial intelligence”] + [“Liver tumor”, “Kidney 
tumor”, “Hepatocellular carcinoma”, “Kidney Stone”] + “Com-
puted Tomography”. 

Кроме того, был произведён поиск в электронной 
библиотеке научных публикаций и национальной инфор-
мационно-аналитической системе Российского индекса 
научного цитирования eLibrary (доступ от 31.04.2023) 
по ключевым словам «Искусственный интеллект» + «ком-
пьютерная томография» за период с 2019 года по настоя-
щее время, однако работ, посвящённых непосредственно 
алгоритмам глубокого обучения для диагностики патоло-
гии органов брюшной полости и забрюшинного простран-
ства, не найдено. 

Из исследований, найденных с помощью интернет-
сервиса PubMed, в анализ включены работы, в кото-
рых алгоритмы компьютерного зрения использовались 
для сегментации и классификации целевой патологии 
на КТ-снимках органов брюшной полости и забрюшин-
ного пространства, была описана архитектура алгоритма 
глубокого обучения и представлен результат работы ал-
горитма с помощью одного из показателей: коэффици-
ента сходства Дайса в задачах сегментации и точности, 
F1-меры или площади под ROC кривой (AUC) в задачах 
классификации [6].

Глубина поиска ограничивалась периодом с 01.01.2020 
по 24.04.2023. 

РЕЗУЛЬТАТЫ
Таким образом, в обзор включена 21 работа, данные 

из которых представлены в Приложении 1. В отобранных 
работах был произведён анализ представленной архитек-
туры, а также оценены диагностические метрики. Произ-
ведено сопоставление с другими публичными работами, 
не попавшими в анализ.

Новообразования печени
Наиболее информативными методами диагностики 

новообразований печени на сегодняшний день являются 
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КТ c контрастным усилением, а также магнитно-резонанс-
ная томография [7]. При этом КТ по сравнению с магнит-
но-резонансной томографией имеет ряд преимуществ, 
таких как распространённость оборудования, подготов-
ленность специалистов, скорость исследования и эконо-
мическая эффективность [8]. Использование контрастного 
усиления является стандартным подходом при подозре-
нии на новообразование печени ввиду малой информа-
тивности бесконтрастных исследований. Тем не менее 
при ряде других заболеваний большое количество КТ-
исследований органов брюшной полости выполняется 
без контраста. Способность алгоритмов компьютерного 
зрения определять новообразования печени и на натив-
ных КТ-изображениях могла бы использоваться для скри-
нинга данной патологии [9–11].

В задачах сегментации печени и её новообразований 
наиболее часто используется архитектура U-Net и её моди-
фикации (в частности использование блоков ResNet), пока-
зывающие достаточно высокую диагностическую точность. 
Наибольшие показатели в задаче сегментации печени 
и её опухолей были получены в работе H. Rahman и соавт. 
при использовании ResUNet: коэффициент сходства Дайса 
составил 0,99, точность — 99,6% [12]. Пример сегментации 
новообразования печени представлен на рис. 1.

Алгоритмы, оперирующие пикселями (двухмерны-
ми изображениями) для сегментации, показали лучшие 
диагностические метрики в сравнении с алгоритмами, 
использующими воксели (трёхмерные изображения) 
[12–18]. 

В задачах по классификации образований печени 
можно отметить, что диагностические показатели лучше 
у воксельных алгоритмов. При этом уже сейчас можно 

увидеть, что данные алгоритмы с высокой степенью до-
стоверности позволяют классифицировать образования 
на доброкачественные и злокачественные (точность до-
стигает 82,5%). Точность определения конкретного вида 
злокачественных опухолей в настоящий момент является 
более низкой и достигает лишь 73,4% [19, 20].

Несмотря на развитие и повсеместное использование 
глубокого машинного обучения, стоит отметить, что неко-
торые классические алгоритмы машинного обучения (на-
пример, support vector machine — SVM) также показыва-
ют высокие диагностические метрики при классификации 
опухолей печени: точность достигает 84,6% [19, 21].

Сегодня на базе Государственного бюджетного учреж-
дения здравоохранения города Москвы «Научно-практи-
ческий клинический центр диагностики и телемедицин-
ских технологий Департамента здравоохранения города 
Москвы» проводится работа по созданию алгоритма ком-
пьютерного зрения для сегментации и дифференциров-
ки патологических образований печени внутри классов 
с использованием контрастного усиления. Пример работы 
представлен на рис. 2. 

Новообразования почек
В 27–50% случаев объёмные образования почек про-

текают бессимптомно и выявляются случайно [22]. КТ по-
зволяет не только определить локализацию и размеры 
опухоли, но и оценить её взаимоотношение с почечной 
лоханкой и крупными сосудами. 

Наиболее часто для решения задачи сегментации почек 
и их новообразований в проанализированных работах ис-
пользуется архитектура U-Net и её модификации. На теку-
щий момент коэффициент сходства Дайса при сегментации 

Рис. 1. Пример сегментации новообразования печени, выполненной одним из алгоритмов.
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почек достигает 0,97 при использовании архитектуры 
3D U-Net [23]. С помощью этой же архитектуры был получен 
наибольший коэффициент сходства Дайса в задаче сегмен-
тации опухолей почек (0,84) и кист почек (0,54). Таким об-
разом, точность сегментации новообразований почек пока 
уступает точности сегментации самих почек.

Кроме того, важно отметить, что показатели диа-
гностической точности при сегментации почки и её но-
вообразований на КТ-срезах у архитектур, оперирующих 

вокселями, оказались не хуже, чем у классических алго-
ритмов, оперирующих пикселями [23–26]. 

Другие архитектуры (например, EffectiveNet) также де-
монстрируют высокие значения коэффициента сходства 
Дайса при сегментации почек и их новообразований (до 
0,95) [27, 28]. Пример сегментации новообразований по-
чек представлен на рис. 3. 

Для решения задач классификации новообразова-
ний почек используются как классические алгоритмы 

Рис. 2. Пример сегментации новообразования печени, выполненной алгоритмом на изображении компьютерной томографии 
с контрастным усилением.

Рис. 3. Пример сегментации новообразования правой почки.
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машинного обучения, так и алгоритмы, основанные 
на глубоком машинном обучении [24, 26, 29–31]. Наи-
большую точность (99,3%) показывают архитектуры 
Swin Transformers [29]. 

В условиях ограниченности данных хорошо проявля-
ют себя классические алгоритмы машинного обучения 
и архитектуры прямого распространения [26]. Так же, 
как и в задаче сегментации почек и их опухолей, при ре-
шении задачи классификации архитектуры, использую-
щие воксели, не уступают по точности архитектурам, ис-
пользующим пиксели [31].

Мочекаменная болезнь
Мочекаменная болезнь находится на втором месте 

по выявляемости среди урологических заболеваний 
[32]. При этом заболеваемость мочекаменной болезнью 
и её распространённость среди взрослого населения 
неуклонно растут во всех регионах Российской Федера-
ции. Согласно исследованию Н. Гаджиева и соавт., рас-
пространённость мочекаменной болезни увеличилась 
на 35,4% за 15-летний период, а заболеваемость вы-
росла на 16,2% [33].

В диагностике мочекаменной болезни КТ забрюшин-
ного пространства является золотым стандартом, поз-
воляющим определить локализацию, форму, размеры 
и количество рентген-контрастных конкрементов с чув-
ствительностью до 96% и специфичностью до 100% [34].

В проанализированных статьях отмечается прямая 
зависимость точности определения конкрементов от их 
размера. С увеличением размера конкрементов уровень 
точности для алгоритмов, основанных на свёрточных 
нейронных сетях, растёт [35, 36]. Так, камни размером 
менее 1 см обнаруживаются с точностью 85%, размером 

от 1 до 2 см — с точностью 89%, размером более 2 см — 
с точностью 93%.

Наиболее высокую точность определения конкре-
ментов в мочевыводящей системе на сегодняшний 
день продемонстрировал алгоритм на основе трансфор-
меров (Swin Transformers) — 98% [29]. Пример обнару-
жения конкремента одним из алгоритмов представлен 
на рис. 4.

Сложности в использовании алгоритмов компьютер-
ного зрения для диагностики мочекаменной болезни 
при выявлении мелких конкрементов могут возникать 
при наличии мелких атеросклеротических бляшек в стен-
ках почечных артерий, плотность которых соответствует 
уратным конкрементам [36]. 

При этом современные технологии в области глубоко-
го машинного обучения и компьютерного зрения позволя-
ют при низкой лучевой нагрузке определять конкременты 
размерами от 3 мм, тогда как клинически значимыми счи-
таются конкременты размером от 5 мм [37].

Определение типа конкремента — один из наиболее 
важных факторов, влияющих на последующую лечебную 
тактику [35, 37]. В работах, посвящённых определению 
прогноза послеоперационного периода (в частности, 
безрецидивного течения), а также определению типа 
конкремента на основе технологий машинного обуче-
ния, используется множество различных характеристик, 
определяемых на основе КТ [38–41]. Ряд работ по исполь-
зованию двухэнергетической КТ (Dual-Energy CT, DECT) 
показывает возможность использования данного метода 
визуализации для определения в том числе и химическо-
го состава конкремента [42, 43], однако этот метод имеет 
ряд ограничений, в первую очередь он малоприменим 
в рутинной практике [44].

Рис. 4. Пример обнаружения конкремента одним из алгоритмов.
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Y. Cui и соавт. показали, что при использовании уз-
коспециализированных свёрточных нейронных сетей 
можно проводить оценку камней по шкале нефролито-
метрии S.T.O.N.E. с результатами, сопоставимыми с за-
ключениями врачей-рентгенологов [45]. Такой подход 
позволяет также оценивать прогностический фактор 
для пациентов [46].

ОБСУЖДЕНИЕ
В ряде работ исследования проводились на публич-

ных наборах данных, таких как LiTS, KiTS’19, 3D-IRCADb 
и других, которые содержат в себе преимущественно кон-
трастные исследования. В работах, где использовались 
собственные КТ-изображения, наборы данных в основном 
также состояли из контрастных исследований или вклю-
чали в себя смешанные данные. 

Согласно проанализированным публикациям, совре-
менное развитие алгоритмов глубокого машинного обу-
чения позволяет с высокой степенью точности проводить 
сегментацию печени (максимальный коэффициент сход-
ства Дайса — 0,99, средний — 0,92±0,09), а также сег-
ментацию почек (максимальный коэффициент сходства 
Дайса — 0,97, средний — 0,94±0,02) на КТ-изображениях 
(см. Приложение 1).

В задаче сегментации печени наибольшие значения 
показателей диагностической точности демонстриру-
ются алгоритмами, оперирующими пикселями (макси-
мальный коэффициент сходства Дайса — 0,99, сред-
ний — 0,97±0,01), тогда как в задаче сегментации почек 
воксельные алгоритмы не уступают пиксельным. Воз-
можно, это обусловлено разными размерами и разной 
плотностью данных паренхиматозных органов, а также 
историческими особенностями развития алгоритмов. Ис-
пользование вокселей требует большей производитель-
ности, подобные вычислительные системы в широком 
доступе стали появляться относительно недавно, и в на-
стоящее время они получают большую базу усовершен-
ствованных, основанных на пикселях алгоритмов, кото-
рые также продолжают развиваться в исследовательских 
центрах. 

Точность сегментации новообразований печени и по-
чек ниже точности сегментации самих этих органов. Не-
точность сегментации новообразований обусловлена пре-
имущественно неполнотой их сегментации. Правильное 
определение границ новообразований зависит от типа их 
роста и структуры, поэтому экзофитные гетерогенные об-
разования сегментируются лучше всего [23]. C этим же 
связана и низкая точность сегментации простых изоденс-
ных кист, гемангиом и т.д. [20]. 

Использование предобработки данных перед прове-
дением их через сегментирующий алгоритм позволяет 
частично решить данную проблему [27, 28]. K. Yildirim 
и соавт. показали, что анализ альтернативных срезов КТ, 
таких как сагиттальный или коронарный, алгоритмами 

глубокого машинного обучения также позволяет повы-
сить точность обнаружения патологии [47].

Согласно проанализированной литературе, для це-
лей классификации новообразований более обосновано 
использование вокселей, чем пикселей, так как по типу 
строения опухоли можно определить её природу [19, 26, 
31]. Технологии, основанные на глубоком обучении, по-
зволяют с высокой точностью классифицировать новооб-
разования органов брюшной полости на доброкачествен-
ные и злокачественные [19, 20, 31].

Полнота сегментации имеет большое значе-
ние для корректности последующей классификации. 
В настоящее время можно использовать комбинацию 
2D-алгоритмов для сегментации и 3D-алгоритмов — 
для классификации [19, 24]. Кроме того, использование 
комбинации алгоритмов глубокого машинного обучения 
в сочетании с алгоритмами классического машинного 
обучения (в том числе градиентный бустинг) может поз-
волить улучшить диагностические метрики [19]. В про-
анализированных работах можно выделить два варианта 
комбинации этих алгоритмов. L. Yang и соавт., а также 
M. Shehata и соавт. предлагают формировать признаки 
алгоритмическими методами и использовать их в сети 
прямого распространения [30, 31]. E. Trivizakis и соавт., 
а также X.L. Zhu и соавт., наоборот, формируют признаки 
из сетей глубокого обучения и классифицируют их на ал-
горитмах классического машинного обучения [19, 26].

Не менее важным аспектом является внедрение ар-
хитектуры трансформера для классификации новообра-
зований, но её использование лимитировано количеством 
данных для обучения. Для получения высоких метрик 
при использовании архитектур на основе трансформе-
ров требуется в разы больше данных для обучения, чем 
для сверхточных нейронных сетей [29].

В проанализированных работах используются стан-
дартные метрики оценки качества алгоритмов глубокого 
машинного обучения, но методология проведения иссле-
дований отличалась от работы к работе, что затрудняет 
адекватную сравнительную оценку диагностической точ-
ности. Дополнительным ограничением является непредо-
ставление большинством авторов 95% доверительного 
интервала полученных значений параметров диагности-
ческой точности, что не позволяет оценить достовер-
ность различий метрик, полученных при использовании 
различных архитектур нейронных сетей и подходов. Вне-
дрение методологии стандартизированной оценки может 
быть полезным для определения алгоритмов с лучшими 
результатами [48]. Дополнительно необходимо отметить 
ограниченность выборок в некоторых рассмотренных 
нами исследованиях. 

Другим направлением использования алгоритмов глу-
бокого машинного обучения является улучшение качества 
КТ-изображений, полученных при низкодозовых иссле-
дованиях. Например, F.R. Schwartz и соавт. предлагают 
использовать алгоритмы глубокого машинного обучения 
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для интерполяции и реконструкции данных при использо-
вании двухэнергетической КТ [49–51]. Благодаря такому 
подходу можно получать высокоэнергетические изобра-
жения при низкой дозе лучевой нагрузки. 

Таким образом, в настоящее время алгоритмы ком-
пьютерного зрения уже демонстрируют высокие пара-
метры диагностической точности при выявлении камней 
в мочевыделительной системе и новообразований печени 
и почек на КТ-изображениях. Следующая задача — это 
интеграция компьютерного зрения в работу медицинских 
организаций для улучшения и ускорения диагностики за-
болеваний, а также снижения нагрузки на медицинский 
персонал. Необходимы дальнейшие более масштабные, 
проспективные и тщательные исследования, оцениваю-
щие эффективность применения программного обеспе-
чения на основе технологий искусственного интеллекта 
для поиска новообразований органов брюшной полости 
в рамках скрининга, а также их качественная и количе-
ственная оценка с последующей верификацией резуль-
татов.

ЗАКЛЮЧЕНИЕ
Существующие системы компьютерного зрения 

для оценки КТ органов брюшной полости и забрюшин-
ного пространства позволяют не только эффективно вы-
являть новообразования печени и почек, а также кон-
кременты в мочевыделительной системе, но и с высокой 
точностью определять их количественные и качествен-
ные характеристики. Дальнейшее техническое развитие 
приведёт к эволюции 3D-алгоритмов глубокого обучения 
и улучшению их диагностической точности, что в свою 
очередь позволит получать более достоверные результа-
ты, особенно в задачах мультиклассовой классификации. 
Более высокая точность определения вида патологии 
может быть достигнута за счёт использования воксель-
ных данных, потому что в этом случае алгоритм может 
анализировать образование полностью в трёх измерени-
ях, а не только в плоскости одного среза. 

Более глубокая оценка полученных в результате 
работы компьютерного зрения данных может быть ис-
пользована в дальнейшем для определения «ценно-
сти» фаз контрастного исследования. Развитие мето-
дов улучшения качества получаемых КТ-изображений 
позволит выполнять сканирование только в опреде-
лённые фазы (например, в артериальную и экскретор-
ную) в зависимости от конкретных целей, что приведёт 
к снижению получаемой пациентом эффективной дозы 
облучения. 

ДОПОЛНИТЕЛЬНАЯ ИНФОРМАЦИЯ
Источник финансирования. Данная статья подготовлена ав-
торским	 коллективом	 в	 рамках	 научно-исследовательской	 ра-
боты	 «Научные	методологии	 устойчивого	 развития	 технологий	
искусственного	 интеллекта	 в	 медицинской	 диагностике»	 (но-
мер	 в	 Единой	 государственной	 информационной	 системе	 учё-
та:	№ 123031500004-5)	в	соответствии	с	Приказом	от	21.12.2022		
№ 1196	«Об	утверждении	государственных	заданий,	финансовое	
обеспечение	которых	осуществляется	за	счёт	 средств	бюджета	
города	Москвы	государственным	бюджетным	(автономным)	уч-
реждениям подведомственным Департаменту здравоохранения 
города Москвы, на 2023 год и плановый период 2024 и 2025 
годов»	Департамента	здравоохранения	города	Москвы.
Конфликт интересов. Авторы декларируют отсутствие явных 
и потенциальных конфликтов интересов, связанных с публика-
цией настоящей статьи.
Вклад авторов. Все авторы подтверждают соответствие своего 
авторства международным критериям ICMJE (все авторы внесли 
существенный вклад в разработку концепции, проведение ис-
следования	и	подготовку	статьи,	прочли	и	одобрили	финальную	
версию перед публикацией). 
Наибольший	вклад	распределён	следующим	образом:	Ю.А.	Ва-
сильев, А.В. Владзимирский, К.М. Арзамасов ― концепция ис-
следования;	Н.Б.	Нечаев	―	написание	текста	статьи;	Д.У.	Ших-
мурадов,	А.В.	Панкратов,	И.В.	Ульянов	―	анализ	данных.

ADDITIONAL INFORMATION
Funding source.	This	article	was	prepared	by	a	group	of	authors	as	
a	part	of	the	research	and	development	effort	titled	“Evidence-based	
methodologies	 for	sustainable	development	of	artificial	 intelligence	
in	medical	imaging”	(USIS	No.	123031500004-5)	in	accordance	with	
the	Order	No. 1196	dated	December	21,	2022	“On	approval	of	state	
assignments	 funded	 by	 means	 of	 allocations	 from	 the	 budget	 of	
the	city	of	Moscow	to	the	state	budgetary	(autonomous)	institutions	
subordinate	 to	 the	Moscow	Health	 Care	Department,	 for	 2023	 and	
the	planned	period	of	2024	and	2025”	issued	by	the	Moscow	Health	
Care Department.
Competing interests.	 The	 authors	 declare	 that	 they	 have	 no	
competing	interests.
Authors’ contribution. All	authors	made	a	substantial	contribution	
to	the	conception	of	the	work,	acquisition,	analysis,	interpretation	of	
data	for	the	work,	drafting	and	revising	the	work,	final	approval	of	the	
version	to	be	published	and	agree	to	be	accountable	for	all	aspects	
of	 the	work.	 Yu.A.	 Vasiliev,	 A.V.	 Vladzimirsky,	 K.M.	 Arzamasov	—	
research	 concept;	 N.B.	 Nechaev	—	writing	 the	 text	 of	 the	 article;	
D.W.	Shikhmuradov,	A.V.	Pankratov,	I.V.	Ulyanov	—	data	analysis.

REVIEWS

СПИСОК ЛИТЕРАТУРЫ
1. Ильяшенко	 О.Ю.,	 Лукьянченко	 Е.Л.	 Возможно-
сти применения компьютерного зрения для анали-
тики данных в медицине // Известия Саратовско-

го университета. Новая серия. Серия : Математика. 
Механика. Информатика. 2022. Т. 22, № 2. С. 224–232. EDN: MCSLKQ 
doi: 10.18500/1816-9791-2022-22-2-224-232

DOI: https://doi.org/10.17816/DD515814

https://elibrary.ru/mcslkq
https://doi.org/10.18500/1816-9791-2022-22-2-224-232
https://doi.org/10.17816/DD515814


110
Digital DiagnosticsТ. 5, № 1, 2024НАУЧНЫЕ ОБЗОРЫ

2. Алексеева	 М.Г.,	 Зубов	 А.И.,	 Новиков	 М.Ю.	 Искусственный	
интеллект	 в	 медицине	 //	 Международный	 научно-исследо-
вательский журнал. 2022. Т. 7, № 121. C. 10–13. EDN: JMMMDF 
doi: 10.23670/IRJ.2022.121.7.038
3. Гусев А.В., Владзимирский А.В., Шарова Д.Е., Арзама-
сов	 К.М.,	 Храмов	 А.Е.	 Развитие	 исследований	 и	 разработок	 в	
сфере технологий искусственного интеллекта для здравоох-
ранения	 в	Российской	 Федерации:	 итоги	 2021	 года	//	Digital	
Diagnostics.	 2022.	 Т.	 3,	 №	 3.	 C.	 178–194.	 EDN:	 KHWQWZ 
doi: 10.17816/DD107367
4. Wang	 L.,	 Wang	 H.,	 Huang	 Y.,	 et	 al.	 Trends	 in	 the	 application	
of	 deep	 learning	 networks	 in	 medical	 image	 analysis:	 Evolution	
between	2012	and	2020	//	Eur	J	Radiol.	2022.	Vol.	146.	P.	110069.	
doi: 10.1016/j.ejrad.2021.110069
5. Alrefai	N.,	Ibrahim	O.	AI	Deep	learning-based	cancer	classification	
for	microarray	 data:	 A	 systematic	 review	 //	 Journal	 of	 Theoretical	
and	 Applied	 Information	 Technology.	 2021.	 Vol.	 99.	 P.	 2312–2332.	
doi: 10.5281/zenodo.6126510
6. Клинические	испытания	систем	искусственного	интеллекта	
(лучевая	диагностика)	 /	 под	ред.	Ю.А.	Васильева,	А.В.	Владзи-
мирского,	Д.Е.	Шаровой,	и	др.	Москва	:	ГБУЗ	«НПКЦ	ДиТ	ДЗМ»,	
2023. EDN: PUIJLD 
7. Lee	J.,	Kim	K.W.,	Kim	S.Y.,	et	al.	Automatic	detection	method	of	
hepatocellular	carcinomas	using	the	non-rigid	registration	method	of	
multi-phase	liver	CT	images	//	J	Xray	Sci	Technol.	2015.	Vol.	23,	N	3.	
P.	275–288.	doi: 10.3233/XST-150487
8. Patel	 B.N.,	 Boltyenkov	 A.T.,	 Martinez	 M.G.,	 et	 al.	 Cost-
effectiveness	 of	 dual-energy	 CT	 versus	multiphasic	 single-energy	
CT and MRI for characterization of incidental indeterminate renal 
lesions	 //	 Abdom	 Radiol	 (NY).	 2020.	 Vol.	 45,	 N	 6.	 P.	 1896–1906. 
doi: 10.1007/s00261-019-02380-x
9. Marrero	 J.A.,	 Kulik	 L.M.,	 Sirlin	 C.B.,	 et	 al.	 Diagnosis,	
Staging,	 and	 Management	 of	 Hepatocellular	 Carcinoma:	 2018	
Practice	 Guidance	 by	 the	 American	 Association	 for	 the	 Study	 of	
Liver	 Diseases	//	Hepatology.	 2018.	 Vol.	 68,	 N	 2.	 P.	 723–750. 
doi: 10.1002/hep.29913
10. Ayuso	 C.,	 Rimola	 J.,	 Vilana	 R.,	 et	 al.	 Diagnosis	 and	 staging	 of	
hepatocellular	carcinoma	 (HCC):	current	guidelines	//	Eur	J	Radiol.	
2018.	Vol.	101.	P.	72–81.	doi: 10.1016/j.ejrad.2018.01.025
11. Клинические	 рекомендации	—	 Рак	 печени	 (гепатоцеллю-
лярный).	 ID	 1.	 Одобрено	 Научно-практическим	 Советом	Минз-
драва РФ. 2022. Режим доступа: https://cr.minzdrav.gov.ru/
schema/1_3 Дата обращения: 03.04.2023
12. Rahman	 H.,	 Bukht	 T.F.N.,	 Imran	 A.,	 et	 al.	 A	 Deep	 Learning	
Approach	 for	 Liver	 and	 Tumor	 Segmentation	 in	 CT	 Images	 Using	
ResUNet	 //	 Bioengineering	 (Basel).	 2022.	 Vol.	 9,	 N	 8.	 P.	 368.	
doi: 10.3390/bioengineering9080368
13. Maqsood	M.,	Bukhari	M.,	Ali	Z.,	et	al.	A	Residual-Learning-Based	
Multi-Scale	Parallel-Convolutions-	Assisted	Efficient	CAD	System	for	
Liver	Tumor	Detection	//	Mathematics.	2021.	Vol.	9,	N	10.	P.	1133.	
doi: 10.3390/math9101133
14. Khan	R.A.,	Luo	Y.,	Wu	F.X.	RMS-UNet:	Residual	multi-scale	UNet	
for	liver	and	lesion	segmentation	//	Artif	 Intell	Med.	2022.	Vol.	124.	
P.	102231.	doi: 10.1016/j.artmed.2021.102231

15. Affane	A.,	Kucharski	A.,	Chapuis	P.,	et	al.	Segmentation	of	Liver	
Anatomy	by	Combining	 3D	U-Net	Approaches	 //	Applied	Sciences.	
2021.	Vol.	11,	N	11.	P.	4895.	doi: 10.3390/app11114895
16. Han	 X.,	 Wu	 X.,	 Wang	 S.,	 et	 al.	 Automated	 segmentation	 of	
liver	 segment	 on	 portal	 venous	 phase	 MR	 images	 using	 a	 3D	
convolutional	neural	network	//	Insights	Imaging.	2022.	Vol.	13,	N	1.	
P.	26.	doi: 10.1186/s13244-022-01163-1
17. Wang	 J.,	 Zhang	 X.,	 Guo	 L.,	 et	 al.	 Multi-scale	 attention	 and	
deep	supervision-based	3D	UNet	for	automatic	liver	segmentation	
from	 CT	//	 Math	 Biosci	 Eng.	 2023.	 Vol.	 20,	 N	 1.	 P.	 1297–1316.	
doi: 10.3934/mbe.2023059
18. Kashala	 K.G.,	 Song	 Y.,	 Liu	 Z.	 Optimization	 of	 FireNet	 for	 Liver	
Lesion	 Classification	 //	 Electronics.	 2020.	 Vol.	 9,	 N	 8.	 P.	 1237.	
doi: 10.3390/electronics9081237
19. Trivizakis	 E.,	 Manikis	 G.C.,	 Nikiforaki	 K.,	 et	 al.	 Extending	
2-D	 Convolutional	 Neural	 Networks	 to	 3-D	 for	 Advancing	 Deep	
Learning	Cancer	Classification	With	Application	to	MRI	Liver	Tumor	
Differentiation	 //	 IEEE	 J	Biomed	Health	 Inform.	 2019.	 Vol.	 23,	N	3.	
P.	923–930.	doi: 10.1109/JBHI.2018.2886276
20. Zhou	 J.,	 Wang	 W.,	 Lei	 B.,	 et	 al.	 Automatic	 Detection	 and	
Classification	 of	 Focal	 Liver	 Lesions	 Based	 on	 Deep	 Convolutional	
Neural	Networks:	A	Preliminary	Study	//	Front	Oncol.	2021.	Vol.	10.	
P.	581210.	doi: 10.3389/fonc.2020.581210
21. Rela	 M.,	 Rao	 S.N.,	 Patil	 R.R.	 Performance	 analysis	
of	 liver	 tumor	 classification	 using	 machine	 learning	
algorithms	//	International	 Journal	 of	 Advanced	 Technology	
and	 Engineering	 Exploration.	 2022.	 Vol.	 9,	 N	 86.	 P.	 143–154. 
doi: 10.19101/IJATEE.2021.87465
22. Oberai	 A.,	 Varghese	 B.,	 Cen	 S.,	 et	 al.	 Deep	 learning	 based	
classification	 of	 solid	 lipid-poor	 contrast	 enhancing	 renal	 masses	
using	 contrast	 enhanced	 CT	 //	 Br	 J	 Radiol.	 2020.	 Vol.	 93,	 N	 1111.	
P.	20200002.	doi: 10.1259/bjr.20200002
23. Lin	 Z.,	 Cui	 Y.,	 Liu	 J.,	 et	 al.	 Automated	 segmentation	 of	
kidney	 and	 renal	 mass	 and	 automated	 detection	 of	 renal	 mass	
in	 CT	 urography	 using	 3D	 U-Net-based	 deep	 convolutional	
neural	 network	 //	 Eur	 Radiol.	 2021.	 Vol.	 31,	 N	 7.	 P.	 5021–5031. 
doi: 10.1007/s00330-020-07608-9
24. Toda	N.,	Hashimoto	M.,	Arita	Y.,	et	al.	Deep	Learning	Algorithm	
for	 Fully	 Automated	 Detection	 of	 Small	 (≤4	 cm)	 Renal	 Cell	
Carcinoma	 in	 Contrast-Enhanced	 Computed	 Tomography	 Using	 a	
Multicenter	Database	//	Invest	Radiol.	2022.	Vol.	57,	N	5.	P.	327–333. 
doi: 10.1097/RLI.0000000000000842
25. Ding	Y.,	Chen	Z.,	Wang	Z.,	et	al.	Three-dimensional	deep	neural	
network	 for	 automatic	 delineation	 of	 cervical	 cancer	 in	 planning	
computed	tomography	images	//	J	Appl	Clin	Med	Phys.	2022.	Vol.	23,	
N	4.	P.	e13566.	doi: 10.1002/acm2.13566
26. Zhu	 X.L.,	 Shen	 H.B.,	 Sun	 H.,	 et	 al.	 Improving	 segmentation	
and	 classification	 of	 renal	 tumors	 in	 small	 sample	 3D	 CT	 images	
using	 transfer	 learning	 with	 convolutional	 neural	 networks	 //	 Int	
J	 Comput	 Assist	 Radiol	 Surg.	 2022.	 Vol.	 17,	 N	 7.	 P.	 1303–1311. 
doi: 10.1007/s11548-022-02587-2
27. Hsiao	 C.H.,	 Sun	 T.L.,	 Lin	 P.C.,	 et	 al.	 A	 deep	 learning-based	
precision	 volume	 calculation	 approach	 for	 kidney	 and	 tumor	
segmentation	 on	 computed	 tomography	 images	//	Comput	

DOI: https://doi.org/10.17816/DD515814

https://elibrary.ru/jmmmdf
https://doi.org/10.23670/IRJ.2022.121.7.038
https://elibrary.ru/khwqwz
https://doi.org/10.17816/DD107367
https://doi.org/10.1016/j.ejrad.2021.110069
https://doi.org/10.5281/zenodo.6126510
https://elibrary.ru/puijld
https://doi.org/10.3233/XST-150487
https://doi.org/10.1007/s00261-019-02380-x
https://doi.org/10.1002/hep.29913
https://doi.org/10.1016/j.ejrad.2018.01.025
https://cr.minzdrav.gov.ru/schema/1_3
https://cr.minzdrav.gov.ru/schema/1_3
https://doi.org/10.3390/bioengineering9080368
https://doi.org/10.3390/math9101133
https://doi.org/10.1016/j.artmed.2021.102231
https://doi.org/10.3390/app11114895
https://doi.org/10.1186/s13244-022-01163-1
https://doi.org/10.3934/mbe.2023059
https://doi.org/10.3390/electronics9081237
https://doi.org/10.1109/JBHI.2018.2886276
https://doi.org/10.3389/fonc.2020.581210
https://doi.org/10.19101/IJATEE.2021.87465
https://doi.org/10.1259/bjr.20200002
https://doi.org/10.1007/s00330-020-07608-9
https://doi.org/10.1097/RLI.0000000000000842
https://doi.org/10.1002/acm2.13566
https://doi.org/10.1007/s11548-022-02587-2
https://doi.org/10.17816/DD515814


111
Digital DiagnosticsVol. 5 (1) 2024

Methods	 Programs	 Biomed.	 2022.	 Vol.	 221.	 P.	 106861. 
doi: 10.1016/j.cmpb.2022.106861
28. Hsiao	 C.H.,	 Lin	 P.C.,	 Chung	 L.A.,	 et	 al.	 A	 deep	 learning-based	
precision	 and	 automatic	 kidney	 segmentation	 system	 using	
efficient	 feature	 pyramid	 networks	 in	 computed	 tomography	
images	//	Comput	 Methods	 Programs	 Biomed.	 2022.	 Vol.	 221.	
P.	106854.	doi: 10.1016/j.cmpb.2022.106854
29. Islam	M.N.,	 Hasan	M.,	 Hossain	 M.K.,	 et	 al.	 Vision	 transformer	
and	explainable	transfer	learning	models	for	auto	detection	of	kidney	
cyst,	stone	and	tumor	from	CT-radiography	//	Sci	Rep.	2022.	Vol.	12,	
N	1.	P.	11440.	doi: 10.1038/s41598-022-15634-4
30. Yang	 L.,	 Gao	 L.,	 Arefan	 D.,	 et	 al.	 A	 CT-based	 radiomics	
model	 for	 predicting	 renal	 capsule	 invasion	 in	 renal	 cell	
carcinoma	 //	 BMC	 Med	 Imaging.	 2022.	 Vol.	 22,	 N	 1.	 P.	 15. 
doi: 10.1186/s12880-022-00741-5
31. Shehata	M.,	Alksas	A.,	Abouelkheir	R.T.,	et	al.	A	Comprehensive	
Computer-Assisted	Diagnosis	System	for	Early	Assessment	of	Renal	
Cancer	 Tumors	 //	 Sensors	 (Basel).	 2021.	 Vol.	 21,	 N	 14.	 P.	 4928.	
doi: 10.3390/s21144928
32. Куликовский В.Ф., Шкодкин С.В., Батищев С.А., и др. 
Современные представления о эпидемиологии и па-
тогенезе	 уролитиаза	 //	 Научный	 результат.	 Медици-
на и фармация. 2016. Т. 2, № 4. С. 4–12. EDN: NSGAXL 
doi: 10.18413/2313-8955-2016-2-4-4-12
33. Gadzhiev	N.,	Prosyannikov	M.,	Malkhasyan	V.,	et	al.	Urolithiasis	
prevalence	 in	 the	 Russian	 Federation:	 analysis	 of	 trends	 over	 a	
15-year	 period	 //	World	 J	 Urol.	 2021.Vol.	 39,	N	 10.	 P.	 3939–3944.	
doi: 10.1007/s00345-021-03729-y
34. Урология.	 Российские	 клинические	 рекомендации	 /	под	
ред.	 Ю.Г.	 Аляева,	 П.В.	 Глыбочко,	 Д.Ю.	 Пушкаря.	 Москва	 :	
ГЭОТАРМедиа,	2016.
35. Caglayan	 A.,	 Horsanali	 M.O.,	 Kocadurdu	 K.,	 et	 al.	 Deep	
learning	 model-assisted	 detection	 of	 kidney	 stones	 on	 computed	
tomography	//	 Int	 Braz	 J	 Urol.	 2022.	 Vol.	 48,	 N	 5.	 P.	 830–839.	
doi: 10.1590/S1677-5538.IBJU.2022.0132
36. Elton	D.C.,	 Turkbey	 E.B.,	 Pickhardt	 P.J.,	 Summers	R.M.	 A	 deep	
learning	system	for	automated	kidney	stone	detection	and	volumetric	
segmentation	on	noncontrast	CT	scans	//	Med	Phys.	2022.	Vol.	49,	
N	4.	P.	2545–2554.	doi: 10.1002/mp.15518
37. He	 Z.,	 An	 L.,	 Chang	 Z.,	 Wu	 W.	 Comment	 on	 “Deep	
learning	 computer	 vision	 algorithm	 for	 detecting	 kidney	 stone	
composition”	//	World	 J	 Urol.	 2021.	 Vol.	 39,	 N	 1.	 P.	 291.	
doi: 10.1007/s00345-020-03181-4
38. Doyle	 P.W.,	 Kavoussi	 N.L.	 Machine	 learning	 applications	 to	
enhance	patient	 specific	 care	 for	 urologic	 surgery	 //	World	 J	Urol.	
2022.	Vol.	40,	N	3.	P.	679–686.	doi: 10.1007/s00345-021-03738-x
39. Neymark	 A.I.,	 Neymark	 B.A.,	 Ershov	 A.V.,	 et	 al.	 The	 use	 of	
intelligent	analysis	(IA)	in	determining	the	tactics	of	treating	patients	
with	nephrolithiasis	//	Urologia	Journal.	2023.	N	3915603231162881.	
doi: 10.1177/03915603231162881
40. Kadlec	 A.O.,	 Ohlander	 S.,	 Hotaling	 J.,	 et	 al.	 Nonlinear	 logistic	
regression	 model	 for	 outcomes	 after	 endourologic	 procedures:	

a	 novel	 predictor	 //	 Urolithiasis.	 2014.	 Vol.	 42,	 N	 4.	 P.	 323–330.	
doi: 10.1007/s00240-014-0656-1
41. Black	 K.M.,	 Law	 H.,	 Aldoukhi	 A.,	 et	 al.	 Deep	 learning	
computer	 vision	 algorithm	 for	 detecting	 kidney	 stone	
composition	 //	 BJU	 Int.	 2020.	 Vol.	 125,	 N	 6.	 P.	 920–924. 
doi: 10.1111/bju.15035
42. Zhang	G.M.,	Sun	H.,	Xue	H.D.,	et	al.	Prospective	prediction	of	the	
major	 component	 of	 urinary	 stone	 composition	 with	 dual-source	
dual-energy	CT	 in	vivo	//	Clin	Radiol.	2016.	Vol.	71,	N	11.	P.	1178–
1183.	doi: 10.1016/j.crad.2016.07.012
43. Chaytor	 R.J.,	 Rajbabu	 K.,	 Jones	 P.A.,	 McKnight	 L.	 Determining	
the	 composition	 of	 urinary	 tract	 calculi	 using	 stone-targeted	 dual-
energy	CT:	evaluation	of	a	 low-dose	scanning	protocol	 in	a	clinical	
environment	 //	 Br	 J	 Radiol.	 2016.	 Vol.	 89,	 N	 1067.	 P.	 20160408.	
doi: 10.1259/bjr.20160408
44. Капанадзе Л.Б., Серова Н.С., Руденко В.И. Аспекты примене-
ния	 двухэнергетической	 компьютерной	 томографии	 в	 диагно-
стике	мочекаменной	болезни	//	REJR.	2017.	Т.	7,	№	3.	С.	165–173.	
EDN: ZWBLYL	doi: 10.21569/2222-7415-2017-7-3-165-173
45. Cui	 Y.,	 Sun	 Z.,	 Ma	 S.,	 et	 al.	 Automatic	 Detection	 and	 Scoring	
of	 Kidney	 Stones	 on	 Noncontrast	 CT	 Images	 Using	 S.T.O.N.E.	
Nephrolithometry:	 Combined	 Deep	 Learning	 and	 Thresholding	
Methods	 //	 Mol	 Imaging	 Biol.	 2021.	 Vol.	 23,	 N	 3.	 P.	 436–445.	
doi: 10.1007/s11307-020-01554-0
46. Okhunov	 Z.,	 Friedlander	 J.I.,	 George	 A.K.,	 et	 al.	 S.T.O.N.E.	
nephrolithometry:	 novel	 surgical	 classification	 system	 for	
kidney	 calculi	 //	 Urology.	 2013.	 Vol.	 81,	 N	 6.	 P.	 1154–1159. 
doi: 10.1016/j.urology.2012.10.083
47. Yildirim	 K.,	 Bozdag	 P.G.,	 Talo	 M.,	 et	 al.	 Deep	 learning	
model	 for	 automated	 kidney	 stone	 detection	 using	 coronal	
CT	 images	//	Comput	 Biol	 Med.	 2021.	 Vol.	 135.	 P.	 104569. 
doi: 10.1016/j.compbiomed.2021.104569
48. Коденко М.Р., Решетников Р.В., Макарова Т.А. Инстру-
мент	 оценки	 качества	 исследований	 диагностической	 точ-
ности	 алгоритмов	 искусственного	 интеллекта	 (QUADAS-
CAD)	//	Digital	Diagnostics.	2022.	Т.	3,	№	1S.	C.	4–5.	EDN:	KNBHOJ 
doi: 10.17816/DD105567
49. Schwartz	 F.R.,	 Clark	 D.P.,	 Ding	 Y.,	 Ramirez-Giraldo	 J.C.	
Evaluating	 renal	 lesions	 using	 deep-learning	 based	 extension	
of	 dual-energy	 FoV	 in	 dual-source	 CT-A	 retrospective	
pilot	 study	 //	 Eur	 J	 Radiol.	 2021.	 Vol.	 139.	 P.	 109734. 
doi: 10.1016/j.ejrad.2021.109734
50. Li	W.,	Diao	K.,	Wen	Y.,	et	al.	High-strength	deep	learning	image	
reconstruction	 in	 coronary	 CT	 angiography	 at	 70-kVp	 tube	 voltage	
significantly	 improves	 image	 quality	 and	 reduces	 both	 radiation	
and	contrast	doses	//	Eur	Radiol.	2022.	Vol.	32,	N	5.	P.	2912–2920.	
doi: 10.1007/s00330-021-08424-5
51. Bae	J.S.,	Lee	J.M.,	Kim	S.W.,	 et	al.	Low-contrast-dose	 liver	CT	
using	low	monoenergetic	images	with	deep	learning-based	denoising	
for	 assessing	 hepatocellular	 carcinoma:	 a	 randomized	 controlled	
noninferiority	 trial	 //	 Eur	 Radiol.	 2023.	 Vol.	 33,	N	 6.	 P.	4344–4354.	
doi: 10.1007/s00330-022-09298-x

REVIEWS

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.1016/j.cmpb.2022.106861
https://doi.org/10.1016/j.cmpb.2022.106854
https://doi.org/10.1038/s41598-022-15634-4
https://doi.org/10.1186/s12880-022-00741-5
https://doi.org/10.3390/s21144928
https://elibrary.ru/nsgaxl
https://doi.org/10.18413/2313-8955-2016-2-4-4-12
https://doi.org/10.1007/s00345-021-03729-y
https://doi.org/10.1590/S1677-5538.IBJU.2022.0132
https://doi.org/10.1002/mp.15518
https://doi.org/10.1007/s00345-020-03181-4
https://doi.org/10.1007/s00345-021-03738-x
https://doi.org/10.1177/03915603231162881
https://doi.org/10.1007/s00240-014-0656-1
https://doi.org/10.1111/bju.15035
https://doi.org/10.1016/j.crad.2016.07.012
https://doi.org/10.1259/bjr.20160408
https://elibrary.ru/zwblyl
https://doi.org/10.21569/2222-7415-2017-7-3-165-173
https://doi.org/10.1007/s11307-020-01554-0
https://doi.org/10.1016/j.urology.2012.10.083
https://doi.org/10.1016/j.compbiomed.2021.104569
https://elibrary.ru/knbhoj
https://doi.org/10.17816/DD105567
https://doi.org/10.1016/j.ejrad.2021.109734
https://doi.org/10.1007/s00330-021-08424-5
https://doi.org/10.1007/s00330-022-09298-x
https://doi.org/10.17816/DD515814


112
Digital DiagnosticsТ. 5, № 1, 2024

REFERENCES
1. Iliashenko	OY,	Lukyanchenko	EL.	Possibilities	of	using	computer	
vision	for	data	analytics	in	medicine.	 Izvestiya of Saratov University. 
Mathematics. Mechanics. Informatics. 2022;22(2):224–232. 
EDN: MCSLKQ	doi: 10.18500/1816-9791-2022-22-2-224-232
2. Alekseeva	 MG,	 Zubov	 AI,	 Novikov	 MYu.	 Artificial	
intelligence	 in	 medicine.	 Meždunarodnyj naučno-
issledovatelʹskij žurnal. 2022;7(121):10–13. EDN: JMMMDF 
doi: 10.23670/IRJ.2022.121.7.038
3. Gusev	 AV,	 Vladzymyrskyy	 AV,	 Sharova	 DE,	 Arzamasov	 KM,	
Khramov	 AE.	 Evolution	 of	 research	 and	 development	 in	 the	 field	
of	 artificial	 intelligence	 technologies	 for	 healthcare	 in	 the	 Russian	
Federation:	 results	 of	 2021.	Digital Diagnostics. 2022;3(3):178–194. 
EDN: KHWQWZ	doi: 10.17816/DD107367
4. Wang	 L,	 Wang	 H,	 Huang	 Y,	 et	 al.	 Trends	 in	 the	 application	 of	
deep	 learning	 networks	 in	 medical	 image	 analysis:	 Evolution	
between	 2012	 and	 2020.	 Eur J Radiol. 2022;146:110069. 
doi: 10.1016/j.ejrad.2021.110069
5. Alrefai	 N,	 Ibrahim	 O.	 AI	 Deep	 learning-based	 cancer	
classification	 for	 microarray	 data:	 A	 systematic	 review.	 Journal 
of Theoretical and Applied Information Technology. 2021;99:2312–
2332.	doi: 10.5281/zenodo.6126510
6. Clinical trials of artificial intelligence systems (radiation 
diagnostics). Vasil’ev	 YuA,	 Vladzymyrskyy	 AV,	 Sharova	DE,	 editors.	
Moscow:	GBUZ	«NPKTs	DiT	DZM»;	2023.	EDN:	PUIJLD 
7. Lee	 J,	 Kim	 KW,	 Kim	 SY,	 et	 al.	 Automatic	 detection	method	 of	
hepatocellular	carcinomas	using	the	non-rigid	registration	method	of	
multi-phase	liver	CT	images.	J Xray Sci Technol. 2015;23(3):275–288. 
doi: 10.3233/XST-150487
8. Patel	 BN,	 Boltyenkov	 AT,	Martinez	MG,	 et	 al.	 Cost-effectiveness	
of	 dual-energy	 CT	 versus	multiphasic	 single-energy	 CT	 and	MRI	 for	
characterization of incidental indeterminate renal lesions. Abdom 
Radiol (NY).	2020;45(6):1896–1906.	doi: 10.1007/s00261-019-02380-x
9. Marrero	 JA,	 Kulik	 LM,	 Sirlin	 CB,	 et	 al.	 Diagnosis,	 Staging,	 and	
Management	of	Hepatocellular	Carcinoma:	 2018	Practice	Guidance	
by	 the	 American	 Association	 for	 the	 Study	 of	 Liver	 Diseases.	
Hepatology. 2018;68(2):723–750.	doi: 10.1002/hep.29913
10. Ayuso	 C,	 Rimola	 J,	 Vilana	 R,	 et	 al.	 Diagnosis	 and	 staging	 of	
hepatocellular	 carcinoma	 (HCC):	 current	 guidelines.	 Eur J Radiol. 
2018;101:72–81.	doi: 10.1016/j.ejrad.2018.01.025
11. Liver cancer (hepatocellular). Clinical guidelines. ID 1. Approved 
by	the	Scientific	and	Practical	Council	of	the	Ministry	of	Health	of	the	
Russian	Federation.	2022.	Available	from:	https://cr.minzdrav.gov.ru/
schema/1_3 (In Russ)
12. Rahman	 H,	 Bukht	 TFN,	 Imran	 A,	 et	 al.	 A	 Deep	 Learning	
Approach	 for	 Liver	 and	 Tumor	 Segmentation	 in	 CT	 Images	
Using	 ResUNet.	 Bioengineering (Basel). 2022;9(8):368. 
doi: 10.3390/bioengineering9080368
13. Maqsood	 M,	 Bukhari	 M,	 Ali	 Z,	 et	 al.	 A	 Residual-Learning-
Based	 Multi-Scale	 Parallel-Convolutions-	 Assisted	 Efficient	 CAD	
System	for	Liver	Tumor	Detection.	Mathematics. 2021;9(10):1133. 
doi: 10.3390/math9101133
14. Khan	RA,	Luo	Y,	Wu	FX.	RMS-UNet:	Residual	multi-scale	UNet	
for	liver	and	lesion	segmentation.	Artif Intell Med. 2022;124:102231. 
doi: 10.1016/j.artmed.2021.102231

15. Affane	A,	Kucharski	A,	Chapuis	P,	 et	 al.	 Segmentation	of	 Liver	
Anatomy	 by	 Combining	 3D	 U-Net	 Approaches.	 Applied Sciences. 
2021;11(11):4895.	doi: 10.3390/app11114895
16. Han	 X,	 Wu	 X,	 Wang	 S,	 et	 al.	 Automated	 segmentation	 of	
liver	 segment	 on	 portal	 venous	 phase	 MR	 images	 using	 a	 3D	
convolutional neural network. Insights Imaging. 2022;13(1):26. 
doi: 10.1186/s13244-022-01163-1
17. Wang	 J,	 Zhang	 X,	 Guo	 L,	 et	 al.	Multi-scale	 attention	 and	 deep	
supervision-based	3D	UNet	for	automatic	liver	segmentation	from	CT.	
Math Biosci Eng. 2023;20(1):1297–1316.	doi: 10.3934/mbe.2023059
18. Kashala	 KG,	 Song	 Y,	 Liu	 Z.	 Optimization	 of	 FireNet	 for	
Liver Lesion Classification. Electronics. 2020;9(8):1237. 
doi: 10.3390/electronics9081237
19. Trivizakis	 E,	 Manikis	 GC,	 Nikiforaki	 K,	 et	 al.	 Extending	 2-D	
Convolutional	 Neural	 Networks	 to	 3-D	 for	 Advancing	 Deep	
Learning	Cancer	Classification	With	Application	to	MRI	Liver	Tumor	
Differentiation. IEEE J Biomed Health Inform. 2019;23(3):923–930. 
doi: 10.1109/JBHI.2018.2886276
20. Zhou	 J,	 Wang	 W,	 Lei	 B,	 et	 al.	 Automatic	 Detection	 and	
Classification	 of	 Focal	 Liver	 Lesions	 Based	 on	 Deep	 Convolutional	
Neural	Networks:	A	Preliminary	Study.	Front Oncol. 2021;10:581210. 
doi: 10.3389/fonc.2020.581210
21. Rela	M,	Rao	SN,	Patil	RR.	Performance	analysis	of	 liver	 tumor	
classification	 using	 machine	 learning	 algorithms.	 International 
Journal of Advanced Technology and Engineering Exploration. 
2022;9(86):143–154.	doi: 10.19101/IJATEE.2021.87465
22. Oberai	 A,	 Varghese	 B,	 Cen	 S,	 et	 al.	 Deep	 learning	 based	
classification	 of	 solid	 lipid-poor	 contrast	 enhancing	 renal	 masses	
using	 contrast	 enhanced	 CT.	Br J Radiol. 2020;93(1111):20200002. 
doi: 10.1259/bjr.20200002
23. Lin	Z,	Cui	Y,	Liu	J,	et	al.	Automated	segmentation	of	kidney	and	
renal	mass	and	automated	detection	of	renal	mass	in	CT	urography	
using	3D	U-Net-based	deep	convolutional	neural	network.	Eur Radiol. 
2021;31(7):5021–5031.	doi: 10.1007/s00330-020-07608-9
24. Toda	N,	 Hashimoto	M,	 Arita	 Y,	 et	 al.	 Deep	 Learning	 Algorithm	
for	 Fully	 Automated	 Detection	 of	 Small	 (≤4	 cm)	 Renal	 Cell	
Carcinoma	 in	 Contrast-Enhanced	 Computed	 Tomography	 Using	
a	 Multicenter	 Database.	 Invest Radiol. 2022;57(5):327–333. 
doi: 10.1097/RLI.0000000000000842
25. Ding	 Y,	 Chen	 Z,	 Wang	 Z,	 et	 al.	 Three-dimensional	 deep	
neural network for automatic delineation of cervical cancer in 
planning	 computed	 tomography	 images.	 J Appl Clin Med Phys. 
2022;23(4):e13566.	doi: 10.1002/acm2.13566
26. Zhu	 XL,	 Shen	 HB,	 Sun	 H,	 et	 al.	 Improving	 segmentation	 and	
classification	 of	 renal	 tumors	 in	 small	 sample	 3D	 CT	 images	 using	
transfer	learning	with	convolutional	neural	networks. Int J Comput Assist 
Radiol Surg.	2022;17(7):1303–1311.	doi: 10.1007/s11548-022-02587-2
27. Hsiao	CH,	Sun	TL,	Lin	PC,	et	al.	A	deep	learning-based	precision	
volume	calculation	approach	for	kidney	and	tumor	segmentation	on	
computed	tomography	images.	Comput Methods Programs Biomed. 
2022;221:106861.	doi: 10.1016/j.cmpb.2022.106861
28. Hsiao	 CH,	 Lin	 PC,	 Chung	 LA,	 et	 al.	 A	 deep	 learning-based	
precision	 and	 automatic	 kidney	 segmentation	 system	 using	
efficient	 feature	 pyramid	 networks	 in	 computed	 tomography	

НАУЧНЫЕ ОБЗОРЫ

DOI: https://doi.org/10.17816/DD515814

https://elibrary.ru/mcslkq
https://doi.org/10.18500/1816-9791-2022-22-2-224-232
https://elibrary.ru/jmmmdf
https://doi.org/10.23670/IRJ.2022.121.7.038
https://elibrary.ru/khwqwz
https://doi.org/10.17816/DD107367
https://doi.org/10.1016/j.ejrad.2021.110069
https://doi.org/10.5281/zenodo.6126510
https://elibrary.ru/puijld
https://doi.org/10.3233/XST-150487
https://doi.org/10.1007/s00261-019-02380-x
https://doi.org/10.1002/hep.29913
https://doi.org/10.1016/j.ejrad.2018.01.025
https://cr.minzdrav.gov.ru/schema/1_3
https://cr.minzdrav.gov.ru/schema/1_3
https://doi.org/10.3390/bioengineering9080368
https://doi.org/10.3390/math9101133
https://doi.org/10.1016/j.artmed.2021.102231
https://doi.org/10.3390/app11114895
https://doi.org/10.1186/s13244-022-01163-1
https://doi.org/10.3934/mbe.2023059
https://doi.org/10.3390/electronics9081237
https://doi.org/10.1109/JBHI.2018.2886276
https://doi.org/10.3389/fonc.2020.581210
https://doi.org/10.19101/IJATEE.2021.87465
https://doi.org/10.1259/bjr.20200002
https://doi.org/10.1007/s00330-020-07608-9
https://doi.org/10.1097/RLI.0000000000000842
https://doi.org/10.1002/acm2.13566
https://doi.org/10.1007/s11548-022-02587-2
https://doi.org/10.1016/j.cmpb.2022.106861
https://doi.org/10.17816/DD515814


113
Digital DiagnosticsVol. 5 (1) 2024

images.	 Comput Methods Programs Biomed. 2022;221:106854. 
doi: 10.1016/j.cmpb.2022.106854
29. Islam	MN,	Hasan	M,	Hossain	MK,	et	al.	Vision	transformer	and	
explainable	transfer	learning	models	for	auto	detection	of	kidney	cyst,	
stone	 and	 tumor	 from	 CT-radiography.	 Sci Rep. 2022;12(1):11440. 
doi: 10.1038/s41598-022-15634-4
30. Yang	L,	Gao	L,	Arefan	D,	et	al.	A	CT-based	radiomics	model	for	
predicting	renal	capsule	 invasion	in	renal	cell	carcinoma.	BMC Med 
Imaging.	2022;22(1):15.	doi: 10.1186/s12880-022-00741-5
31. Shehata	M,	Alksas	A,	Abouelkheir	RT,	et	al.	A	Comprehensive	
Computer-Assisted	 Diagnosis	 System	 for	 Early	 Assessment	
of Renal Cancer Tumors. Sensors (Basel). 2021;21(14):4928. 
doi: 10.3390/s21144928
32. Kulikovskiy	 VF,	 Shkodkin	 SV,	 Batishchev	 SA,	 et	 al.	 Modern	
research	and	 thinking	about	 the	epidemiology	and	pathogenesis	of	
urolithiasis. Nauchnyi rezul’tat. Meditsina i farmatsiya. 2016;2(4):4–
12. EDN: NSGAXL	doi: 10.18413/2313-8955-2016-2-4-4-12
33. Gadzhiev	 N,	 Prosyannikov	M,	 Malkhasyan	 V,	 et	 al.	 Urolithiasis	
prevalence	 in	 the	 Russian	 Federation:	 analysis	 of	 trends	 over	
a	 15-year	 period.	 World J Urol. 2021.Vol.	 39(10):3939–3944.	 
doi: 10.1007/s00345-021-03729-y
34. Urology. Russian Clinical Recommendations. Alyaev	 YuG,	
Glybochko	PV,	Pushkar’	DYu,	editors.	Moscow:	GEOTARMedia;	2016.	
(In Russ).
35. Caglayan	 A,	 Horsanali	 MO,	 Kocadurdu	 K,	 et	 al.	 Deep	
learning	 model-assisted	 detection	 of	 kidney	 stones	 on	
computed	 tomography.	 Int Braz J Urol. 2022;48(5):830–839. 
doi: 10.1590/S1677-5538.IBJU.2022.0132
36. Elton	 DC,	 Turkbey	 EB,	 Pickhardt	 PJ,	 Summers	 RM.	 A	 deep	
learning	system	for	automated	kidney	stone	detection	and	volumetric	
segmentation	on	noncontrast	CT	scans.	Med Phys. 2022;49(4):2545–
2554.	doi: 10.1002/mp.15518
37. He	 Z,	 An	 L,	 Chang	 Z,	 Wu	 W.	 Comment	 on	 “Deep	 learning	
computer	vision	algorithm	for	detecting	kidney	stone	composition”.	
World J Urol.	2021;39(1):291.	doi: 10.1007/s00345-020-03181-4
38. Doyle	 PW,	 Kavoussi	 NL.	 Machine	 learning	 applications	 to	
enhance	 patient	 specific	 care	 for	 urologic	 surgery.	World J Urol. 
2022;40(3):679–686.	doi: 10.1007/s00345-021-03738-x
39. Neymark	AI,	Neymark	BA,	Ershov	AV,	et	al.	The	use	of	intelligent	
analysis	 (IA)	 in	 determining	 the	 tactics	 of	 treating	 patients	 with	
nephrolithiasis. Urologia Journal. 2023;(3915603231162881). 
doi: 10.1177/03915603231162881
40. Kadlec	 AO,	 Ohlander	 S,	 Hotaling	 J,	 et	 al.	 Nonlinear	
logistic	 regression	 model	 for	 outcomes	 after	 endourologic	

procedures: a novel predictor. Urolithiasis. 2014;42(4):323–330. 
doi: 10.1007/s00240-014-0656-1
41. Black	 KM,	 Law	 H,	 Aldoukhi	 A,	 et	 al.	 Deep	 learning	 computer	
vision	 algorithm	 for	 detecting	 kidney	 stone	 composition. BJU Int. 
2020;125(6):920–924.	doi: 10.1111/bju.15035
42. Zhang	 GM,	 Sun	 H,	 Xue	 HD,	 et	 al.	 Prospective	 prediction	 of	
the	 major	 component	 of	 urinary	 stone	 composition	 with	 dual-
source	 dual-energy	CT	 in	 vivo.	Clin Radiol. 2016;71(11):1178–1183. 
doi: 10.1016/j.crad.2016.07.012
43. Chaytor	 RJ,	 Rajbabu	 K,	 Jones	 PA,	McKnight	 L.	 Determining	 the	
composition	of	urinary	tract	calculi	using	stone-targeted	dual-energy	
CT:	evaluation	of	a	low-dose	scanning	protocol	in	a	clinical	environment.	
Br J Radiol. 2016;89(1067):20160408.	doi: 10.1259/bjr.20160408
44. Kapanadze	LB,	Serova	NS,	Rudenko	VI.	Application	of	dual-energy	
computer	tomography	in	diagnostics	of	urolithiasis.	REJR. 2017;7(3):165–
173. EDN: ZWBLYL	doi: 10.21569/2222-7415-2017-7-3-165-173
45. Cui	Y,	Sun	Z,	Ma	S,	et	al.	Automatic	Detection	and	Scoring	of	Kidney	
Stones	on	Noncontrast	CT	Images	Using	S.T.O.N.E.	Nephrolithometry:	
Combined	 Deep	 Learning	 and	 Thresholding	Methods.	Mol Imaging 
Biol.	2021;23(3):436–445.	doi: 10.1007/s11307-020-01554-0
46. Okhunov	 Z,	 Friedlander	 JI,	 George	 AK,	 et	 al.	 S.T.O.N.E.	
nephrolithometry:	novel	surgical	classification	system	for	kidney	calculi.	
Urology.	2013;81(6):1154–1159.	doi: 10.1016/j.urology.2012.10.083
47. Yildirim	 K,	 Bozdag	 PG,	 Talo	M,	 et	 al.	 Deep	 learning	model	 for	
automated	kidney	stone	detection	using	coronal	CT	images.	Comput 
Biol Med.	2021;135:104569.	doi: 10.1016/j.compbiomed.2021.104569
48. Kodenko	 MR,	 Reshetnikov	 RV,	 Makarova	 TA.	 Modification	 of	
quality	 assessment	 tool	 for	 artificial	 intelligence	 diagnostic	 test	
accuracy	studies	(QUADAS-CAD).	Digital Diagnostics. 2022;3(1S):4–5.	
EDN: KNBHOJ	doi: 10.17816/DD105567
49. Schwartz	FR,	Clark	DP,	Ding	Y,	Ramirez-Giraldo	JC.	Evaluating	
renal	 lesions	 using	 deep-learning	 based	 extension	 of	 dual-energy	
FoV	 in	 dual-source	 CT-A	 retrospective	 pilot	 study.	 Eur J Radiol. 
2021;139:109734.	doi: 10.1016/j.ejrad.2021.109734
50. Li	 W,	 Diao	 K,	 Wen	 Y,	 et	 al.	 High-strength	 deep	 learning	
image	 reconstruction	 in	 coronary	 CT	 angiography	 at	 70-kVp	 tube	
voltage	 significantly	 improves	 image	 quality	 and	 reduces	 both	
radiation and contrast doses. Eur Radiol. 2022;32(5):2912–2920. 
doi: 10.1007/s00330-021-08424-5
51. Bae	 JS,	 Lee	 JM,	 Kim	 SW,	 et	 al.	 Low-contrast-dose	 liver	
CT	 using	 low	 monoenergetic	 images	 with	 deep	 learning-based	
denoising	 for	 assessing	 hepatocellular	 carcinoma:	 a	 randomized	
controlled	 noninferiority	 trial. Eur Radiol. 2023;33(6):4344–4354. 
doi: 10.1007/s00330-022-09298-x

ОБ АВТОРАХ
* Нечаев Николай Борисович, канд. мед. наук; 
адрес:	Россия,	127051,	г. Москва,	ул. Петровка,	д. 24,	стр. 1; 
ORCID: 0009-0007-9219-7726; 
eLibrary	SPIN:	3232-1545; 
e-mail: NechaevNB@zdrav.mos.ru

AUTHORS’ INFO
* Nikolay B. Nechaev, MD,	Cand.	Sci.	(Medicine); 
address:	24-1	Petrovka	Str.,	Moscow,	127051,	Russia; 
ORCID: 0009-0007-9219-7726; 
eLibrary	SPIN:	3232-1545; 
e-mail: NechaevNB@zdrav.mos.ru

* Автор, ответственный за переписку / Сorresponding	author

REVIEWS

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.1016/j.cmpb.2022.106854
https://doi.org/10.1038/s41598-022-15634-4
https://doi.org/10.1186/s12880-022-00741-5
https://doi.org/10.3390/s21144928
https://elibrary.ru/nsgaxl
https://doi.org/10.18413/2313-8955-2016-2-4-4-12
https://doi.org/10.1007/s00345-021-03729-y
https://doi.org/10.1590/S1677-5538.IBJU.2022.0132
https://doi.org/10.1002/mp.15518
https://doi.org/10.1007/s00345-020-03181-4
https://doi.org/10.1007/s00345-021-03738-x
https://doi.org/10.1177/03915603231162881
https://doi.org/10.1007/s00240-014-0656-1
https://doi.org/10.1111/bju.15035
https://doi.org/10.1016/j.crad.2016.07.012
https://doi.org/10.1259/bjr.20160408
https://elibrary.ru/zwblyl
https://doi.org/10.21569/2222-7415-2017-7-3-165-173
https://doi.org/10.1007/s11307-020-01554-0
https://doi.org/10.1016/j.urology.2012.10.083
https://doi.org/10.1016/j.compbiomed.2021.104569
https://elibrary.ru/knbhoj
https://doi.org/10.17816/DD105567
https://doi.org/10.1016/j.ejrad.2021.109734
https://doi.org/10.1007/s00330-021-08424-5
https://doi.org/10.1007/s00330-022-09298-x
https://orcid.org/0009-0007-9219-7726
https://www.elibrary.ru/author_profile.asp?spin=3232-1545
mailto:NechaevNB@zdrav.mos.ru
https://orcid.org/0009-0007-9219-7726
https://www.elibrary.ru/author_profile.asp?spin=3232-1545
mailto:NechaevNB@zdrav.mos.ru
https://doi.org/10.17816/DD515814


114
Digital DiagnosticsТ. 5, № 1, 2024

Васильев Юрий Александрович, канд. мед. наук; 
ORCID: 0000-0002-0208-5218;  
eLibrary	SPIN:	4458-5608; 
e-mail: npcmr@zdrav.mos.ru

Владзимирский Антон Вячеславович, д-р мед. наук, 
профессор; 
ORCID: 0000-0002-2990-7736;  
eLibrary	SPIN:	3602-7120; 
e-mail: VladzimirskijAV@zdrav.mos.ru

Арзамасов Кирилл Михайлович, канд. мед. наук; 
ORCID: 0000-0001-7786-0349;  
eLibrary	SPIN:	3160-8062; 
e-mail: ArzamasovKM@zdrav.mos.ru

Шихмурадов Давид Уружбегович; 
ORCID: 0000-0003-1597-5786;  
eLibrary	SPIN:	9641-0913; 
e-mail: ShikhmuradovDU@zdrav.mos.ru

Панкратов Андрей Вячеславович; 
ORCID: 0009-0008-4741-4530; 
e-mail: PankratovAV3@zdrav.mos.ru

Ульянов Илья Владимирович; 
ORCID: 0000-0002-8330-6069; 
eLibrary	SPIN:	5898-3242; 
e-mail: UlyanovIV2@zdrav.mos.ru

Нечаев Николай Борисович, канд. мед. наук; 
ORCID: 0009-0007-9219-7726;  
eLibrary	SPIN:	3232-1545; 
e-mail: NechaevNB@zdrav.mos.ru

Yuriy A. Vasilev, MD,	Cand.	Sci.	(Medicine); 
ORCID: 0000-0002-0208-5218;  
eLibrary	SPIN:	4458-5608; 
e-mail: npcmr@zdrav.mos.ru

Anton V. Vladzymyrskyy, MD,	Dr.	Sci.	(Medicine), 
Professor; 
ORCID: 0000-0002-2990-7736;  
eLibrary	SPIN:	3602-7120; 
e-mail: VladzimirskijAV@zdrav.mos.ru

Kirill M. Arzamasov, MD,	Cand.	Sci.	(Medicine); 
ORCID: 0000-0001-7786-0349;  
eLibrary	SPIN:	3160-8062; 
e-mail: ArzamasovKM@zdrav.mos.ru

David U. Shikhmuradov, MD; 
ORCID: 0000-0003-1597-5786;  
eLibrary	SPIN:	9641-0913; 
e-mail: ShikhmuradovDU@zdrav.mos.ru

Andrey V. Pankratov, MD; 
ORCID: 0009-0008-4741-4530; 
e-mail: PankratovAV3@zdrav.mos.ru

Iliya V. Ulyanov, MD; 
ORCID: 0000-0002-8330-6069; 
eLibrary	SPIN:	5898-3242; 
e-mail: UlyanovIV2@zdrav.mos.ru

Nikolay B. Nechaev, MD,	Cand.	Sci.	(Medicine); 
ORCID: 0009-0007-9219-7726;  
eLibrary	SPIN:	3232-1545; 
e-mail: NechaevNB@zdrav.mos.ru

НАУЧНЫЕ ОБЗОРЫ

DOI: https://doi.org/10.17816/DD515814

https://orcid.org/0000-0002-0208-5218
https://www.elibrary.ru/author_profile.asp?spin=4458-5608
mailto:npcmr@zdrav.mos.ru
https://orcid.org/0000-0002-2990-7736
https://www.elibrary.ru/author_profile.asp?spin=3602-7120
mailto:VladzimirskijAV@zdrav.mos.ru
https://orcid.org/0000-0001-7786-0349
https://www.elibrary.ru/author_profile.asp?spin=3160-8062
mailto:ArzamasovKM@zdrav.mos.ru
https://orcid.org/0000-0003-1597-5786
https://www.elibrary.ru/author_profile.asp?spin=9641-0913
mailto:ShikhmuradovDU@zdrav.mos.ru
https://orcid.org/0009-0008-4741-4530
mailto:PankratovAV3@zdrav.mos.ru
https://orcid.org/0000-0002-8330-6069
https://www.elibrary.ru/author_profile.asp?spin=5898-3242
mailto:UlyanovIV2@zdrav.mos.ru
https://orcid.org/0009-0007-9219-7726
https://www.elibrary.ru/author_profile.asp?spin=3232-1545
mailto:NechaevNB@zdrav.mos.ru
https://orcid.org/0000-0002-0208-5218
https://www.elibrary.ru/author_profile.asp?spin=4458-5608
mailto:npcmr@zdrav.mos.ru
https://orcid.org/0000-0002-2990-7736
https://www.elibrary.ru/author_profile.asp?spin=3602-7120
mailto:VladzimirskijAV@zdrav.mos.ru
https://orcid.org/0000-0001-7786-0349
https://www.elibrary.ru/author_profile.asp?spin=3160-8062
mailto:ArzamasovKM@zdrav.mos.ru
https://orcid.org/0000-0003-1597-5786
https://www.elibrary.ru/author_profile.asp?spin=9641-0913
mailto:ShikhmuradovDU@zdrav.mos.ru
https://orcid.org/0009-0008-4741-4530
mailto:PankratovAV3@zdrav.mos.ru
https://orcid.org/0000-0002-8330-6069
https://www.elibrary.ru/author_profile.asp?spin=5898-3242
mailto:UlyanovIV2@zdrav.mos.ru
https://orcid.org/0009-0007-9219-7726
https://www.elibrary.ru/author_profile.asp?spin=3232-1545
mailto:NechaevNB@zdrav.mos.ru
https://doi.org/10.17816/DD515814


115
Digital DiagnosticsVol. 5 (1) 2024

Пр
ил

ож
ен

ие
 1

Та
бл

иц
а 

1.
 А

рх
ит

ек
ту

ры
 и

 д
иа

гн
ос

ти
че

ск
ие

 м
ет

ри
ки

 а
лг

ор
ит

мо
в 

гл
уб

ок
ог

о 
ма

ш
ин

но
го

 о
бу

че
ни

я 
дл

я 
оп

ре
де

ле
ни

я 
па

то
ло

ги
и 

ор
га

но
в 

бр
юш

но
й 

по
ло

ст
и 

ме
то

да
ми

 в
из

уа
ли

за
ци

и

1
2

3
4

5

Кл
ин

ич
ес

ка
я 

за
да

ча
Ав

то
ры

, г
од

Об
ъё

м 
вы

бо
рк

и 
дл

я 
те

ст
ир

ов
ан

ия
Ис

по
ль

зу
ем

ая
 а

рх
ит

ек
ту

ра
За

яв
ле

нн
ы

е 
по

ка
за

те
ли

 д
иа

гн
ос

ти
че

ск
ой

 т
оч

но
ст

и

Се
гм

ен
та

ци
я 

об
ра

зо
ва

ни
й 

пе
че

ни
 и

 е
ё 

ст
ру

кт
ур

M
. M

aq
so

od
 

и 
со

ав
т.,

 2
02

1 
[1

3]
4 

ис
сл

.
Re

sU
Ne

t с
 и

сп
ол

ьз
ов

ан
ие

м 
M

ul
ti-

sc
al

e 
pa

ra
lle

l c
on

vo
lu

tio
n 

bl
oc

ks
 

по
сл

е 
Re

s 
bl

oc
ks

Се
гм

ен
та

ци
я 

пе
че

ни
: 

– 
Ко

эф
фи

ци
ен

т 
сх

од
ст

ва
 Д

ай
са

: 0
,7

7 
– 

То
чн

ос
ть

: 9
3%

R.
Z.

 K
ha

n 
и 

со
ав

т.,
 

20
22

 [1
4]

3 
ис

сл
. (

Di
ca

db
) 

19
 и

сс
л.

 (L
iTS

) 
4 

ис
сл

. (
Si

lv
er

07
) 

1 
ис

сл
. (

Ch
ao

s)

Re
sU

Ne
t. 

В 
ба

зо
во

м 
бл

ок
е 

тр
и 

по
сл

ед
ов

ат
ел

ьн
ых

 с
ло

я 
Co

nv
2D

 
с 

ра
сш

ир
ен

ие
м 

яд
ра

 с
вё

рт
ки

 (т
ри

 с
ко

ро
ст

и 
ра

сш
ир

ен
ия

 —
 1

, 2
 

и 
4)

1)
 С

ег
ме

нт
ац

ия
 п

еч
ен

и,
 к

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а:
  

– 
0,

97
 н

а 
на

бо
ре

 д
ан

ны
х 

Di
rc

ad
b;

 
– 

0,
97

 н
а 

на
бо

ре
 д

ан
ны

х 
Li

TS
; 

– 
0,

97
 н

а 
на

бо
ре

 д
ан

ны
х 

Sl
ive

r0
7;

  
– 

0,
95

 н
а 

на
бо

ре
 д

ан
ны

х 
Ch

ao
s 

2)
 С

ег
ме

нт
ац

ия
 о

бр
аз

ов
ан

ий
 п

еч
ен

и,
 к

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а:
 

– 
0,

92
 н

а 
на

бо
ре

 д
ан

ны
х 

Di
ca

db
;  

– 
0,

87
 н

а 
на

бо
ре

 д
ан

ны
х 

Li
TS

 

H.
 R

ah
m

an
 и

 с
оа

вт
., 

20
22

 [1
2]

4 
ис

сл
.

По
сл

ед
ов

ат
ел

ьн
ое

 и
сп

ол
ьз

ов
ан

ие
 R

es
UN

et
 д

ля
 с

ег
ме

нт
ац

ии
 

пе
че

ни
, с

 п
ос

ле
ду

ющ
им

 и
сп

ол
ьз

ов
ан

ие
м 

по
лу

че
нн

ых
 д

ан
ны

х 
на

 д
ру

го
й 

Re
sU

Ne
t д

ля
 с

ег
ме

нт
ац

ии
 о

бр
аз

ов
ан

ий

Се
гм

ен
та

ци
я 

пе
че

ни
 и

 е
ё 

но
во

об
ра

зо
ва

ни
й:

 
– 

Ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
: 0

,9
9;

 
– 

То
чн

ос
ть

: 9
9,

6%

A.
 A

ffa
ne

 и
 с

оа
вт

., 
20

21
 [1

5]
1 

ис
сл

.

Тр
и 

мо
ди

фи
ка

ци
и 

3D
 U

-N
et

: 
1)

 3
D 

U-
Ne

t, 
кл

ас
си

че
ск

ая
 с

ет
ь 

2)
 3

D 
M

ul
tiR

es
 U

-N
et

. П
ер

ед
 S

ki
p 

Co
nn

ec
tio

n 
ис

по
ль

зу
ет

ся
 

бл
ок

 R
es

ol
ut

io
n 

Pa
th

. В
ну

тр
и 

Co
nv

 б
ло

ка
: т

ри
 с

вя
за

нн
ых

 
3D

-с
вё

рт
ки

 р
аз

ме
ра

ми
 3

×3
×3

 (в
 п

ер
во

й 
—

 3
2 

фи
ль

тр
а,

 в
 д

ву
х 

по
сл

ед
ую

щ
их

 —
 п

о 
16

), 
ко

то
ры

е 
об

ъе
ди

ня
ют

ся
, н

ор
ма

ли
зу

ют
ся

 
и 

су
мм

ир
ую

тс
я 

с 
вх

од
ны

ми
 д

ан
ны

ми
, п

ро
ш

ед
ш

им
и 

че
ре

з 
Сo

nv
3D

 
(р

аз
ме

р 
1×

1×
1,

 6
4 

фи
ль

тр
а)

. З
а 

эт
им

 с
ле

ду
ет

 с
иг

мо
ид

на
я 

ак
ти

ва
ци

я 
 

3)
 3

D 
De

ns
e 

U-
Ne

t —
 с

 о
бъ

ед
ин

ен
ие

м 
по

 ти
пу

 о
ст

ат
оч

но
й 

св
яз

и 
по

сл
е 

ка
ж

до
го

 C
on

v 
сл

оя

Се
гм

ен
та

ци
я 

пе
че

ни
, к

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а:
 

– 
0,

86
 —

 с
ет

ь 
3D

 M
ul

tiR
es

 U
-N

et
; 

– 
0,

84
 —

 с
ет

ь 
3D

 D
en

se
 U

-N
et

; 
– 

0,
73

 —
 с

ет
ь 

3D
 U

-N
et

J.
 W

an
g 

и 
со

ав
т.,

 
20

23
 [1

7]
8 

ис
сл

. (
Di

ca
db

) 
15

 и
сс

л.
 (L

iTS
)

3D
 M

AD
-U

Ne
t —

 и
сп

ол
ьз

уе
тс

я 
Lo

ng
-S

ho
rt 

Sk
ip

 C
on

ne
ct

io
n 

(L
SS

C)
 

и 
At

te
nt

io
n 

m
od

ul
e 

дл
я 

вс
ех

 у
ро

вн
ей

 д
ек

од
ер

а
Се

гм
ен

та
ци

я 
об

ра
зо

ва
ни

й 
пе

че
ни

, к
оэ

фф
иц

ие
нт

 с
хо

дс
тв

а 
Да

йс
а:

 
– 

0,
96

 —
 с

ет
ь 

3D
 U

-N
et

 +
 L

SS
C 

+ 
M

A 
на

 н
аб

ор
е 

да
нн

ых
 L

iTS
; 

– 
0,

96
 —

 с
ет

ь 
3D

 U
-N

et
 +

 L
SS

C 
+ 

M
A 

на
 н

аб
ор

е 
да

нн
ых

 D
ica

db
;  

– 
0,

92
 —

 с
ет

ь 
3D

 U
-N

et
 н

а 
на

бо
ре

 д
ан

ны
х 

Li
TS

; 
– 

0,
89

 —
 с

ет
ь 

3D
 U

-N
et

 н
а 

на
бо

ре
 д

ан
ны

х 
Di

ca
db

REVIEWS

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.17816/DD515814


116
Digital DiagnosticsТ. 5, № 1, 2024

Та
бл

иц
а 

1.
 П

ро
до

лж
ен

ие

1
2

3
4

5

Кл
ас

си
фи

ка
ци

я 
об

ра
зо

ва
ни

й 
пе

че
ни

 
по

 н
оз

ол
ог

ия
м

K.
G.

 K
as

ha
la

 
и 

со
ав

т.,
 2

02
0 

[1
8]

25
0 

ис
сл

.

М
од

иф
иц

ир
ов

ан
на

я 
Sq

ee
ze

Ne
t —

 м
од

ел
ь,

 гд
е 

до
ба

вл
яе

тс
я 

об
хо

д 
по

сл
е 

бл
ок

ов
 2

, 4
, 6

 и
 8

, а
 та

кж
е 

ис
по

ль
зу

ет
ся

 C
on

v2
D 

(1
×1

) п
ер

ед
 о

бъ
ед

ин
ен

ие
м 

ex
pa

nd
 б

ло
ко

в

– 
То

чн
ос

ть
: 8

1,
8%

; 
– 

F1
-м

ер
а:

 0
,8

0

J.
 Z

ho
u 

 и
 с

оа
вт

., 
20

21
 [2

0]
15

4 
ис

сл
.

Дл
я 

се
гм

ен
та

ци
и 

ис
по

ль
зо

ва
ла

сь
 2

,5
D 

Fa
st

er
 R

-C
NN

; 
дл

я 
кл

ас
си

фи
ка

ци
и 

ис
по

ль
зо

ва
ли

 3
D 

Re
sN

et
-1

8 
(м

од
иф

ик
ац

ия
, 

ос
но

ва
нн

ая
 н

а 
Co

nv
3D

)

– 
То

чн
ос

ть
: 8

2,
5%

 п
ри

 о
пр

ед
ел

ен
ии

 д
об

ро
ка

че
ст

ве
нн

ое
/

зл
ок

ач
ес

тв
ен

но
е 

но
во

об
ра

зо
ва

ни
е;

 
– 

То
чн

ос
ть

: 7
3,

4%
 п

ри
 о

пр
ед

ел
ен

ии
 о

дн
ой

 и
з 

6 
па

то
ло

ги
й 

(ге
па

то
це

лл
юл

яр
ны

й 
ра

к,
 х

ол
ан

ги
ок

ар
ци

но
ма

, м
ет

ас
та

з,
 

ге
ма

нг
ио

ма
, г

ип
ер

пл
аз

ия
, к

ис
та

)

M
. R

el
a 

и 
со

ав
т.,

 
20

22
 [2

1]
14

 и
сс

л.

М
ет

од
 о

по
рн

ых
 в

ек
то

ро
в,

 м
ет

од
 k

-б
ли

ж
ай

ш
их

 с
ос

ед
ей

 
1)

 М
ет

од
 о

по
рн

ых
 в

ек
то

ро
в:

  
– 

То
чн

ос
ть

: 8
4,

6%
; 

– 
F1

-м
ер

а:
 0

,8
0 

2)
 М

ет
од

 k
-б

ли
ж

ай
ш

их
 с

ос
ед

ей
: 

– 
То

чн
ос

ть
: 7

6,
92

%
; 

– 
F1

-м
ер

а:
 0

,7
6

Се
гм

ен
та

ци
я 

по
че

к 
и 

но
во

об
ра

зо
ва

ни
й

Y.
 D

in
g 

и 
со

ав
т.,

 
20

22
 [2

5]
30

 и
сс

л.

– 
U-

Ne
t 

– 
V-

Ne
t —

 м
од

иф
ик

ац
ия

, г
де

 и
сп

ол
ьз

ую
тс

я 
бл

ок
и 

Re
sN

et
, 

ра
бо

та
ющ

ие
 с

 3
D-

из
об

ра
ж

ен
ие

м

Се
гм

ен
та

ци
я 

по
че

к:
 

1)
 К

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а 
дл

я 
ле

во
й 

по
чк

и:
 

– 
0,

93
 —

 с
ет

ь 
U-

Ne
t; 

– 
0,

92
 —

 с
ет

ь 
V-

Ne
t  

2)
 К

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а 
дл

я 
пр

ав
ой

 п
оч

ки
: 

– 
0,

91
 —

 с
ет

ь 
U-

Ne
t; 

– 
0,

92
 —

 с
ет

ь 
V-

Ne
t

Z.
 L

in
 и

 с
оа

вт
., 

20
21

 
[2

3]
66

 и
сс

л.

3D
 U

-N
et

1)
 С

ег
ме

нт
ац

ия
 п

оч
ек

: 
Ко

эф
фи

ци
ен

т 
сх

од
ст

ва
 Д

ай
са

 —
 0

,9
7 

2)
 С

ег
ме

нт
ац

ия
 о

пу
хо

ле
й 

по
че

к:
 

Ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
 —

 0
,8

4 
3)

 С
ег

ме
нт

ац
ия

 к
ис

т 
по

че
к:

 
Ко

эф
фи

ци
ен

т 
сх

од
ст

ва
 Д

ай
са

 —
 0

,5
4

НАУЧНЫЕ ОБЗОРЫ

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.17816/DD515814


117
Digital DiagnosticsVol. 5 (1) 2024

Та
бл

иц
а 

1.
 П

ро
до

лж
ен

ие

1
2

3
4

5

Се
гм

ен
та

ци
я 

по
че

к 
и 

но
во

об
ра

зо
ва

ни
й

C.
H.

 H
si

ao
 и

 с
оа

вт
., 

20
22

 [2
7]

90
 и

сс
л.

U-
Ne

t, 
гд

е 
в 

ка
че

ст
ве

 б
ло

ко
в 

ко
ди

ро
вщ

ик
а 

ис
по

ль
зо

ва
ли

сь
 

ар
хи

те
кт

ур
ы 

из
 R

es
Ne

t-
41

 и
ли

 E
ffe

ct
ive

Ne
t

Се
гм

ен
та

ци
я 

по
че

к:
 

1)
 К

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а 
(д

ан
ны

е 
с 

пр
ед

об
ра

бо
тк

ой
 

и 
U-

Ne
t с

 к
од

ир
ов

щ
ик

ом
): 

– 
0,

96
 —

 E
ffi

cie
nt

Ne
t-

B7
; 

– 
0,

95
 —

 R
es

Ne
t-

41
; 

– 
0,

95
 —

 E
ffi

cie
nt

Ne
t-

B4
; 

– 
0,

95
 —

 E
ffi

cie
nt

Ne
t-

B4
, д

оо
бу

че
нн

ая
 

2)
 К

оэ
фф

иц
ие

нт
 с

хо
дс

тв
а 

Да
йс

а 
(д

ан
ны

е 
бе

з 
пр

ед
об

ра
бо

тк
и 

и 
U-

Ne
t с

 к
од

ир
ов

щ
ик

ом
): 

– 
0,

95
 —

 E
ffi

cie
nt

Ne
t-

B4
, д

оо
бу

че
нн

ая
; 

– 
0,

93
 —

 R
es

Ne
t-

41
; 

– 
0,

29
 —

 E
ffi

cie
nt

Ne
t-

B4
; 

– 
0,

27
 —

 E
ffi

cie
nt

Ne
t-

B7
 

3)
 С

ег
ме

нт
ац

ия
 н

ов
оо

бр
аз

ов
ан

ий
 п

оч
ек

: 
Ко

эф
фи

ци
ен

т 
сх

од
ст

ва
 Д

ай
са

 —
 0

,4
1 

(E
ffi

cie
nt

Ne
t-

B5
)

C.
H.

 H
si

ao
 и

 с
оа

вт
., 

20
22

 [2
8]

56
 и

сс
л.

 (K
iTS

19
)

Ef
fe

ct
ive

Ne
t-

B5
 (э

нк
од

ер
); 

Fe
at

ur
e 

py
ra

m
id

 n
et

w
or

k 
(д

ек
од

ер
)

Се
гм

ен
та

ци
я 

по
че

к 
и 

их
 о

пу
хо

ле
й:

 
Ко

эф
фи

ци
ен

т 
сх

од
ст

ва
 Д

ай
са

 —
 0

,9
5

Се
гм

ен
та

ци
я 

и 
кл

ас
си

фи
ка

ци
я 

но
во

об
ра

зо
ва

ни
й 

по
чк

и 
по

 н
оз

ол
ог

ия
м

M
.H

. I
sl

am
 и

 с
оа

вт
., 

20
22

 [2
9]

~1
00

0 
из

об
р.

6 
ар

хи
те

кт
ур

: 
– 

М
од

иф
иц

ир
ов

ан
на

я 
VG

G1
6;

 
– 

In
ce

pt
io

n 
v3

; 
– 

Re
sN

et
50

; 
– 

EA
Ne

t; 
– 

Sw
in

 T
ra

ns
fo

rm
er

s;
 

– 
CC

T

Кл
ас

си
фи

ка
ци

я 
но

во
об

ра
зо

ва
ни

й 
по

че
к:

 
1)

 А
рх

ит
ек

ту
ра

 V
GG

16
:  

– 
То

чн
ос

ть
 —

 9
8,

2%
; 

– 
F1

-м
ер

а 
ср

ед
ня

я 
—

 0
,9

8;
 

– 
AU

C 
ср

ед
ня

я 
—

 0
,9

9 
2)

 А
рх

ит
ек

ту
ра

 In
ce

pt
io

n 
v3

:  
– 

То
чн

ос
ть

 —
 6

1,
6%

; 
– 

F1
-м

ер
а 

ср
ед

ня
я 

—
 0

,5
9;

 
– 

AU
C 

ср
ед

ня
я 

—
 0

,8
5 

3)
 А

рх
ит

ек
ту

ра
 R

es
Ne

t5
0:

  
– 

То
чн

ос
ть

 —
 7

3,
8%

; 
– 

F1
-м

ер
а 

ср
ед

ня
я 

—
 0

,7
4;

 
– 

AU
C 

ср
ед

ня
я 

—
 0

,9
3 

4)
 А

рх
ит

ек
ту

ра
 E

AN
et

:  
– 

То
чн

ос
ть

 —
 7

7,
0%

; 
– 

F1
-м

ер
а 

ср
ед

ня
я 

—
 0

,7
7;

  
– 

AU
C 

ср
ед

ня
я 

—
 0

,9
6 

5)
 А

рх
ит

ек
ту

ра
 S

w
in

 T
ra

ns
fo

rm
er

s:
  

– 
То

чн
ос

ть
 —

 9
9,

3%
; 

– 
F1

-м
ер

а 
ср

ед
ня

я 
—

 0
,9

9;
 

– 
AU

C 
ср

ед
ня

я 
—

 0
,9

9 
6)

 А
рх

ит
ек

ту
ра

 C
CT

:  
– 

То
чн

ос
ть

 —
 9

6,
5%

; 
– 

F1
-м

ер
а 

ср
ед

ня
я 

—
 0

,9
7;

 
– 

AU
C 

ср
ед

ня
я 

—
 0

,9
9

REVIEWS

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.17816/DD515814


118
Digital DiagnosticsТ. 5, № 1, 2024

Та
бл

иц
а 

1.
 П

ро
до

лж
ен

ие

1
2

3
4

5

Се
гм

ен
та

ци
я 

и 
кл

ас
си

фи
ка

ци
я 

но
во

об
ра

зо
ва

ни
й 

по
чк

и 
по

 н
оз

ол
ог

ия
м

To
da

 N
. и

 с
оа

вт
., 

20
22

 [2
4]

13
2 

ис
сл

.

2D
 U

-N
et

 д
ля

 с
ег

ме
нт

ац
ии

 п
оч

ек
; 

3D
 U

-N
et

 д
ля

 с
ег

ме
нт

ац
ии

 и
 к

ла
сс

иф
ик

ац
ии

 о
бр

аз
ов

ан
ий

Кл
ас

си
фи

ка
ци

я 
об

ра
зо

ва
ни

й 
по

че
к:

 
– 

То
чн

ос
ть

 —
 8

7,
5%

; 
– 

AU
C 

—
 0

,9
3

Zh
u 

X.
L.

 и
 с

оа
вт

., 
20

22
 [2

6]
20

 и
сс

л.

FS
-n

et
: и

сх
од

ны
е 

да
нн

ые
 п

ро
во

дя
тс

я 
че

ре
з 

до
об

уч
ен

ну
ю 

3D
 U

-N
et

, п
ол

уч
ен

на
я 

ма
ск

а 
об

ъе
ди

ня
ет

ся
 с

 и
сх

од
ны

м 
да

нн
ым

и 
и 

пр
ов

од
ит

ся
 ч

ер
ез

 д
оо

бу
че

нн
ую

 3
D 

U-
Ne

t. 
Из

 п
ол

уч
ен

но
й 

ма
ск

и 
де

ла
ют

ся
 с

ег
ме

нт
ир

ов
ан

ны
е 

да
нн

ые
 п

оч
ки

 и
 о

бл
ас

ти
 

по
чк

и.
 С

ег
ме

нт
ир

ов
ан

но
е 

да
нн

ые
 п

од
ве

рг
аю

т 
те

кс
ту

рн
ом

у 
ан

ал
из

у 
дл

я 
по

лу
че

ни
я 

пр
из

на
ко

в.
 О

бл
ас

ть
 п

оч
ки

 п
ро

пу
ск

аю
т 

че
ре

з 
до

об
уч

ен
ну

ю 
3D

 R
es

Ne
t д

ля
 п

ол
уч

ен
ия

 п
ри

зн
ак

ов
. 

По
лу

че
нн

ые
 п

ри
зн

ак
и 

ис
по

ль
зу

ют
 в

 м
ет

од
е 

оп
ор

ны
х 

ве
кт

ор
ов

1)
 С

ег
ме

нт
ац

ия
 п

оч
ек

:  
– 

ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
 —

 0
,9

7 
(K

iTS
19

); 
– 

ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
 —

 0
,9

7 
(с

об
ст

ве
нн

ый
 н

аб
ор

 
да

нн
ых

) 
2)

 С
ег

ме
нт

ац
ия

 о
пу

хо
ле

й 
по

че
к:

 
– 

ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
 —

 0
,7

9 
(K

iTS
19

); 
– 

ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
 —

 0
,7

7 
(с

об
ст

ве
нн

ый
 н

аб
ор

 
да

нн
ых

)

Кл
ас

си
фи

ка
ци

я 
но

во
об

ра
зо

ва
ни

й 
по

чк
и 

и 
их

 х
ар

ак
те

ри
ст

ик

L.
 Y

an
g 

и 
со

ав
т.,

 
20

22
 [3

0]
12

0 
ис

сл
.

Из
 с

ег
ме

нт
ир

ов
ан

ны
х 

вр
уч

ну
ю 

по
че

к 
с 

об
ра

зо
ва

ни
ем

 в
ыд

ел
ял

ис
ь 

пр
из

на
ки

 с
 п

ом
ощ

ью
 б

иб
ли

от
ек

и 
py

ra
di

om
io

cs
. П

ри
зн

ак
и 

пр
оп

ус
ка

ли
сь

 ч
ер

ез
 с

ет
ь 

пр
ям

ог
о 

ра
сп

ро
ст

ра
не

ни
я 

Кл
ас

си
фи

ка
ци

я 
оп

ух
ол

ей
 п

оч
ек

, A
UC

: 
– 

0,
76

 —
 в

 н
ат

ив
но

й 
фа

зе
; 

– 
0,

79
 —

 в
 к

ор
ти

ко
ме

ду
ля

рн
ой

 ф
аз

е;
 

– 
0,

77
 —

 в
 н

еф
ро

гр
аф

ич
ес

ко
й 

фа
зе

M
. S

he
ha

ta
 и

 с
оа

вт
., 

20
21

 [3
1]

–

Из
 с

ег
ме

нт
ир

ов
ан

ны
х 

вр
уч

ну
ю 

по
че

к 
с 

об
ра

зо
ва

ни
ем

 
вы

де
ля

ли
сь

 п
ри

зн
ак

и:
 м

ор
фо

ло
ги

че
ск

ие
 (о

це
нк

а 
фо

рм
ы)

, 
те

кс
ту

рн
ые

 и
 ф

ун
кц

ио
на

ль
ны

е.
 П

ри
зн

ак
и 

пр
ох

од
ят

 ч
ер

ез
 с

ет
ь 

пр
ям

ог
о 

ра
сп

ро
ст

ра
не

ни
я,

 к
ла

сс
иф

иц
ир

ую
щ

ую
 

на
 д

об
ро

- 
и 

зл
ок

ач
ес

тв
ен

ну
ю 

пр
ир

од
у.

 П
ри

 з
ло

ка
че

ст
ве

нн
ом

 
ха

ра
кт

ер
е 

пр
из

на
ки

 п
ро

пу
ск

аю
тс

я 
че

ре
з 

се
ть

 п
ря

мо
го

 
ра

сп
ро

ст
ра

не
ни

я 
дл

я 
оп

ре
де

ле
ни

я 
св

ет
ло

- 
и 

не
св

ет
ло

кл
ет

оч
но

го
 

ра
ка

Кл
ас

си
фи

ка
ци

я 
оп

ух
ол

ей
 п

оч
ек

 н
а 

до
бр

о-
 и

 з
ло

ка
че

ст
ве

нн
ые

: 
– 

F1
-м

ер
а 

—
 0

,9
8 

Кл
ас

си
фи

ка
ци

я 
ра

ка
 п

оч
ек

: 
– 

То
чн

ос
ть

 —
 8

9,
6%

Оп
ре

де
ле

ни
е 

ур
ол

ит
иа

то
в 

на
 к

ом
пь

ют
ер

но
й 

то
мо

гр
аф

ии

A.
 C

ag
la

ya
n 

и 
со

ав
т.,

 
20

22
 [3

5]
–

xR
es

Ne
t5

0
Ка

мн
и 

<1
 с

м:
  

– 
То

чн
ос

ть
 —

 8
5%

; 
– 

F1
-м

ер
а 

—
 0

,8
5 

Ка
мн

и 
1–

2 
см

:  
– 

То
чн

ос
ть

 —
 8

9%
; 

– 
F1

-м
ер

а 
—

 0
,8

9 
Ка

мн
и 

>2
 с

м:
  

– 
То

чн
ос

ть
 —

 9
3%

; 
– 

F1
-м

ер
а 

—
 0

,9
3

НАУЧНЫЕ ОБЗОРЫ

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.17816/DD515814


119
Digital DiagnosticsVol. 5 (1) 2024

Та
бл

иц
а 

1.
 О

ко
нч

ан
ие

1
2

3
4

5

Оп
ре

де
ле

ни
е 

ур
ол

ит
иа

то
в 

на
 к

ом
пь

ют
ер

но
й 

то
мо

гр
аф

ии

C.
 D

an
ie

l и
 с

оа
вт

., 
20

22
 [3

6]
90

 и
сс

л.
3D

 U
-N

et
 д

ля
 с

ег
ме

нт
ац

ии
 п

оч
ек

, п
ро

це
ду

ра
 у

да
ле

ни
я 

ш
ум

а,
 о

бр
ез

ан
ие

 о
бл

ас
ти

 и
нт

ер
ес

а,
 1

3-
сл

ой
на

я 
3D

 C
NN

 
дл

я 
кл

ас
си

фи
ка

ци
и

– 
AU

C:
 0

,9
5;

 
– 

Сп
ец

иф
ич

но
ст

ь:
 0

,9
1

Y.
 C

ui
 и

 с
оа

вт
., 

20
21

 
[4

5]
11

7 
ис

сл
.

По
сл

ед
ов

ат
ел

ьн
ое

 и
сп

ол
ьз

ов
ан

ие
 3

D 
U-

Ne
t а

рх
ит

ек
ту

р 
дл

я 
се

гм
ен

та
ци

и 
по

че
к.

 П
ол

уч
ен

ны
е 

да
нн

ые
 и

сп
ол

ьз
ую

тс
я 

в 
пя

ти
 3

D 
U-

Ne
t а

рх
ит

ек
ту

ра
х,

 к
аж

да
я 

из
 к

от
ор

ых
 о

тв
еч

ае
т 

за
 к

ла
сс

иф
ик

ац
ию

 п
о 

од
но

му
 и

з 
па

ра
ме

тр
ов

 ш
ка

лы
 S

.T
.O

.N
.E

. 

Се
гм

ен
та

ци
я 

по
че

к 
и 

си
ну

со
в:

 
– 

Ко
эф

фи
ци

ен
т 

сх
од

ст
ва

 Д
ай

са
 —

 0
,9

3 
Оп

ре
де

ле
ни

е 
ко

нк
ре

ме
нт

ов
: 

– 
То

чн
ос

ть
 —

 9
0,

3%
; 

– 
AU

C 
—

 0
,9

6

K.
 Y

ild
iri

m
 и

 с
оа

вт
., 

20
21

 [4
7]

10
0 

ис
сл

.
xR

es
Ne

t5
0

– 
То

чн
ос

ть
: 9

7%
; 

– 
F1

-м
ер

а:
 0

,9
7

REVIEWS

DOI: https://doi.org/10.17816/DD515814

https://doi.org/10.17816/DD515814


120
Digital DiagnosticsТ. 5, № 1, 2024

Статья доступна по лицензии CC BY-NC-ND 4.0 International
© Эко-Вектор, 2024

НАУЧНЫЕ ОБЗОРЫ

Рукопись получена: 26.12.2023 Рукопись одобрена: 13.02.2024 Опубликована online: 11.03.2024

DOI: https://doi.org/10.17816/DD625319

Эпистемический статус искусственного интеллекта 
в медицинских практиках: этические вызовы
А.В. Баева
Московский государственный университет имени М.В. Ломоносова, Москва, Россия

АННОТАЦИЯ
В современных научных исследованиях в последнее время всё чаще появляются дискуссии о том, что в связи с раз-
витием технологий искусственного интеллекта встают вопросы об объективности, правдоподобности и достоверности 
знания, а также о том, не заменят ли эти технологии фигуру эксперта как ту инстанцию, которая до сих пор выступала 
гарантом объективности и центром принятия решений. Современные историки науки Л. Дастон и П. Галисон в своей 
книге, посвящённой истории научной объективности, говорят о сменяемости «эпистемических добродетелей», в ка-
честве одной из которых с определённого момента утвердилась и объективность. При этом выдвижение той или иной 
добродетели, регулирующей научную самость, то есть выступающей нормативным принципом для учёного при выборе 
способа видения и научной практики, зависит от принятия решений в трудных случаях, требующих воли и ограничения 
самости. В этом смысле эпистемология соединяется с этикой: учёный, руководствуясь определёнными моральными 
принципами, отдаёт предпочтение тому или иному способу поведения, выбирая, например, не более точное изо-
бражение, сделанное от руки, а неретушированную фотографию, возможно, нечёткую, но полученную механически, 
а значит — более объективную и свободную от какой-либо примеси субъективности. В этой связи небезынтересным 
представляется эпистемический статус современных технологий на основе искусственного интеллекта, которые всё 
больше берут на себя функции научной самости, в том числе и в части оказания влияния на принятие конечных ре-
шений и получение объективного знания. Так, например, в области медицины роботизированные аппараты уже ока-
зывают существенную поддержку: им передаётся часть функций, например, врача первого звена для сбора и анализа 
стандартизированных данных о пациенте и диагностики. Есть предположение, что в ближайшее время всё больше 
обязанностей будет передаваться искусственному интеллекту: обработка данных, разработка новых лекарств и спо-
собов лечения, налаживание дистанционного взаимодействия с пациентом и др. Значит ли это, что научная самость 
может быть заменена алгоритмами на основе искусственного интеллекта, а на смену объективности придёт другая 
эпистемическая добродетель, окончательно разрывающая связь этики и эпистемологии, — этот вопрос нуждается 
в исследовании.

Ключевые слова: современные научные практики; объективность; эпистемическая добродетель; научная самость; 
технологии на основе искусственного интеллекта.
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Epistemic status of artificial intelligence 
in medical practice: Ethical challenges
Angelina V. Baeva
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ABSTRACT
Advances in artificial intelligence have raised controversy in modern scientific research regarding the objectivity, plausibility, 
and reliability of knowledge, and whether these technologies will replace the expert figure as the authority that has so far 
served as a guarantor of objectivity and the center of decision-making. In their book on the history of scientific objectivity, 
modern historians of science L. Duston and P. Galison discuss the interchangeability of “epistemic virtues,” which now include 
objectivity. Moreover, selecting one or another virtue governing the scientific self, i.e., serving as a normative principle for a 
scientist when adopting a perspective or scientific practice, depends on making decisions in difficult cases that require will and 
self-restriction. In this sense, epistemology and ethics are intertwined: a scientist, guided by certain moral principles, prefers 
one or another course of action, such as choosing not a more accurate hand-drawn image but an unretouched photograph, 
perhaps fuzzy, but obtained mechanically, which means it is more objective and free of subjectivity. In this regard, the epistemic 
standing of modern artificial intelligence technologies, which increasingly perform the functions of the scientific self, including 
influencing ultimate decision-making and obtaining objective knowledge, is intriguing. For example, in medicine, robotic 
devices considerable support and are assigned some of the responsibilities of a primary care physician, such as collecting and 
analyzing standardized patient data and diagnosis. It is expected that artificial intelligence will take on more tasks such as data 
processing, development of new drugs and treatment methods, and remote interaction with patients. It remains to be seen 
whether this implies that the scientific self can be replaced by artificial intelligence algorithms and another epistemic virtue will 
replace objectivity, thus breaking the link between ethics and epistemology.
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人工智能在医疗实践中的认识论地位：伦理挑战
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摘要

最近，在现代科学研究中越来越多地讨论认为，随着人工智能技术的发展，知识的客观性、

可信度和可靠性出现了问题，以及这些技术是否会取代专家的问题。科迄今为止，专家一直

是客观性的保证和决策中心。现代科学史学家L.Daston和P.Galison在他们关于科学客观性

历史的著作中谈到了“认识论美德”的更迭。客观性从某个时刻就确立为其中之一。美德是

科学家选择理解方式和科学实践的规范性原则。管理科学信念的特定美德的弘扬过程取决于

科学家在需要意志和信念限制的困难情况下做出的决策。从这个意义上说，认识论与伦理学

是相通的。科学家在某些道德原则的指导下，倾向于这样或那样的行为方式。例如，科学家

选择一张未经修饰的照片，而不是更精确的手绘图像。照片可能模糊不清，但它是通过机械

方式获得的，这意味着这样的照片更加客观，未受到任何主观因素的影响。在这方面，以人

工智能为基础的现代技术的认识论地位很有意思。这些人工智能技术越来越多地承担科学信

念的功能，包括在影响最终决策和获取客观知识方面。例如，在医学领域，机器人设备已经

开始提供重要的支持。一些功能被转移到这些机器上，例如一线医生收集和分析病人标准数

据的功能和诊断功能。有一种假设认为，在不久的将来，越来越多的职责将移交给人工智

能：数据处理、新药物和新疗法的开发、与病人建立远程互动等等。这是否意味着科学可能

会被基于人工智能的算法所取代，客观性将被另一种最终打破伦理学与认识论之间联系的认

识论美德所取代。这是一个需要探讨的问题。

关键词：现代科学实践；客观性；认识论美德；科学信念；基于人工智能的技术。
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ВВЕДЕНИЕ
Применение технологий на основе искусственного 

интеллекта (ИИ) в современных научных (в частности — 
медицинских) практиках1 ставит перед исследователями 
науки ряд проблем: каков эпистемический статус ИИ, 
и какие этические вызовы в связи с определением этого 
статуса возникают. Вопрос эпистемического статуса ИИ 
нуждается в прояснении, поскольку в связи с активным 
внедрением ИИ в научные практики неизбежно возника-
ет опасение, что агентность технологий ставит под угро-
зу как агентность самой фигуры врача как инстанции, 
принимающей решение и стремящейся к объективному 
взгляду, так и саму объективность как эпистемическую 
добродетель2, которая ассоциируется с наукой. 

Проект исторической концепции объективности Л. Да-
стон и П. Галисона [1], в котором авторы демонстрируют 
историчность объективности как эпистемической до-
бродетели на примере исследования конкретных мате-
риальных научных практик, а именно практик создания 
визуальных образов для естественно-научных атласов, 
строится с опорой на два основных аспекта: эпистемиче-
ские добродетели (в частности — объективность) и ви-
зуальность. 

«Внимание к той или иной форме научного видения 
выводит на первый план два вопроса. Какие практики 
нужны, чтобы производить изображения такого типа? 
И какие практики нужны, чтобы культивировать научную 
самость, делающую такое видение возможным? Исто-
рия научного видения всегда требует такого двойного 
движения: с одной стороны, к развёртыванию эписте-
мологии образов, с другой — к культивируемой этике 
научной самости. Верность природе всегда была трой-
ным обязательством: визуальным, эпистемологическим 
и этическим. Что происходит, когда верность нарушена 
и природа сливается с артефактом? Пришла пора взгля-
нуть на современные научные атласы: образы, в которых 

процесс изготовления является одновременно процессом 
видения» [1]. Эти два аспекта оказываются тесно связан-
ными в один проблемный узел конкретными практиками 
визуализации рабочих объектов науки3. 

Изменения в характере изображений и практик пока-
зывают ту или иную эпистемическую добродетель в дей-
ствии. В этой связи изменение визуализации с помощью 
применения цифровых технологий и технологий на основе 
ИИ позволяет поставить вопрос о трансформации как эпи-
стемической добродетели объективности, так и научной 
самости. Различные способы визуализации (использова-
ние диаграмм, карт, фотографий, составление атласов) 
становятся одной из фундаментальных и неотъемлемых 
частей выстраивания аргументации в современных науч-
ных исследованиях. При этом визуализация, благодаря 
возможностям новых цифровых технологий, выступает 
не просто иллюстрацией, а непосредственно формой ис-
следования. Переходом от репрезентации к презентации 
ознаменован новый способ видения и научной практики 
в целом: манипулирование визуальным образом начи-
нает означать то же, что и манипулирование самим изо-
бражаемым или наблюдаемым объектом. Компьютерное 
моделирование и новые методы визуализации стали оче-
редным революционным прорывом в научных практиках 
после наблюдения и эксперимента. В этой связи есте-
ственным образом возникают вопросы относительно того, 
каково настоящее и возможное будущее объективности 
как эпистемической добродетели в эпоху цифровизации 
и инноваций в науке в условиях, когда техника и техноло-
гии начинают играть существенную роль в производстве 
научного знания, не столько открывая, сколько изобретая 
факты. Что представляют собой новые научные практики, 
и какими могут быть новые добродетели? Если практики 
укоренены исторически, то как изменяются добродете-
ли? Связано ли изменение добродетелей с изменением 
целей/благ, лежащих в основе той или иной практики? 
Может ли чем-то ещё, кроме добродетелей, определяться 

1 Говоря о современных научных практиках, мы подразумеваем принципиально усложнённое и эмпирически многообразное пространство 
науки, которое включает, помимо пропозициональных режимов производства знания, различные непропозициональные формы в виде гра-
фиков, диаграмм, визуальных образов и т.д. Одним из ярких примеров, демонстрирующих, как научная практика не столько познаёт свой 
объект, сколько создаёт его практически, является исследовательский проект А. Мол, посвящённый множественности онтологии медицин-
ских практик на примере осуществления в разветвлённых практиках такой болезни, как атеросклероз [2].

2 Объективность как эпистемическая добродетель возникает на определённом историческом этапе сложной координации наблюдателя и прак-
тики наблюдения и находит выражение в определённых изобразительных практиках и технологиях визуализации, поскольку эпистемические 
добродетели как устойчивые черты характера культивируются в конкретных исследовательских практиках, а через них, в свою очередь, 
складывается определённый тип научной самости. Каждая практика, совершаемая научной самостью, направлена на достижение какого-то 
блага. Таким образом, устойчивые практики — это то, что позволяет видеть перемены в эпистемических добродетелях.

3 «Говорить от имени природы самой по себе» становится лозунгом нового вида научной объективности, который появляется во второй по-
ловине XIX века. Опасаясь человеческого вмешательства между природой и наукой, французский физиолог Этьен-Жюль Маре, изучающий 
множество визуальных методов в науке, и его современники обратились к механическому воспроизводству образов для устранения подозри-
тельных опосредований. Они заручаются полиграфами, фотографиями и другими приспособлениями в попытке создать атласы — «библию 
наблюдаемой науки». Атласы задают новый вектор в разговоре о научной объективности [3]. Атласы поставляют рабочие объекты наукам 
зрения, тренируя глаз выделять определённые виды объектов в качестве образцовых (то, что можно назвать «типичным») и рассматривать 
их определённым образом. В случае атласов, которые представляют изображения, полученные новыми инструментами (например, рентге-
новские атласы в начале XX века), всё принадлежащее атласу поле должно читаться тоже по-новому. Поскольку атласы приучают глаз, они 
по необходимости визуальны, даже в тех дисциплинах, где существенную роль играют другие ощущения [3].
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научная самость, и как она может изменяться, дополня-
ясь технологиями на основе ИИ?

СОВРЕМЕННЫЕ НАУЧНЫЕ 
ПРАКТИКИ: МАТЕРИАЛЬНОСТЬ 
И ЭПИСТЕМИЧЕСКИЙ СТАТУС 
АРТЕФАКТОВ

В современных научных практиках граница между объ-
ективным и субъективным, абстрактным и конкретным, 
открытым и сделанным стирается. Артефакты начинают 
играть существенную роль в формировании научного зна-
ния и оказывать влияние на его основные характеристики, 
в том числе объективность, которая перестаёт пониматься 
как абстрактная научная характеристика, не зависимая 
от субъекта. По мере развития технологий всё большей 
значимостью начинают обладать технические артефакты4, 
которые конструируются, например, в рамках научных 
лабораторий и обладают принципиально новыми свой-
ствами для создания нового знания. Помимо функцио- 
нального предназначения, одним из важнейших свойств 
артефактов считается материальность: артефакты не яв-
ляются идеальными объектами, хотя сами при этом могут 
выступать инструментами формирования идеализаций. 
Кроме того, артефакты по своей природе связаны с жиз-
ненным миром человека, культурной средой, историче-
ской эпохой и социальными практиками, что, собственно, 
и делает артефакты интенционально зависимыми (онто-
логически, а не каузально) от процессов, происходящих 
в практиках взаимодействия с ними. При создании ар-
тефактов человек преобразовывает и приспосабливает 
природу, формируя новые объекты. Через изготовление 
и использование артефактов формируются практики пре-
образования и познания мира. Принимая во внимание 
специфические свойства и функции технических артефак-
тов, используемых в научных практиках, можно говорить 
о том, что они сами представляют собой принципиально 
важный конституирующий элемент сохранения стабиль-
ности научного знания. Таким образом, «под артефактом 
стоит понимать элементы системы вещей, которые яв-
ляются “вещественными” и позволяют репрезентировать 

смыслы, специфичные для культуры, механизмы произ-
водства вещей, процессы обучения и овладения смыс-
лами и метафорами, и позволяют культуре изменяться. 
Именно такие артефакты обладают онтологической зна-
чимостью, так как в них проявляются специфические 
смыслы культуры, которые без них не могли бы суще-
ствовать и быть репрезентированы» [4].

Искусственность объекта не может быть объяснена 
только с точки зрения его сущностных характеристик, 
в отрыве от комплекса других объектов, отношений, 
программ — то есть обыденных условий для раскрытия 
объекта как артефакта. М. Полани формулирует наличие 
инструмента или сам инструмент в определённом смысле 
как то, что отлично от его пригодности в качестве объ-
ективного «механизма». Он становится своеобразным 
расширением человеческого тела: мы вписываем инстру-
ментарий в наше тело или расширяем наше тело таким 
образом, что сживаемся с этой вещью. Это телесное 
расширение инструмента, как отмечает М. Линч, Полани 
называет интериоризацией [6]. Проблема противопостав-
ления «объективного» и «сделанного» вырастает из раз-
личия между артефактом и естественной объективностью, 
которое проблематизируется в лабораторных научных 
практиках5. 

Анализируя артефакты в научных практиках, Линч вы-
деляет позитивные и негативные артефакты. Первая груп-
па артефактов характеризуется внешним вещественным 
проявлением (например, пятно на стекле микроскопа): 
в таком случае они принадлежат субъективным услови-
ям наблюдения, то есть рассматриваются как зависящие 
от инструментальных условий восприятия. Линч выделя-
ет несколько характерных особенностей таких артефак-
тов. Прежде всего, они материальны, то есть видимы 
и доступны для считывания. Во-вторых, они повсеместны 
и воспроизводимы по своему внешнему виду как повсед-
невные неприятности, населяющие работу по выполне-
нию технической подготовки изображений. Кроме того, 
как только они обнаруживаются в качестве артефактов, 
они беспроблемно могут быть отделены от адекватно 
сконструированных характеристик изображения (напри-
мер, электронной микрофотографии). Наконец обнаруже-
ние таких артефактов инициирует их считывание, которое, 

4 «Техническими артефактами являются объекты, созданные специально для того, чтобы служить определённой цели; естественные объекты 
появляются без вмешательства имеющих какие-либо намерения агентов. Артефакты существенным образом обладают интенциональными 
свойствами, а естественные объекты — нет» [5]. С одной стороны, принято считать, что артефактами являются объекты, созданные для 
определённой цели (в отличие от естественных объектов). Однако в исследованиях, посвящённых современной эпистемологии, справедливо 
отмечается, что техническим артефактом может быть не только искусственно сконструированная вещь, но и вполне естественный, живой 
организм, используемый для решения определённых задач. В этом случае следует признать, что конституирующим свойством артефакта 
будет не его искусственная природа, а его использование в человеческой познавательной деятельности. Функциональность артефакта — 
одно из его существенных свойств. «Артефактом является и вакцина, и адронный коллайдер, и палка-копалка. Все эти объекты связаны с 
жизненным миром человека, и именно это позволяет им быть техническими артефактами» [4].

5 Как отмечал К. Поппер, «объективность тесно связана с социальным аспектом научного метода, с тем фактом, что наука и научная объ-
ективность не могут быть результатом стремления отдельного учёного быть объективным. Это возможно только как результат деятельности 
сообщества учёных. Научная объективность может быть описана в интерсубъективном научном методе. Но этот социальный аспект науки 
почти полностью отвергается теми, кто называет себя социологами знания» [6].
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как правило, ставит вопрос о том, учитывать ли обнару-
женные артефакты в конечном итоге и использовать ли их 
в дальнейшей работе.

Однако, как отмечает Линч, есть некоторые проблемы 
с «этнографической» ориентацией на артефакты в ла-
боратории. Во-первых, легко заметить, что количество 
артефактов, представленных в отчётах в качестве при-
меров, не исчерпывается указанием всего, что может 
считаться искусственным в исследованиях. Кроме того, 
то, что считается искусственным, определяется зачастую 
тем, как оно представлено в отчётных записях. Напри-
мер, нейронная ультраструктура может быть представ-
лена в виде аналитической записи, которая наделяется 
статусом артефакта в поле нейронных сущностей, доступ 
к которым осуществляется через считывание этой запи-
си. Особенности формата представления артефакта могут 
включать такие характеристики, как двухмерность фото-
графии; чёрно-белые текстурные вариации, которые при-
дают очертание формам сфотографированного явления; 
последовательное расположение фотографических серий 
для изображения сплошной последовательности событий 
[6]. Там, где о записи можно говорить как о форме ви-
зуализации невидимого явления, артефакты во многих 
случаях были обнаружены в лабораторных отчётах о тех 
явлениях, которые ранее не предвиделись. Артефакты 
становились открытием в том смысле, что они зачастую 
возникали как новые явления в ранее не изученной об-
ласти. Это, по определению Линча, так называемые си-
туативные, или негативные, артефакты. Во всяком слу-
чае, пишет Линч, примеры таких артефактов, которые 
становились открытием, позволяют сделать вывод о том, 
что итог наблюдения или эксперимента во многом опре-
деляется теми условиями, в которых он производится.

Опираясь на приведённые специфические особенно-
сти позитивных и негативных артефактов и их роль в на-
учных практиках, Линч приводит пример с обнаружением 
явления микроглии как артефакта [6]. Её «неправдопо-
добие» не было эмпирической невозможностью, но оно 
было единичным случаем в рамках более правдоподоб-
ной альтернативной версии. Теоретические предпосылки, 
которые привели к тому, что микроглия в капилляре была 
рассмотрена с особым вниманием (несколько фотогра-
фий, сделанных крупным планом, были сведены в еди-
ную серию), обязаны более детальному исследованию 
явления, чем это могло быть в противном случае. Про-
блемный характер фотографии микроглии не только был 
связан с фактом противоречия лабораторному предполо-
жению о том, как микроглия должна возникать в мозге, 
но также был усугублён наличием конкурирующего пред-
положения, задокументированного фотографией. Клетка 
микроглии не только появилась в некотором роде путём, 

необъяснимым в лабораторной версии физиологии моз-
га, но и могла быть приведена в качестве доказательства 
другого возможного объяснения. Размещение микроглии 
в капилляре стало скорее невольно созданной конструк-
цией, нежели схваченным образом реального положения 
дел [6]. 

Такой пример артефакта не был вещественным 
в позитивном смысле, поскольку о самой видимости речи 
не шло. Проблема была в другом понимании материаль-
ности. Прорастания аксона продемонстрировали мате-
риальное расширение в направлении, отличном от того, 
которое было принято лабораторными исследователя-
ми как неоспоримое, и в результате оно было оспорено 
с учётом альтернативного материального аргумента [6]. 
В данном случае артефакт был узнаваем с точки зрения 
определённой линии полемики относительно проросших 
аксонов и, соответственно, был предметом споров. В этом 
и подобных случаях артефакт был, по сути, не столько 
«вещью», сколько «анти-вещью» в рамках столкновения 
противоположных точек зрения. Артефактами, поми-
мо «вещей», могли быть и возможности, возникающие 
в противовес принятым расчётам. Такие возможности 
были зачастую упомянуты скорее как отсутствующие 
в наблюдении, нежели как присутствующие (пятна, кляк-
сы, размытия на фотографиях, которые могут быть рас-
смотрены как «вторжения»6). В таком случае артефакты 
фигурировали в ситуации неопределённости.

Негативные артефакты считываются не как вторжения, 
искажения или специфические дефекты в наблюдаемом 
поле, но как отсутствие желаемых результатов или эф-
фектов. В случае с негативными артефактами отсутствие 
положительного результата эксперимента или процедуры 
наблюдения подразумевало адекватность произведённой 
лабораторной работы с учётом возможных непредвиден-
ных обстоятельств, которые, в свою очередь, были при-
знаны ответственными за полученный результат. Неудача, 
вызванная неопределённостью, провоцирует расследова-
ние, по какой причине не был получен желаемый резуль-
тат. Неопределённость таких отрицательных результатов 
была рассмотрена Линчем как дополнение к необходи-
мому техническому горизонту достижения объективности 
[6]. Неудача в работе несёт в себе переменные моральные 
коннотации, зависящие от локально выстроенных обсто-
ятельств: в некоторых случаях они могут быть локализо-
ваны в более или менее объективных обстоятельствах. 

Позитивные артефакты в виде вторжений в простран-
ство видимости естественного феномена обнаруживаются 
в исследовательской работе, стремящейся избежать воз-
можности субъективной ошибки. Негативные артефакты, 
поскольку они показывают, что работа является поиском 
неуловимого предмета, свидетельствуют о работе поиска. 

6 Например, экспериментальный метод Г. Галилея (в отличие от эмпирического метода Ф. Бэкона) делал возможным взаимопереплетение 
умозрительных конструкций и эмпирических моделей благодаря технической деятельности. При этом производимое с помощью телескопа 
наблюдение пятен на солнце должно было отстаиваться как результат именно наблюдения, а не как артефакт, порождаемый телескопом.
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Однако этого недостаточно, чтобы избежать ошибок, так 
как успех требует контроля над обстоятельствами таким 
образом, чтобы получить желаемый результат. Негатив-
ные артефакты существуют как возможности «сокрытых» 
вещей. Сокрытый объект существует как возможность, 
как и сам артефакт, который скрывает свою доступность, 
пока техническая модификация не задокументирует его 
существование в ходе испытания. Негативный артефакт 
тем самым формирует условия для актуализации вещи 
в условиях непредвиденных обстоятельств. Когда ошиб-
ки случаются, они рассматриваются как субъективные 
факторы, которые препятствуют тому, чтобы был показан 
объект сам по себе. Инструменты и приборы также име-
ют свои несовершенства, дефекты и связанные с ними 
погрешности. Таким образом, материальность научных 
практик, как будет показано далее, оказывает непосред-
ственное влияние на производство научной объектив-
ности и наделяет эпистемическим статусом технологии, 
за счёт которых эта объективность производится.

СОВРЕМЕННЫЕ МЕДИЦИНСКИЕ 
ПРАКТИКИ: РАСПРЕДЕЛЁННАЯ 
АГЕНТНОСТЬ И ЭПИСТЕМИЧЕСКИЙ 
СТАТУС ИСКУССТВЕННОГО 
ИНТЕЛЛЕКТА 

Отказ от классической познавательной субъект-объ-
ектной модели отношений, который происходит в связи 
с «материальным поворотом» в исследованиях науки, 
приводит к сведению всех элементов исследовательского 
процесса и его результата (научного знания) к социаль-
ным характеристикам. «Забвение артефактов (в смысле 
вещей) означало создание другого артефакта (в смысле 
иллюзии): общество, которое должно поддерживаться 
только социальным» [7]. Получаемое знание опреде-
ляется в своём содержании социальными процесса-
ми по его конструированию. Полученное знание — это 
готовый результат деятельности учёного. Однако если 
в классической науке оно обретало логическую форму 
в силу соответствия предмету изучения, то теперь оно 
становится научным результатом в силу его способности 

успешно функционировать в обществе в качестве арте-
факта и при исключении из него всех следов социальной 
деятельности по его производству. Деятельность учёного 
(не столько как отстранённость от объекта исследования, 
сколько как специфическая форма субъективации в виде 
подчинения себя объекту, сопровождаемая при этом со-
противлением объекта подчиняться) создаёт научную бес-
субъектность: учёный — это судья над всегда существу-
ющим объектом, но не последняя инстанция, выносящая 
ему приговор. Хотя Б. Латур и заявляет, что «в науке нет 
такой вещи, как “орган, выносящий окончательные реше-
ния” (res judicata)» [8], тем не менее, по его собственным 
словам, всё же есть третья сторона принятия решения: 
независимый гибрид (который говорит от имени учёных, 
говорящих от имени «вещей»). Задача учёного не столько 
подчинить этот объект себе, сколько заставить его «гово-
рить». Факты не говорят сами за себя, но в лаборатории 
они играют двоякую роль: с одной стороны, они представ-
ляют собой то, о чём говорят, а с другой — определяют 
истинность говоримого о них [8]7.

Для Латура наука — это не только дискурс: это, пре-
жде всего, сеть практик по производству на свет фактов. 
В контексте понимания науки как технонауки (когда тех-
ника и технологии начинают восприниматься не как при-
ложение к науке, а как необходимый элемент её раз-
вития) ИИ наделяется особым эпистемическим статусом 
как неустранимый из научной практики, в которой он при-
меняется, агент (или актор). И в этой связи вопрос об ин-
новациях в науке в эпоху цифровизации тесным образом 
связан с вопросом о том, как изменяется научная самость: 
что должен сделать с собой учёный, чтобы заниматься 
наукой, и что происходит с объективностью как эписте-
мической добродетелью сегодня? К концу XX века кажу-
щиеся самоочевидными ранее способы репрезентации 
природы отошли на второй план с появлением новых 
технологий и нового гибридизированного способа делать 
науку. Соединение природного и артефактного в научной 
практике создания изображений как инструментов, об-
ладающих размерностью атома, приводит от репрезен-
тативной к презентативной стратегии8. Развитие нанотех-
нологий в XX–XXI вв. позволяет Дастон и Галисону ввести 
в оборот описание нового режима научной визуализации 

7 Мир права и мир науки неслучайно оказываются столь тесно связанными: их объединяет общая добродетель, в качестве которой выдвигается 
беспристрастный подход, обеспечиваемый дистанцированностью и точностью. Каждая из областей использует собственный язык и способ 
мышления. Так, например, Латур предлагает рассмотреть Государственный Совет как лабораторию в поисках той объективности, которую 
преследуют учёные. Правительственный советник напоминает учёного тем, что «он говорит и публикуется от своего собственного имени; 
и, точно так же, что-то от правительственного советника есть в каждом учёном, рассматривающем себя как просветителя. Фигура прави-
тельственного советника, таким образом, представляет собой причудливый и сложный гибрид: в ней чувствуется что-то от суверенности lex 
animate, закона, воплощённого в отдельном человеке; однако в рассматриваемом нами случае только сам данный человек этим законом и 
связан. <…> Правительственный советник — самый специфический пример инстанции, призванной производить возражения, производя тем 
самым объективность» [8]. Общий корень правовой и научной деятельности — искусство манипуляции с текстами и записями в целом.

8 Этот переход характеризуется следующим положением дел: «с одной стороны, есть прежние атласы, стремящиеся посредством репрезен-
тации добиться верности природе. Корректный перенос природы на страницу мог пониматься как следование идее истины-по-природе 
(XVIII век), но также как приверженность механической объективности (XIX век) или тренированному суждению (XX век). С другой стороны, 
есть новейшие формы галерей изображений, являющиеся презентациями. Презентационная стратегия может соотноситься либо с новыми 
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«образ-как-инструмент». Соответственно, современные 
научные изображения становятся не столько отображе-
нием репрезентируемого объекта, сколько инструментом, 
позволяющим производить с ним манипуляции9. И в этом 
смысле наиболее глубокое изменение, демонстрирую-
щее различие между репрезентативной и презентатив-
ной стратегиями, происходит именно на уровне научной 
самости: «учёный и инженер, являвшиеся по меньшей 
мере в этом гибридном поле отчётливо отличающими-
ся друг от друга характерами, начали разнообразными 
способами утрачивать эту разницу. <…> Когда инже-
нерно-научная самость начинает стабилизироваться, это 
происходит одновременно с выработкой нового отноше-
ния к образам. Они становятся инструментами, частью 
аппаратуры, напоминающими скорее экран компьютера, 
который показывает работу удалённо контролируемой ро-
ботизированной манипуляции в дистанционной хирургии, 
изменение траектории спутника в космосе, смешивание 
токсичных химикатов или обезвреживание бомбы» [1]. 
Стремление к минимизации роли самости10 в процес-
се создания и наблюдения объективного образа вплоть 
до отказа от самости как таковой, способной каким-либо 
образом вмешаться или неправильно увидеть и проин-
терпретировать наблюдаемое явление, всё больше можно 
видеть в современных научных практиках, использующих 
технологии на основе ИИ. В этой связи резонным кажется 
вопрос о том, не грозят ли новые технологии стиранию 
научной самости как инстанции, которая была призвана 
регулироваться объективностью как эпистемической до-
бродетелью. Не являемся ли мы свидетелями появления 
новых эпистемических режимов, разрывающих связь 

этики и эпистемологии, или же носителями эпистемиче-
ских добродетелей становятся алгоритмы, пришедшие 
на смену научным самостям?

Так, например, тип научной самости, определяемый 
как «объективный» учёный, — это фигура дисциплини-
рованного осторожного наблюдателя, не вмешивающе-
гося в процесс, а только беспристрастно фиксирующего 
наблюдаемые явления и правильно интерпретирующего 
их. Быть объективным (то есть придерживаться эписте-
мической добродетели объективности) значило не просто 
заниматься наукой, но, прежде всего, усмирять свою волю 
и самость, например, воздерживаясь от ретуширования 
фотографии. В этом смысле смена эпистемических добро-
детелей — это не столько смена научных практик, сколь-
ко смена этических установок, регулирующих поведение 
учёного. Однако, как отмечают Дастон и Галисон, «все 
эти три добродетели каждая на свой лад служили одной 
общей цели — тому, что мы называем верной репре-
зентацией природы» [1]. В связи с тем, что к концу XX в. 
кажущиеся самоочевидными ранее способы репрезента-
ции природы отошли на второй план с появлением новых 
технологий, научная самость также трансформируется 
и радикальным образом расширяется11, беря во внимание 
нейросети и технологии на основе ИИ как неустранимый 
агент при принятии решения.

Поскольку визуальные представления в науке всё 
больше переплетаются с компьютерными и вычислитель-
ными форматами, их цифровая материальность требует 
особого подхода12. И если ещё недавно, на рубеже XX–
XXI вв., присутствие учёного-наблюдателя рассматрива-
лось как некое явление, которое в будущем должно быть 

типами вещей (пересобранные нанотрубки, нити ДНК или диоды), либо со свойственной презентациям заносчивой склонностью к тому, 
чтобы намеренно улучшать изображения с целью разъяснения, убеждения, доставления удовольствия, а иногда — продажи» [1]. Выделяя 
эти две стратегии — репрезентационную и презентационную — Дастон и Галисон, как отмечает О.Е. Столярова, неявным образом создают 
онтологию «коллективного становления» [9], эпистемологической импликацией которой будет, используя терминологию Я. Хакинга, не пред-
ставление как воспроизведение уже существующего, а вмешательство как произведение нового. Здесь мы имеем дело с конструктивизмом, 
истолкованным в прагматическом ключе: «вторая природа» накладывает онтологические рамки на наши теорию и практику. В современной 
эпистемологии изменяется понимание субъекта: на смену бестелесному субъекту приходит воплощённый субъект. Продуктом взаимодей-
ствия телесного субъекта с миром теперь становятся не субъективные образы объективной действительности, а артефакты, расширяющие, 
по Латуру, наши возможности и связи с другими людьми, социальными группами, изменяя тем самым и наши потребности.

9 Способность современных учёных манипулировать нанообъектами и их нанообразами сама по себе поразительна. Однако не менее удиви-
тельным представляется и тот факт, что «будучи произведёнными с помощью атомно-силового микроскопа, измеряющего силу между кро-
шечным зондом и поверхностью сканирования, эти картинки не предназначены для того, чтобы изображать “природные” явления. Наоборот, 
эти и подобные им тактильные образы — неотъемлемая часть самого процесса изготовления» [1].

10  Стоит, однако, отметить, что стремление к минимизации самости, помимо того, что связано со стремлением минимизировать субъективность 
и, соответственно, ошибки, связанные с человеческим фактором, тем не менее «также избавляет врачей от выполнения части рутинных 
операций. Ещё одним существенным плюсом в использовании ИИ в медицине является снижение временных и материальных расходов» [10].

11 Так, например, наблюдение и визуализация с использованием цифровых атласов мозга выстраивается в основном за монитором компьютера 
[11]. Это подразумевает изменение отношений между наблюдателем, объектом наблюдения, технологиями, используемыми для этой цели, 
и институциональными механизмами, обеспечивающими практику наблюдения. Цифровой атлас — в отличие от атласов, рассматриваемых 
Дастон и Галисоном, — приобретает черты инструмента не столько репрезентирующего, сколько презентирующего, поскольку он одновре-
менно может и представлять, и использоваться для совершенствования представлений.

12 Так, например, результат сканирования мозга не является моментальным снимком, и ряд допущений Дастон и Галисона, связанных с реализ-
мом в отношении механической объективности, не подходит для изображений сканированного мозга [11]. Благодаря развитию компьютер-
ных технологий сканирование мозга стало встроенным в цифровой и сетевой контекст, что делает эту процедуру не столько репрезентатив-
ной, сколько презентативной.
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устранено путём совершенствования алгоритмов и воз-
можностей обработки изображений без человеческого 
вмешательства, то сейчас создание новых (по сравнению 
с предыдущими методами картографирования мозга) 
цифровых атласов выдвигает новые требования к кон-
тролю и ограничениям самости в достижении так назы-
ваемой цифровой объективности13 [12]. Цифровые сканы 
помещаются в сложную инфраструктуру, которая обеспе-
чивает визуальное знание способом, резко отличающимся 
от простой оценки механически полученных объективных 
представлений наблюдателем. Помимо объективного тре-
буется некий реляционный взгляд, с помощью которого 
изображение рассматривается как набор данных по от-
ношению к исследуемому объекту. Большие данные, на-
капливаемые в научных практиках, хотя и стремятся дать 
детальную и исчерпывающую картину представлений 
данных, но тем не менее дают только выборочное отраже-
ние значимой информации, что определяется во многом 
используемыми технологиями и платформами сбора дан-
ных, а также, что не менее важно, — онтологическими 
установками в отношении используемых данных. Иными 
словами, данные предполагают избирательный взгляд, 
настроенный определённым образом и ограниченный ис-
пользованием определённых инструментов [13].

Новые методы их анализа (разработка новых спосо-
бов управления данными на основе машинного обучения, 
компьютерного зрения и новых способов визуализации) 
знаменуют собой инновации, изменяющие современные 
научные исследования. Например, в нанонауке пропо-
зиции почти отсутствуют, потому что она ориентирована 
на создание и изучение новых явлений и, следователь-
но, на особый вид визуализации, который их фиксирует. 
Однако простого ответа на вопрос, возникает ли в этом 
случае новый способ представления, нет: могут возник-
нуть сомнения относительно того, насколько новым явля-
ется такой способ. Тем не менее не вызывает сомнений, 
что в нанотехнологиях и некоторых других развивающихся 
научных областях сходство с реальным объектом иссле-
дования больше не является доминирующим требовани-
ем к исследуемому объекту. Наряду с механической объ-
ективностью, достигаемой технологиями сканирования 
и визуализации, цифровые атласы «формируются за счёт 
привлечения компьютеризированных статистических 

и количественных приборов, обеспечивающих дальней-
ший механизм утверждения и гарантии объективности» 
[12]. Предположение в обоих этих случаях состоит в том, 
что цифровая обработка изображений может способство-
вать эпистемическому идеалу объективности посредством 
развёртывания автоматизированных процессов, что, со-
ответственно, уменьшает необходимость вмешательства 
в обработку данных.

В конечном счёте эпистемическая добродетель объ-
ективности, исторически сформированная как идеал на-
учности, может быть в пределе замещена как научная 
ценность другой эпистемической добродетелью, образо-
ванной в результате тенденции ко всё большему сбли-
жению артефакта с образом, который становится уже 
не столько визуальным, сколько инструментальным. На-
учное видение становится неотделимым от производства 
визуального образа. Современный сдвиг от репрезентации 
к презентации становится поворотным в истории визуаль-
ных практик и объективности, подчёркивая сопряжение 
репрезентативных практик с процессом их конструиро-
вания: точность фотографических снимков не делегирует 
технологиям объективность, понимаемую как стремление 
к минимизации субъективности14. 

Внедрение технологий на основе ИИ и компьютерного 
зрения призвано стандартизировать потоки изображений, 
направленных на первичное и автоматизированное выяв-
ление дефектов, патологий, масштабирование программ 
скрининга и пр. Так, например, разработанный сервис 
для анализа биомедицинских изображений имеет це-
лью научное исследование возможности использования 
в системе здравоохранения города Москвы методов под-
держки принятия решений на основе результатов анализа 
данных с ИИ15. Сервис помимо прочего направлен на ми-
нимизацию рисков появления ошибки в диагностике, од-
нако это не исключает и появления ложноположитель-
ных результатов. При этом фигура врача как «эксперта» 
не устраняется из процесса диагностики, но дополняется 
фигурой «ИИ» и гибридной фигурой «ИИ + Эксперт». Объ-
ективность врача при принятии решения будет во многом 
опираться на анализ тех данных, которые он получил 
от сервиса. Однако для получения результата первичной 
диагностики экспертного заключения врача не требует-
ся: оно может понадобиться только на следующем этапе 

13 В 1990-е гг., в «десятилетие мозга», был создан ряд цифровых и электронных ресурсов, позволяющих рационализировать и интегрировать 
различные области нейробиологии. Этот подход был описан как «нейроинформатика». В ходе совершенствования атласов мозга то, что со-
ставляло объективное нейробиологическое знание, переосмыслялось в соответствии как с возможностями, заложенными в новые техноло-
гии, так и с ограничениями стандартизации, присущими проектам, включающим множество измерений. Понятие «цифровая объективность» 
предлагается в качестве обозначения конкретной конфигурации идеалов, методов и объектов познания в современной кибернауке [12].

14 Так, например, Р. Буиани описывает случаи, в которых техника не способна распознать значимые различия, в связи с чем исследователям 
приходится буквально дорисовывать элементы снимков, выделять их и структурировать [14].

15 Исследование реализуется в трёх проектах: «Эксперимент по использованию инновационных технологий в области компьютерного зрения 
для анализа медицинских изображений и дальнейшего применения в системе здравоохранения города Москвы»; HUB — ИИ-консультант 
врача (сервис автоматического анализа рентгенологических исследований для врачей); «Технологии распознавания речи в здравоохране-
нии» — технология автоматического преобразования устной речи в текст, основанная на алгоритмах ИИ, с помощью которой врач может 
управлять рабочей станцией голосовыми командами и диктовать описание исследования вместо того, чтобы набирать его вручную [15].
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в случае, если результаты ИИ окажутся неудовлетвори-
тельными: алгоритмы компьютерного зрения, как указа-
но, проанализируют снимки пациентов, и только при не-
обходимости эти результаты будут проверены опытными 
экспертами (рис. 1, 2).

ЭТИЧЕСКИЕ ВЫЗОВЫ: 
ПЛЮСЫ И МИНУСЫ СУБЪЕКТНОСТИ 
И СУБЪЕКТИВНОСТИ 
ИСКУССТВЕННОГО ИНТЕЛЛЕКТА

Роботизированные аппараты на основе ИИ уже оказы-
вают существенную поддержку как медикам, так и самим 

пациентам в диагностике, терапии, хирургии. В России уже 
есть роботизированные медицинские комплексы — на-
пример, робот-хирург AST (Assisted Surgical Technologies)16. 
В терапии традиционно именно терапевт как врач первич-
ного звена ставит предварительный диагноз. Однако ро-
боты уже перенимают на себя его функции: всю информа-
цию могут собрать специальные датчики, расположенные 
на теле пациента, и в случае обнаружения патологии пере-
дать информацию врачу. Система способна провести и саму 
диагностику вместо врача. Российский диагностический 
комплекс RoboScan проводит ультразвуковое сканирование 
в автоматизированном режиме. 

Грамотное использование нейросетей в меди-
цинских практиках (например, в целях выявления 

Рис. 1. Скриншот страницы проекта телемедицинской платформы врачей с описанием процесса исследования.

Рис. 2. Скриншот страницы проекта телемедицинской платформы врачей с описанием предоставляемых сервисов.

16 https://new.fips.ru/registers-doc-view/fips_servlet?DB=RUPAT&DocNumber=2715400&TypeFile=html [дата обращения 09.02.2024].
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ковидного поражения лёгких) позволяет снизить дозу 
рентгеновского излучения для томографии, поскольку 
такая предварительно обученная модель нейронной 
сети выступает в некотором роде уже в качестве экс-
перта17. Таким образом, работа по сбору данных и про-
ведению первичной диагностики, а в некоторых случаях 
и по представлению предварительного решения, стан-
дартизирована и формализована, что должно способ-
ствовать большей объективности. Это, с одной стороны, 
позволяет снизить нагрузку на врачей как на экспертов, 
позволяя им сосредоточиться на изучении и интерпре-
тации данных, их описании и формировании заключе-
ний. Врачи передают ИИ всё больше своих обязанно-
стей, а также ответственность за обработку данных, 
диагностику, разработку способов лечения, налажива-
ние взаимодействия с пациентом и в том числе за при-
нятие решения. С другой стороны, это естественным 
образом ставит вопрос о том, как скоро ИИ сможет 
в таком случае заменить врача полностью, и с каки-
ми этическими вызовами в этой связи уже сейчас нам 
предстоит столкнуться на этом пути.

В случае неправильной постановки диагноза или не-
выявления патологии, что повлечёт за собой соответству-
ющие последствия, кто будет ответственным субъектом 
принятия решения? В России в одной из первых стран 
в мире сформулированы риски и угрозы (включённые 
в «Кодекс этики ИИ» [17] как угрозы правам и свободам 
человека), которые может повлечь за собой цифрови-
зация и применение технологий на основе ИИ в сфере 
медицины: дискриминация, потеря приватности, потеря 
контроля над ИИ, причинение вреда человеку ошибками, 
допущенными алгоритмами ИИ, применение ИИ в непри-
емлемых целях. Так, например, недавно Росздравнадзор 
приостановил применение системы для анализа снимков 
компьютерной томографии с использованием ИИ Botkin.AI 
«в связи с угрозой причинения вреда жизни и здоровью 
граждан»18. 

Принятие решений сегодня уже не является пре-
рогативой человека-эксперта: эта функция передаётся 

интеллектуальным системам. Создание природоподобной 
техносферы невозможно без передачи права принимать 
решение техническим системам, поэтому в ближайшие 
10–20 лет этот тренд будет только продолжаться19. Циф-
ровая трансформация современной медицины происхо-
дит в том числе и на коммуникативном уровне, «на ко-
тором врач и больной могут оказаться дистанцированы 
друг от друга с помощью технических барьеров. C другой 
стороны, цифровые технологии порождают феномен рас-
ширенного сетевого пространства, где резко возрастают 
возможности сближения и преодоления существующих 
границ (в частности, географических) между врачами 
и пациентами. В нём также возникает возможность за-
мещения и вытеснения эксперта-врача с его традицион-
ной профессиональной ниши, но вместе с тем появляются 
возможности формирования сетевого коллективного экс-
пертного субъекта (цифровые лаборатории и консилиумы 
врачей)» [19]. 

«Тенденция замещения и отчасти вытеснения экс-
пертных функций врача квазиэкспертизой, осущест-
вляемой с помощью цифровых технологий, также 
свидетельствует о новой форме выстраивания коммуни-
кации — от взаимоотношений эксперта (профессионала 
в области медицины) и профана (неспециалиста-паци-
ента) к гибридной модели “врач + программа-пациент” 
и в отдалённой перспективе к коммуникативной модели 
“программа-пациент”, лишающей эксперта (врача) ста-
туса носителя абсолютного (или приближенного к абсо-
лютному) знания и наделяющей этим правом цифровую 
программу. Последняя модель является техноцентрич-
ной, но в определённом смысле она становится и паци-
ентоцентричной, нивелируя роль врача» [19]. Делегиро-
вание технологиям экспертной функции демонстрирует 
общую тенденцию на освобождение от диагностических 
ошибок врача, и чем точнее ИИ справляется с определе-
нием патологии или рисков развития заболевания, тем 
выше стремление к замещению экспертных функций 
алгоритмами и тем ярче претензия системы поддержки 
принятия решений уже не просто на роль инструмента 

17  «Предлагаемый способ позволяет уменьшить общее количество рентгеновских проекций, необходимых для выявления COVID-19, и, таким 
образом, снизить дозу облучения без значительного снижения точности прогнозирования. Предлагаемый протокол был оценён на 163 паци-
ентах из набора данных COVID-CTset, обеспечив среднее снижение дозы на 15,1%, в то время как среднее снижение точности прогнозирова-
ния составило всего 1,9%, достигнув улучшения оптимальности по Парето по сравнению с фиксированным протоколом» [16].

18 https://www.kommersant.ru/doc/6350252 [дата обращения 09.02.2024].
19 Крупных исследований, касающихся опроса мнений врачей и пациентов относительно их отношения к внедрению ИИ в медицинские прак-

тики, пока нет. Тем не менее в недавнем исследовании общественного мнения, проводимом впервые среди врачей с целью оценки их за-
интересованности в использовании ИИ в области медицины и здравоохранения и выявления проблем и перспектив внедрения ИИ, был 
сделан достаточно оптимистичный вывод: «российские врачи выступают за ИИ в медицине. Большинство респондентов считают, что ИИ не 
заменит их в будущем и станет полезным инструментом. В первую очередь, для оптимизации организационных процессов, исследований 
и диагностики заболеваний». При этом отмечается, что «среди возможных проблем при использовании ИИ отметили отсутствие гибкости и 
ограниченное применение по спорным вопросам (64% и 60% респондентов). 56% считают, что принятие решений с использованием ИИ будет 
затруднено, если для анализа будет представлена неадекватная информация. Треть врачей опасаются, что в разработке ИИ принимали 
участие специалисты с небольшим опытом, а 89% респондентов считают, что врачи должны участвовать в разработке ИИ для медицины и 
здравоохранения. Только 20 участников (6,6%) ответили, что согласны с тем, что ИИ может заменить их на работе. В то же время 76% респон-
дентов считают, что в будущем врачи, использующие ИИ, заменят тех, кто этого не делает» [18].
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человеческого целеполагания, но на роль полноценно-
го актора, выполняющего сложнейшие манипуляции, 
что «приводит к неактуальности и излишеству человече-
ского взгляда, с его ошибками, искажёнными оценками, 
неизлечимой пристрастностью. Технике предоставляют 
выносить суждения о картине реальности, с которой 
она сталкивается» [19]. В таком случае можно предпо-
ложить, что если сохранится тенденция на ограничение 
самости в пользу передачи этой самости в конечном 
счёте ИИ, то мы неизбежно в самом ближайшем буду-
щем должны будем перестать относиться к технологиям 
на основе ИИ как к инструменту и принять во внимание 
их полноценную субъектность и субъективность, со все-
ми плюсами и минусами.
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